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1 WPROWADZENIE

Dzis$ kazdy, kto rozpoczyna poszukiwania informacji z dowolnej dzie-
dziny nauki, w pierwszym etapie tych poszukiwan wykorzystuje mozliwosci,
jakie dajg sie¢ Internet i silniki wyszukiwarek. To bardzo wygodny, szybki
i skuteczny sposdb na nieograniczony dostep do informacji o dokumentach
na dany temat, bgdz do oryginatéw samych dokumentéw. Jesli poszukujac
w sieci informacji na temat chemometrii w jezyku polskim, wykorzystamy
dowolng fraze okreslajgca te tematyke, to wynikiem naszych poszukiwan
bedzie niestety niezbyt pokazna liczba dokumentéw dotyczgcych tejze dzie-
dziny. Znacznie bogatszym zrédtem (z punktu widzenia liczebnosci publika-
cji i réznorodnosci tematyki), sg strony angielskojezyczne.

Publikacjg polskojezyczng, majgca najwieksze znaczenie, na ktdrej
tresciach oparta jest wiekszos¢ pozostatych prac zwigzanych z podstawami
chemometrii, jest pozycja autorstwa prof. Jana Mazerskiego z Wydziatu
Chemii Politechniki Gdanskiej —,,Chemometria praktyczna” . Ksigzka jest do-
skonatym Zrédtem pozwalajagcym na zgtebianie podstaw tego przedmiotu
i od poczatku pojawienia sie chemometrii w programie studiéw kierunku
Analityka chemiczna na Wydziale Chemii Uniwersytetu tédzkiego, byfa
obok wyktaddéw i instrukcji do ¢wiczen laboratoryjnych podstawowa pozycja
literaturowg, pomocng w nauce chemometrii.

Tre$é niniejszego rozdziatu skryptu oparta jest w czesci na podsta-
wach przedmiotu zawartych we wspomnianej ksigzce Jana Mazerskiego, ale
zawiera tez wiele informacji i przyktadéw wykorzystania danych, ktérych
zrédtem sg pozycje traktujgce niektére obszary chemometrii w bardziej
szczegdtowy sposéb. To bardziej ukierunkowane podejscie do zagadnien
poruszanych gtéwnie na zajeciach laboratoryjnych wydaje sie by¢ uzasad-
nione, a moze nawet konieczne biorgc pod uwage trudnosci, z jakimi uczest-
nicy kursu borykali sie w poprzednich dwdch latach prowadzonych zajec.
Nie nalezy jednak w tym miejscu popadac w euforie myslac, ze rozdziat ten
bedzie lekarstwem na wszelkie dotychczasowe problemy w zrozumieniu
wszystkich zagadnien w nim poruszanych. Niezbednym w tym celu elemen-
tem jest wiecej niz dobra znajomo$¢ podstaw statystyki z pierwszego roku
studidw, a takze znajomos¢ zagadnien dotyczacych macierzy, podstaw ra-
chunku macierzowego oraz podstaw rozwigzywania réwnan macierzowych.
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1.1  Poczqtki i rozwdj chemometrii

Zapotrzebowanie na metody pozwalajgce analizowaé wieksze i pod
innym katem, niz ma to miejsce w przypadku statystyki doswiadczalnej,
zbiory danych pojawito sie w potowie XX wieku. Na ten okres wtasnie datuje
sie powstanie dziedziny nazywane] przez chemikdéw chemometrig. Przez
chemikéw, poniewaz specyfika tej dziedziny, a méwiac Scislej fakt wykorzy-
stywania praktycznie tych samych metod analitycznych (matematycznych)
w innych dyscyplinach naukowych, pozwala ekonomistom nazywa¢ jg eko-
nometrig, psychologom — psychometrig, archeologom — archeometria,
a biologom — biometrig. Przyrostek ‘metria’ jest w tym przypadku wskaza-
niem na charakterystyczne techniki analizy danych, ktére sg wykorzysty-
wane, gdy mamy do czynienia z duzymi, trudnymi do analizy zbiorami da-
nych i ktére dajg inny rodzaj informacji niz uzyskiwany metodami statystycz-
nymi. Gdyby pokusi¢ sie o definicje tej dziedziny nauki, to jedng z wielu mo-
gtaby by¢ definicja przytaczana przez Mazerskiego:

Chemometria jest dziedzing zajmujgcg sie wydobywaniem uzytecznej infor-
macji z wielowymiarowych danych pomiarowych, wykorzystujgcq metody
statystyki i matematyki.

Ta bardzo ogdlna definicja przedmiotu dobrze charakteryzuje wcze-
sng chemometrie, z poczatkdw jej zastosowan, kiedy to wykorzystywanymi
technikami analizy byty te, wywodzace sie ze statystyki doswiadczalnej. Dzi$
metody obu dziedzin réznig sie zasadniczo. Techniki analizy wykorzysty-
wane w chemometrii zalicza sie do technik eksploracji danych, okreslanych
mianem Data Mining (DM). Ich zastosowanie oraz intensywny rozwdj jest
Sci$le zwigzany z rozwojem technologii informatycznych i mozliwosciami
przechowywania duzych ilosci danych cyfrowych. Zatem poczatki tego
okresu to lata 80 poprzedniego wieku. Wtedy to wtasnie powstawaty rela-
cyjne bazy danych istrukturalne jezyki zapytan. Nastepnym elementem,
ktory w latach 90 przyczynit sie do rozwoju dziedziny, to hurtownie danych
i stanowigce ich nieroztgczng czes¢ narzedzia do ich analizy, jak poszukiwa-
nie trenddw, zaleznosci czy wzorcow. Informacje te bytyby trudne do wydo-
bycia, gdyby nie specjalistyczne narzedzia informatyczne — przede wszyst-
kim nowoczesne, zawierajace algorytmy technik Data Mining oprogramo-
wanie.
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Cho¢ sama nazwa chemometria powstata w 1970 roku to, jako od-
rebna dyscyplina powstawata w latach osiemdziesigtych XX wieku. W tym
okresie pojawity sie pierwsze opracowania, czasopisma, ksigzki oraz konfe-
rencje dedykowane tylko i wytgcznie temu przedmiotowi. Pierwsze publika-
cje dotyczyty stosunkowo prostych, analitycznych probleméw jak np. roz-
plot naktadajgcych sie pikéw chromatograficznych. Przeglad literatury
z tego okresu pozwoli wyciggnaé wniosek, ze to wtasnie chromatografia
HPLC (High Performance Liquid Chromatography — wysokosprawna chro-
matografia cieczowa) i NIR (Near Infrared — spektroskopia w bliskiej pod-
czerwieni) miaty swdj znaczacy udziat w rozwoju i wyodrebnianiu sie che-
mometrii jako nowej dyscypliny w latach 80.

Sitg napedowa rozwoju chemometrii w latach 90 byt przemyst farma-
ceutyczny. Koncerny farmaceutyczne wykorzystywaty chemometrie do roz-
wigzywania nieco bardziej ztozonych problemdw, jak rozpoznawanie wzor-
cow chromatograficznych (uktadu pikdw) preparatéw medycznych. Powsta-
waty tez algorytmy pozwalajgce na ‘interaktywne’ monitorowanie i kon-
trole ilosciowg procesu chemicznego, zachodzacego z udziatem 4-5 mozli-
wych do spektroskopowej identyfikacji reagentéw lub produktéw. Ten ro-
dzaj rozwigzywanego problemu, z uwagi na duzg ztozonos¢ obliczeniows,
wymagat rozwoju nowych metod chemometrycznych w zakresie rozpozna-
wania wzorcow i modelowania krzywych. Rosngca na przestrzeni lat wiel-
kos¢ i stopien skomplikowania gtéwnie biomedycznych baz danych (chro-
matograméw, spektrograméw) doprowadzita chemometrie do miejsca,
w ktdrym mozna jg uwazaé za typowa dziedzine wykorzystujgcy techniki
DM. W dzisiejszej chemometrii wykorzystywane sg wszystkie mozliwe tech-
niki z zakresu eksploracji danych, jak chocby te najbardziej znane: przetwa-
rzanie sygnatéw, sieci neuronowe, uczenie maszynowe, drzewa decyzyjne,
grupowanie hierarchiczne, itp.

Wielki wptyw uwarunkowan wynikajacych z imponujgcego rozwoju
technologii IT jest oczywisty i niezaprzeczalny. Dzieki nowym technologiom
informatycznym mozemy obserwowacd szybki rozwdj metod analitycznych
jak np. chromatografia gazowa czy cieczowa z detektorami mas (GC-(MS)",
LC-(MS)"), czy tez spektrometria mas ze wzbudzeniem w plazmie indukcyj-
nie sprzezonej (ICP-MS). Te nowoczesne metody badawcze pozwalajg na
jednoczesne oznaczanie wielu analitdéw, przy znacznym obnizeniu granic
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wykrywalnosci oraz zwiekszeniu selektywnosci w stosunku do metod stoso-
wanych uprzednio. Niewatpliwie prowadzi to do zwiekszenia mozliwosci ba-
dawczych, ale zwieksza tez ilos¢ wytwarzanych informacji. Te nadmiarowe
informacje, sg czesto trudne do wykorzystania przez badacza i niekoniecz-
nie zwiekszajg wiedze na temat badanych obiektédw. Bywa, ze wrecz prze-
ciwnie, wprowadzajg dodatkowy chaos informacyjny. Powoduje to gtdwnie
ich wielowymiarowosé, ktérg trudno zwizualizowac¢ wykorzystujac trady-
cyjne wykresy czy tabele.

Nadmiarowos$¢ danych jest zwykle niewykorzystywana, a w przy-
padku niewtasciwie zaplanowanego eksperymentu bywa, ze réwniez niepo-
trzebna. Aby nie dopusci¢ do zjawiska gromadzenia bezuzytecznych danych
i ponoszenia kosztdw z tym zwigzanych, nowoczesng chemometrie nalezy
postrzegad jako proces. Proces wieloetapowy, bedgcy metodologig plano-
wania badan, ich wykonywania i wreszcie analizy danych, bedacych wyni-
kiem wczesdniej zaplanowanego dziatania. Proces ciaggty, trwajacy od zrozu-
mienia uwarunkowan ekonomicznych, przez zebranie i zarzgdzanie danymi,
przygotowanie danych, modelowanie i ewaluacje modelu chemometrycz-
nego do jego wdrozenia. Zastosowanie chemometrii do analizy zupetnie
przypadkowych danych eksperymentalnych (z pominieciem etapu planowa-
nia i przygotowania doswiadczenia) i potraktowanie jej metod jako jedynie
narzedzi typu ‘czarna skrzynka’, prowadzi zwykle do powaznych oraz kosz-
townych btedéw merytorycznych, czyli niewtasciwych wnioskow i uogodl-
nien badawczych.

Chemometria jest wiec dzi$ dziedzing, ktdrg trudno jest zdefiniowac
kilkoma krétkimi zdaniami, stgd mnogos¢ definicji jakie mozna znalezé w li-
teraturze dotyczacej przedmiotu. Petny opis, czym jest dyscyplina zwana
chemometrig datoby Czytelnikowi przeczytanie ich wszystkich. Definicjg po-
dawang dzi$ przez International Chemometrics Society jest:

Chemometria jest dziedzing chemii, w ktdrej stosuje sie metody statystyki,
matematyki i inne wykorzystujgce logike formalng do

— oceny i interpretacji danych chemicznych (analitycznych)
—optymalizacji i modelowania procesow i eksperymentow chemicznych
— wydobycia mozliwie najwiekszej ilosci informacji z danych eksperymen-
talnych.
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Mozna odnies¢ wrazenie, ze podana na poczatku definicja chemome-
trii, zawarta w ksigzce J. Mazerskiego, w eleganckich i trafnych stowach za-
wiera wszystko to, o czym czytamy w tej ostatniej...

1.2 Obszary wykorzystania metod Data Mining

Algorytmy wielowymiarowej eksploracji danych cechuje réznorod-
nosé. Jednak pomimo réznic, mozna okresli¢ kilka ptaszczyzn tematycznych
— celéw, dla osiggniecia ktorych zostaty stworzone. Gtéwne problemy, jakie
mozna rozwigzywac przy ich pomocy to: wyszukiwanie wzorcow i trenddéw,
klasyfikacja obiektdw, badanie ich podobienstwa oraz redukcja wymiaro-
wosci cech je opisujgcych. Prowadzi to do powstawania modeli matema-
tycznych reprezentujgcych obiekty, na podstawie ktérych mozemy je gru-
powac, prognozowac ich nowe wartosci zmiennych, optymalizowa¢ i kon-
trolowac¢ warunki jakie na nie wptywajg. Wymienione sposoby wykorzysta-
nia algorytméw chemometrycznych mozna ujgé w kilka bardziej szczego-
towo sformutowanych punktow:

1. Opis (prezentacja) — wizualizacja gtéwnych zaleznosci odkrywanych
w zbiorach danych (poszukiwanie wzorcéw i okreslanie trendéw za-
chowan). Aby byta ona mozliwa w przypadku obiektow reprezentowa-
nych przez duzg liczbe zmiennych, konieczna jest — redukcja wymiaru
przestrzeni cech (inaczej — przestrzeni zmiennych).

2. Klasyfikacja — proces przyporzgdkowania nowych, nieznanych obiek-
tow do pewnych zboréw (grup, klas) na podstawie wartosci jakoscio-
wej zmiennej celu. Zmienng celu w tym przypadku moze by¢ cecha bez-
posrednio opisujgca obiekt, ale takze osobna wartos¢ wyznaczona na
podstawie sktadowych wektora cech obiektu. Inaczej — klasyfikacja to
przyporzagdkowanie obiektéw do zbioréw na podstawie posiadanej
wczesniej informacji o wartosci zmiennej celu.

3. Grupowanie — poszukiwanie grup lub podobnych struktur danych.
Rozni sie od klasyfikacji tym, ze w jego przypadku nie ma zmiennej celu.
Algorytmy grupujgce nie prébujg wyznacza¢ wartosci zmiennej celu.
Zamiast tego, dzielg caty zbiér danych na stosunkowo zgodne podgrupy
lub grupy, gdzie podobienstwo rekordéw (wektoréw cech) wewnatrz
grup jest maksymalizowane, a podobienstwo do rekorddw spoza grupy
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minimalizowane. Wazng cechg grupowania jest to, ze odbywa sie ono
bez zewnetrznej kontroli, bez nadzoru.

4. Regresja (estymacja) — to poszukiwanie funkcji, ktéra bedzie zdolna
przewidywac rzeczywiste wartosci analizowanych zmiennych, minima-
lizujgc btad miedzy wartoscig rzeczywistg a szacowang. Szacowanie
jest podobne do klasyfikacji z wyjatkiem charakteru zmiennej celu,
ktory jest numeryczny, a nie jakosciowy.

5. Przewidywanie (predykcja) — przewidywanie jest podobne do klasyfi-
kacji i szacowania, z wyjatkiem faktu, ze w przewidywaniu wynik doty-
czy przysztosci. Przewidywanie zwykle dotyczy modeli tworzonych dla
szeregdw czasowych — wartos$ci zmiennej w czasie.

6. Odkrywanie regut — poszukiwanie zaleznos$ci pomiedzy cechami opisu-
jacymi analizowane obiekty. W eksploracji danych polega ono na szu-
kaniu, ktére atrybuty (zmienne) sg ‘powigzane ze sobg’. Asocjacje taka
okresla sie ilosciowo i moze ona dotyczy¢ jednoczesnie dwdch lub wie-
cej cech (zmiennych).

Te najwazniejsze, wymienione wyzej zastosowania algorytmow Data
Mining sprawiaja, ze dzisiaj s3 one wszechobecne i majg zastosowanie prak-
tycznie w kazdej dziedzinie nauki i szeroko rozumianego biznesu. Jako intu-
icyjnie oczywisty przyktad zastosowania DM mozna podac sektor bankowy.
Typowe zastosowania metod eksploracji danych w tym sektorze to ocena
ryzyka kredytowego, identyfikacja grup klientow pod katem sprzedazy pro-
duktow finansowych, czy przewidywanie trendéw na rynkach finansowych.
Nowym przyktadem zastosowan eksploracji danych w tym sektorze to sys-
temy detekcji réznego rodzaju przestepstw finansowych, realizowane po-
przez analize wykonywanych operacji bankowych, w celu wykrycia nietypo-
wych wzorcéw zachowan.

Kolejnym przyktadem sektora czerpigcego ogromne korzysci z analizy
danych metodami DM jest sektor handlowy. Zrédtem wartoéciowych da-
nych do analizy sg oczywiscie klienci sieci handlowych. Karty lojalnosciowe
i choéby sprzedaz online umozliwiajg gromadzenie ogromnych ilosci danych
na temat kupujacych: informacji o rodzaju sprzedanych produktéw, historii
zakupéw dotyczgcych miejsca i czasu, czy Sledzeniu tras przesytek (regiona-
lizacja kupujgcych okreslone produkty). Zebrane dane pozwalajg okresli¢ za-
chowania konsumentéw, wyznaczaé grupy docelowe, ktérym oferowane sg
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konkretne produkty, tym samym zwieksza¢ sprzedaz i redukowac koszty ob-
stugi klientow.

Ciekawym przyktadem wykorzystania narzedzi eksploracji danych jest
analiza asocjacji, czyli okreslanie jakie jest prawdopodobienstwo, ze klient
kupujgcy produkt X kupi jeszcze produkt Y. Tego typu analizy wykorzysty-
wane sg przez systemy, ktére na podstawie historii zakupow konkretnej
osoby sg w stanie tworzy¢ sprofilowane rekomendacje. Trafiajg one pdzniej
do klienta w postaci indywidualnej oferty i réznego rodzaju dedykowanych
kupondw czy znizek, majacych na celu przyciggna¢ dang osobe do konkret-
nej sieci handlowe;j.

Nie mozna w tym miejscu nie wspomnie¢ o najwiekszej z mozliwych
baz danych, jakg sg dane pochodzace z Internetu. Generujg je gtéwnie ko-
munikatory i portale spotecznosciowe. Zgodnie z najnowszymi szacunkami,
w ciggu jednej minuty wykonywanych jest ok. 370 tysiecy rozméw z wyko-
rzystaniem komunikatora Skype. W ciggu jednej minuty wysytanych jest 198
miliondw e-maili i dodawanych jest ponad p6t miliona komentarzy na por-
talu spotecznosciowym Facebook. Zebrane dane mogg stuzy¢ do analizy ob-
cigzenia sieci, wykrywania naduzyé i oszustw albo do znajdowania grup
klientow, ktérym mozna sprzedaé konkretny produkt. Mogg tez stuzyc
mniej komercyjnym, waznym z punktu widzenia bezpieczenstwa celom jak
wykrywaniu przestepstw oraz przeciwdziataniu terroryzmowi. Nalezy w tym
miejscu nadmienié¢, ze dane pozyskane z wykorzystaniem Internetu to nie
tylko dane niewrazliwe, jak listy potgczen, lokalizacja oséb dzwonigcych, go-
dziny wykonywania pofaczen, czas ich trwania, ale tez wiele innych, wkra-
czajgcych w sfere prywatnosci autora informacji. Wraz z rozwojem metod
DM pojawia sie zatem problem prywatnosci i ochrony danych osobowych,
ktéry wymaga prawnego uregulowania, tak aby dostep do informacji uzy-
skanych za pomocg metod eksploracji danych miaty jedynie uprawione in-
stytucje w uzasadnionych przypadkach oraz aby niemozliwa byta sprzedaz
takich informacji.

Bez wykorzystania zaawansowanych algorytmow eksploracji danych
nie mogtaby dzis istnie¢, w postaci jakg znamy, wiekszos¢ dziedzin nauki.
Dobrym przyktadem moze by¢ tutaj biologia molekularna i takie jej dziaty
jak genomika, proteomika czy metabolomika. Eksperymentalne techniki ba-
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dawcze jak mikromacierze DNA, metody sekwencjonowania RNA w geno-
mice, czy spektrometrii masowej w proteomice generujg ogromne ilosci da-
nych, ktérych analiza nie bytaby mozliwa bez komputerédw i odpowiednio
zaprojektowanych algorytméw DM. Ciekawymi przyktadami ich wykorzy-
stania w te]j gatezi biologii jest np. mozliwos¢ poréwnywania sekwencji DNA
oraz biatek w celu znalezienia podobienstwa ich funkcjonowania na podsta-
wie podobienstwa sekwencji, analiza oddziatywan miedzy czgsteczkami,
mozliwosé projektowania lekdéw czy przewidywania struktur biatek.

Wielkim zainteresowaniem cieszy sie dzi$ w medycynie wdrazanie
réznego rodzaju systemow eksperckich opartych o techniki Data Mining
wspomagajacych diagnostyke chorych. Tego typu modele prébujg postawic
diagnoze na podstawie listy objawéw, symptomow oraz wprowadzanych
wynikéw badan. Specjalnie zaprojektowane algorytmy maszynowego ucze-
nia, bedacag czescig integralng takiego systemu, analizujg przygotowang
wczesniej przez ekspertow, historyczng baze danych przypadkéw medycz-
nych. Wynikiem dziatania takiego systemu jest lista najbardziej prawdopo-
dobnych choréb. Kazdy nowy przypadek (objawy — diagnoza) wprowadzony
do tak zaprojektowanego systemu jest kolejnym elementem, ktéry powo-
duje, ze system uczy sie, stajac sie coraz bardziej doktadnym i zaawansowa-
nym narzedziem. Jako przyktad obecnie wykorzystywanego systemu tego
typu mozna podac komercyjny system Clinical Decision Support and Analy-
tics firmy Alere Analytics. Badania przeprowadzone na grupie 77 tysiecy pa-
cjentédw z udziatem 500 lekarzy wykazaty doktadnosé diagnostyczng sys-
temu na poziomie 100%, a jego precyzje na poziomie 75%.

To tylko niewielka czes¢ mozliwych do przytoczenia przyktadéw obec-
nosci eksploracji danych w zyciu codziennym i nauce. Nie dziwi zatem fakt,
ze jako odrebna gatgz, metody DM pod nazwa chemometria, od okoto 1980
roku znalazty zastosowanie takze w chemii.

1.3 Cechy metod chemometrycznych

Co odrdznia chemometrie od typowych metod statystycznych? W ja-
kich sytuacja mozna wykorzystaé metody redukcji wymiaru, klasyfikacji,
grupowania, poszukiwania wzorcéw i trendéw? Na takie pytania moze dac
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odpowiedz analiza réznic zbioréw danych wykorzystywanych w przypadku
obu metod.

Wygodnym, powszechnie zaakceptowanym sposobem gromadzenia
danych eksperymentalnych jest ich tabelaryczny ukfad. Przy czym kazdy
wiersz (rekord) takiej tabeli reprezentuje obiekt (w analityce chemicznej
zwykle punkt pomiarowy, prébka). Kolumny natomiast zawierajg wartosci
zmiennych opisujgce cechy (wtasciwosci) tych obiektéw. Dodatkowo, kazda
kolumna zawsze odpowiada jednej, tej samej zmiennej opisujgcej obiekt.
W przypadku, gdy do analizy zbioru danych wykorzystywane sg metody ty-
powe dla statystyki, reguta jest, ze liczba ilosci pomiaréw (obiektdw) musi
by¢ przynajmniej 4-5 razy wieksza od liczby mierzonych wielkosci. Jak wia-
domo z podstaw statystyki zwigzane jest to z akceptowalnym poziomem uf-
nosci cho¢by dla wyliczonej wartosci sredniej. W przypadku metod chemo-
metrycznych zasada ta zupetnie nie obowigzuje. Dopuszczalna i czesta jest
sytuacja odwrotna, w ktorej ilo$¢ badanych obiektéw jest znacznie mniejsza
niz liczba opisujgcych je zmiennych. Podstawowg réznicg miedzy dyscypli-
nami jest wiec stosunek ilosci badanych probek do liczby wykonywanych dla
nich pomiaréw.

Prostym i obrazujgcym te rdznice przyktadem moze by¢ analiza chro-
matogramu zawierajgcego np. 25 pikéw odpowiadajgcych sktadnikom lipi-
dowym jakiego$ ttuszczu zwierzecego. Wysokos¢ (lub powierzchnie) kaz-
dego z pikéw mozemy zmierzy¢ i wartos¢ zapisa¢ w osobnej kolumnie.
Mamy wiec jedng prdébke i 25 opisujgcych jg wielkosci. Aby poddaé analizie
statystycznej tego typu dane (jednoczesna analiza 25 zmiennych), zgodnie
z jej regutami powinnismy wykonac¢ od 100 do 125 chromatograméw bada-
nych probek. Nie trzeba wspominaé, ze kazdy wykonany pomiar to dodat-
kowe koszty i potrzebny do tego czas. W takiej sytuacji moglibysmy réwniez
ograniczy¢ liczbe zmiennych do arbitralnie wybranych. Prowadzitoby to
utraty trudnej do okreslenia ilosci informacji zawartej we wszystkich zmien-
nych. Dzieki specyfice metod z zakresu chemometrii, zestaw 25 zmiennych
mozemy wiarygodnie analizowac korzystajgc z pomiaréw wykonanych zale-
dwie dla 20—30 prébek. Co ciekawe, wyniki analizy beda oparte na catym
zasobie informacji zawartej w prébkach.
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Struktura trudnych do analizy z punktu widzenia klasycznej statystyki
zbioréw danych, byta gtdwnym powodem, dla ktérego chemometria wypra-
cowata wlasne metody i algorytmy ich eksploracji. W przeciwieristwie do me-
tod statystycznych, ktére powstaty dla analizy pojedynczych zmiennych lub
co najwyzej niewielkiej ich liczby, algorytmy chemometrycznej analizy danych
zaktadajg z goéry jednoczesng analize duzej liczby zmiennych. Zatem specyfika
metod to kolejna, zasadnicza réznica miedzy statystykg i chemometrig, a pro-
blemy rozwigzywane metodami chemometrycznymi nalezg do zagadnien
obarczonych duzym ryzykiem z punktu widzenia statystyki matematyczne;j.
Gdyby pokusi¢ sie o ujecie najwazniejszych cech — zalet algorytméw metod
chemometrycznych w kilku punktach, to nalezatoby pamietac o:

e mozliwosci analizy bardzo duzych zbioréw danych

e mozliwosci jednoczesnej analizy duzej liczby zmiennych, dla niewielkiej
liczby badanych obiektéw (minimalizacja ilosci pomiaréw)

e dopuszczalnej duzej zmiennosci, ztozonosci i niepewnosci danych

e mozliwosci badania istotnosci stopnia wewnetrznego powigzania
zmiennych

e mozliwosci uzyskania wysokiej jakosci informacji na podstawie da-
nych o duzym poziomie niepewnosci, co pozwala na rozwigzywanie
problemoéw trudnych, lezacych na granicy stosowalnos$ci metod sta-
tystycznych.

Szczegdlng cechg chemometrii jest réwniez to, ze gdy majg zostac za-
stosowane jej algorytmy, powinna ona by¢ obecna na kazdym etapie bada-
nego problemu, od jego sformutowania, zaplanowania sposobu jego rozwia-
zania do wnioskow koricowych. Wykorzystanie chemometrii dopiero na eta-
pie opracowania gotowych, niewfasciwie pozyskanych danych czesto koriczy
sie rozczarowujgcymi i mato przydatnymi wynikami. Kontrola chemome-
tryczna wszystkich etapdw analizy, a zwtaszcza formutowania problemu i pla-
nowania eksperymentu pozwala ograniczy¢ ewentualne niepowodzenia. Ty-
powym oraz czestym btedem praktykow w innych dziedzinach jest witasnie
sytuacja, w ktérej wykonana zostata juz seria czesto kosztownych pomiarow
celem potwierdzenia pewnych hipotez, stworzenia modelu zaleznosci, opty-
malizacji procesu, wykonania prognoz, ale bez wczesniejszego ich zaprojek-
towania zgodnie z zasadami chemometrii. Badania takie zwykle konczg sie
niepowodzeniem.
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2 KONTROLA DANYCH

2.1 Dokumentacja

Witasciwa dokumentacja i czytelny opis danych nie sg czynnikami,
ktére majg bezposredni wptyw na wynik analizy. Niemniej warto poswieci¢
nieco uwagi tym elementom, poniewaz zaniechania i niestarannos¢ na tym
etapie zwykle sg Zrodtem wielu ktopotdow i btednych wynikdéw. Jak juz zo-
stato wczesniej wspomniane, najlepszym, powszechnie zaakceptowanym
sposobem gromadzenia danych sg struktury tabelaryczne. Powinny by¢ one
odpowiednio zaplanowane, a ich elementy opisane we wtasciwy sposob.
Kazda tabela powinna posiadac¢:

e nagtéwek z informacjg o:

o problemie, ktérego dotyczy

o dacie utworzenia i dacie ostatniej modyfikacji

o identyfikatorze autora danych,

e jednoznacznie opisane kolumny dla kazdej zmiennej,

e jednoznaczna, niepowtarzalng nazwe dla kazdego obiektu, rekordu

(wiersza),

e informacja o pochodzeniu danych, zwtaszcza gdy pochodzg z réznych

Zrédet:

o przez kogo wykonane

o jakg metodg i na jakim przyrzadzie

o kiedy zostaty wykonane,

e opis i uzasadnienie ewentualnych modyfikacji danych,

o jezeli dane sg wynikiem obliczen, nalezy poda¢ sposdb obliczen.

Jesli w zbiorze danych istnieje naturalne ich uporzgdkowanie to po-
winno ono zosta¢ odwzorowane w przygotowywanej tabeli. Dobrym przy-
ktadem sg w tym miejscu np. dane pomiardw spektroskopowych, w przy-
padku ktdrych kryterium porzadkujgcym dane jest dtugosé fali lub tez
dane chromatograficzne, gdzie role takg moze odgrywad rosnacy czas re-
tencji. W tym miejscu warto jeszcze wspomnieé o dobrych zasadach okre-
$lajgcych nazewnictwo zmiennych i obiektow. Ich podstawg s3g takie oto
elementy:
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e nazwy, jeslito mozliwe, muszg sie kojarzy¢ ze zmienng, ktérej dotycza
i to nie tylko autorowi tabeli, ale tez innym uzytkownikom,

e nazwy powinny by¢ krotkie (najlepiej 2, 3 literowe), aby czytelnie opi-
sywaty zmienne czy obiekty na wykresach (najlepszymi nazwami sg
ogdlnie przyjete skroty),

e nazwy powinny by¢ ciggiem liter i ewentualnie cyfr (bez znakdéw spe-
cjalnych),

o jesliopracowane wedtug tych zasad skrdty nie kojarzg sie ze zmienng,
powinny zostac¢ koniecznie opisane w dokumencie.

Poniewaz obecnie wszelkie analizy statystyczne, chemometryczne
wykonuje sie z wykorzystaniem specjalistycznego oprogramowania, dane
dobrze jest przygotowaé w formacie czytelnym dla konkretnej aplikacji.
Standardem jest tutaj Excel firmy Microsoft i jego arkusz kalkulacyjny
(ewentualnie plik tekstowy w formacie ‘CSV’), ktdry jest wiasciwy dla prak-
tycznie wszystkich aplikacji statystycznych czy Data Mining. Nalezy jedynie
pamietac o kilku podstawowych zasadach pracy z samym arkuszem; jak jed-
nolity format kolumn (liczby albo tekst) i zawsze ten sam typ separatora
miejsc dziesietnych, ktdry mozna wybraé, jako jedng z opcji ustawienia sys-
temowego lub ustawi¢ bezposrednio w aplikacji arkusza kalkulacyjnego.
Opisy skrotow zmiennych i obiektow (lub jakikolwiek inny tekst) powinny
zawsze znajdowac sie poza pionowym rzutem tabeli z analizowanymi war-
tosciami. Innym rozwigzaniem jest umieszczenie napiséw w dowolnym
miejscu poza tabelg, ale w taki sposdb, aby skopiowana tabela z danymi
zawsze nadawata sie do analizy statystycznej, chemometrycznej.

Na etapie przygotowywania ‘bazy danych’ zwykle rozwigzywany jest
tez problem danych brakujgcych. Luki w tabeli danych zdarzajg sie z réznych
przyczyn, np. z powodu Zle pobranej prébki, jej zanieczyszczenia czy znisz-
czenia. Efektem tego zawsze jest brak wartosci zmiennych opisujgcych
probke. W takiej sytuacji, jesli jest to mozliwe, brakujgce dane nalezy uzu-
petnic. Jesli nie — miejsce pozostawiamy wolne. Nalezy zawsze pamietac, ze
podstawowg zasadg jest, aby w miejsca brakujgcych danych nigdy nie wpi-
sywac zer. Nie nalezy rdwniez wpisywac innych znakéw niebedacych licz-
bami —w przypadku zmiennej ilosciowej, i nienalezacych do zbioru dopusz-
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czalnych wartosci dla zmiennych nominalnych (jakosciowych). Wynikiem ta-
kiego postepowania sg zawsze niepoprawne operacje wykonywane przez
program (arkusz), czesto bez zadnego komunikatu o btedzie.

Luki w danych uzupetniamy wg jednej z nastepujacych zasad:

e zastepowanie brakéw danych wartoscig najbardziej dominujgca
w danym zbiorze, najczesciej wystepujgcg — Srednig, mediang,

e zastepowanie brakujgcych danych wartosciami najbardziej prawdo-
podobnymi ale w ramach danego zbioru wartosci, np. wartos$cig wy-
generowang losowo z obserwowanego rozktadu zmiennej,

e wykorzystanie metody regresji do oszacowania wartosci brakujgcej
danej,

o wykorzystanie metody k—najblizszych sgsiadéw do ustalenia wartosci
najbardziej prawdopodobnej dla brakujgcej danej.

Istnieje jeszcze przypadek, kiedy zmierzong wielko$¢ musimy zastgpic
inng wartoscig zmiennej. Ma on miejsce, kiedy wartos¢ mierzonej zmienne;j
jest mniejsza niz prég oznaczalnosci metody analitycznej. W takim przy-
padku zmierzong wartos¢ zastepujemy wartoscia rowng potowie progu
oznaczalnos$ci metody.

2.2 Kontrola poprawnosci danych

2.2.1 Rozktad pojedynczej zmiennej, wartosci odstajgce

Kontrola poprawnosci danych jest najbardziej pracochtonnym i naj-
bardziej zmudnym etapem procesu analizy chemometrycznej. Niemniej
etapem koniecznym. Wtasciwe wykonanie wstepnej obrébki danych jest
gwarancjg uzyskania poprawnych wynikéw. Etap ten sktada sie z kilku czyn-
nosci, jakie powinny zosta¢ wykonane:

e wykrywanie i usuwanie ewentualnych btedéw grubych lub wynikéw
odbiegajacych (outliers) w istotny sposdb od pozostatych (np. z innej
populacji),

e badanie rozktadu zmiennej i przeprowadzenie jej transformacji, jesli
zachodzi taka koniecznos¢ (normalizacja rozktadu dla testéw parame-
trycznych),
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e wykrywanie korelacji pomiedzy zmiennymi opisujgcymi obiekty,
e skalowanie, autoskalowanie. Wymagajg tego niektére metody DM.

W przypadku pierwszych trzech punktéw, bardzo pomocnym narze-
dziem sa réznorodne techniki graficznej prezentacji danych i ich analiza wi-
zualna. Mozliwosci takie dajg nam specjalistyczne programy statystyczne
np. ‘Statistica’, na ktérg Uniwersytet tédzki posiada licencje, a oprogramo-
wanie moze by¢ wykorzystywane réwniez przez Studentéw na zajeciach
i w domach.

Problem wartosci odbiegajgcych (takze btedéw grubych), lezgcych
z dala od reszty danych jest problemem starym, znanym statystyce do-
Swiadczalnej. Aby go rozstrzygnaé, musimy znalez¢ odpowiedz na pytanie,
czy punkt odbiegajagcy to rzeczywiscie niewtasciwy punkt w zbiorze, czy
zbidr danych ma taki wtasnie rozktad, a punkt ma wartos¢ prawidtowa. Zna-
nych jest kilka testow statystycznych, pomocnych w rozwigzywaniu tego
problemu. Test Q-Dixona, test G-Grubbsa, test 3-sigma i test przedziatu uf-
nosci. Wszystkie one zaktadajg jednak, ze pozostate, nieobarczone btedem
wyniki majg rozktad zgodny z normalnym. Najprostszym, graficznym sposo-
bem sprawdzenia tego warunku jest wykonanie histogramu zmiennej. Jesli
wynika z niego, ze rozktad zmiennej istotnie odbiega od rozktadu normal-
nego, zmienng nalezy podda¢ odpowiednie] transformacji.

Wykonanie histogramu w programie Statistica praktycznie nie wy-
maga od nas ingerencji w proces jego tworzenia i przebiega automatycznie.
Warto jednak wspomnieé tu o istotnym elemencie, jaki ma wptyw na jego
ksztatt i tym samym na nasze decyzje dotyczace samego rozktadu zmiennej.
Jest nim jedynie ilos¢ przedziatow (ilos¢ stupkdéw), z jakich histogram sie
sktada. Prawidtowg wartos¢ tej wielkosci okreslajg wyrazenia w przyblizeniu
réwne dla niewielkiej ilosci obiektéw n (dla wiekszych n zalecane jest stoso-
wanie zaleznosci b):

a)k <n/4 b) k ~Vn (2.1)

gdzie:
n —ilos¢ wartosci zmiennej
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Rys. 1. Histogramy stezenia witaminy D w surowicy dla 28 przypadkéw
medycznych: a — prawidtowy, b — niewtasciwa ilosé przedziatéw

Zrédto: opr. wtasne

Przyktadowe histogramy pewnej zmiennej wykonane dla réznych
wartosci parametru k przedstawione sg na wykresach powyzej. Histogram
b charakteryzuje zbyt duza liczba przedziatéw, przez co w poszczegdlnych
przedziatach rejestrujemy zbyt matg liczbe obserwacji. Histogram taki przyj-
muje nieregularny ksztatt, zalezny gtéwnie od czynnika losowego, co utrud-
nia jego interpretacje. Rzadszym btedem jest zbyt mata liczba przedziatéw.
Otrzymany histogram zawiera wtedy zbyt mato informacji o rozkfadzie,
a zwtaszcza o wartosciach odstajgcych, ktére sg wtedy niewidoczne. Auto-
matyczne wykonanie histogramu w programie Statistica daje nam jedno-
czesnie mozliwos¢ wykorzystania testow, ktdrych wynik pozwala ocenié, czy
rozktad badanej zmiennej jest rozktadem normalnym. Sg to znane po-
wszechnie testy Chi-kwadrat, Kofmogorowa-Smirnowa czy Shapiro-Wilka.

Badanie rozktadu zmiennej dajgce odpowiedz? na pytanie, czy jest on
rozkladem normalnym mozemy przeprowadzié, analizujac grupe prostych
parametréw, oszacowanych samodzielnie na podstawie zbioru wartosci
zmiennej. Warto poznac zasady tej analizy. Ich znajomos$¢ da nam wyobra-
zenie, jakimi cechami powinien charakteryzowac¢ sie rozktad normalny
zmienne;.

Wyjsciowym parametrem analitycznym jest rozstep A (rozpietos¢ da-
nych), czyli réznica pomiedzy jego wartosciag maksymalng (MAX) i mini-
malng (MIN) w zbiorze. Jesli wczesniej posiadamy informacje, z jakiego
zakresu wartosci powinny by¢ nasze dane, to juz na tym etapie mozemy
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przeprowadzié¢ wstepng kontrole pod wzgledem ich poprawnosci i usungc
dane odbiegajace.

Kolejnym wyznaczanym parametrem, jest jeden z parametréw dajgcy
informacje o typie rozktadu zmienne;j. Jest to iloraz wczesniej wyznaczonych
wartosci MIN i MAX. Bezwzgledna warto$¢ MIN/MAX mniejsza od 0.1 jest
informacja, ze zmienna moze posiadac rozktad réznigcy sie od normalnego
i w przysztosci moze wymagac transformacji. Inng wskazéwka, ze rozktad
zmiennej odbiega od normalnego jest odlegte potozenie wartosci sredniej
(m) zbioru wobec srodka przedziatu zmiennosci (w = (MAX + MIN)/2). Odle-
gtosc te poréwnuje sie z wartoscig odchylenia standardowego (s) pojedyn-
Czego pomiaru:

zatem jeSli |m - w| >s (2.2)

to zmienna wymaga dalszego sprawdzenia charakteru rozktadu. Informac;ji
w tym zakresie dostarczy¢ nam moze kolejny parametr, jakim jest iloraz roz-
stepu i odchylenia standardowego A/s. Wskaznik ten nie powinien by¢
spoza przedziatu 3-5 (dla matej liczby < 30 wynikéw od 3 do 4) dla rozktadu
normalnego. Inna jego warto$¢ informuje nas o znacznej niejednorodnosci
w rozktadzie.

Odstepstwa od rozktadu normalnego zmiennej, ktory jest rozktadem
symetrycznym, moze potwierdzié¢ lub nie, ostatni z parametréw — indeks
skosnosci rozktadu (q). Jest to parametr okreslajgcy asymetrie rozktadu,
ktdra wyraza sie jego prawo— lub lewoskosnoscig i wartoscig indeksu rézng
od zera. Miara ta jest wykorzystywana w arkuszu kalkulacyjnym Excel. War-
tosc indeksu skosnosci mniejsza od —2 sugeruje, ze rozktad jest rozktadem
lewoskosnym, wieksza od 2 — prawoskosnym, niewykazujgcym cech roz-
ktadu normalnego.

Poddanie wszystkich opisanych zmiennych jednoczesnemu testowi,
ktory mozna dla jasnosci przedstawi¢ w postaci czterech nastepujgcych
pytan:

1. Czy warto$¢ MIN/MAX > 0.1 ?

2. Czy |w (Srodek rozktadu) — m (Srednia)| < s (odchylenie std.) ?

3. Czy wartos¢ A(rozstep)/s nalezy do przedziatu (3-5) ?

4. Czy |q (skosnosé)| <2 7?
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pozwala odpowiedzie¢ na pytanie, czy rozktad zmiennej jest normalny. Je-
zeli dla jakiejkolwiek zmiennej, odpowiedZ cho¢by na jedno z powyzszych
pytan brzmi NIE, wykonujemy jej histogram (i jesli to mozliwe jeden z wy-
mienionych wczesniej testéw normalnosci), poniewaz jest mozliwe, ze roz-
ktad jest asymetryczny lub wielomodalny. Inng mozliwoscig z jakg mozemy
mieé do czynienia jest wystepowanie wartosci odbiegajgcych. W zaleznosci
od sytuacji stosujemy nastepujacy algorytm postepowania:

1. Jesli zmienna ma rozktad wielomodalny pozostawiamy jg bez zmian.

2. Jesli rozktad danej zmiennej jest rozktadem normalnym, ale posiada
wartos¢ odstajgcg potwierdzong np. testem Grubbsa lub przedziatu uf-
nosci, usuwamy te wartos¢ i wiecej zmienng sie nie zajmujemy.

3. Jesli rozktad zmiennej nie ma cech rozktadu normalnego (np. potwier-
dza to nasza analiza lub ktérys z testéw normalnosci) i na histogramie
widoczna jest warto$¢ mogaca by¢ wartoscig odbiegajacg, nalezy ja
tymczasowo usunac i wykonac¢ nowy histogram dla zmiennej.

4. Jezeli po usunieciu wartosci odbiegajacej rozktad zmiennej nie ulegt
‘poprawie’, nalezy przywrécic¢ usunietg wartos¢ i dokonac transforma-
cji (normalizacji) zmiennej.

5. Jezeli po dokonaniu transformacji zmiennej jej rozktad stat sie syme-
tryczny, konczymy kontrole zmiennej. Tak samo postepujemy, gdy po
transformacji pojawia sie wielomodalnosc¢ rozktadu.

6. Jezeli po dokonaniu transformacji zmiennej, na histogramie w dalszym
ciggu widoczny jest punkt odbiegajacy, nalezy go tymczasowo usungc i
wykonac¢ nowy histogram zmiennej.

7. Jezeli rozktad transformowanej zmiennej po usunieciu wartosci odbie-
gajgcej stat sie normalny lub przynajmniej symetryczny, jednym z te-
stéw nalezy oceni¢, czy odstajgca wartosc¢ zostata stusznie usunieta.
Wiecej zmienng sie nie zajmujemy.

Transformacji zmiennej dokonujemy zwykle wtedy, kiedy podejrze-
wamy jg o rozktad skosny, daleki od normalnego. Czestymi sg trudne sytua-
cje, kiedy rozktad zmiennej wydaje sie skosny z powodu pojawiajgcej sie
wartosci odstajgcej — i odwrotnie, podejrzewamy istnienie wartosci odsta-
jacej w zbiorze, ale ksztatt histogramu jest wynikiem skosnosci rozktadu. Je-
dynym wyjsciem z takiej sytuacji jest testowanie zmiennej metodg préb
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i btedéw, poniewaz przedstawiony powyzej optymalny algorytm postepo-
wania, nie zawsze pozwala na rozwigzanie wszystkich napotkanych proble-
mow kontroli zmiennych.

Tab. 1. Tabela najczestszych funkcji transformujgcych zmienne

Charakter zmiennej Przyktady funkcji transformujacych
zmienna ma naturalny poczatek w 0,
stosunek MIN/MAX<0.1 i jest silnie x = log1o(x),
prawoskosna
zmienna jest silnie prawoskosna x = logio(x+a); x+a >0
zmienna jest silnie lewoskosna x = logio(a—X); @ > Xmax

Zrédto: opr. wtasne

W tabeli powyzej zamieszczone zostaty trzy najczestsze sytuacje wy-
magajace transformacji zmiennej i funkcje, z jakich nalezy w danym przy-
padku skorzysta¢. Niestety wyznaczenie w sposob analityczny witasciwej
wartosci parametru ‘a’ z reguty nie jest mozliwe. Dlatego w praktyce stosuje
sie metode prob i btedéw z zachowaniem koniecznej reguty, aby argument
funkcji logarytmicznej byt wiekszy od zera. Nalezy przy tym pamieta¢, ze
warto$¢ poszukiwanego parametru ‘a’ moze (i z natury musi) by¢ przybli-
zona. Ma jedynie zapewnic spetnienie warunku braku istotnosci testow nor-
malnosci rozktadu transformowanej zmiennej.

Dla rozktadow przynajmniej ‘podobnych’ do normalnego mozemy
przeprowadzi¢ wspomniane juz wczesniej testy na wartosci odbiegajace.
Warto w tym miejscu wspomnie¢ o mozliwosciach graficznych, jakie daje
oprogramowanie Statistica w tym zakresie. Przy pomocy prostego i po-
wszechnie stosowanego narzedzia, jakim jest tzw. wykres ramkowy (ang.
Box-Whisker) mozemy w tatwy sposdb wykry¢ oraz wykluczy¢ z dalszej ana-
lizy wykryte wartosci odstajgce. Na widocznym ponizej przyktadzie takich
wykresow, dla wczesniej prezentowanych juz danych stezenia witaminy D
w surowicy, w obu przypadkach analizy, widzimy warto$¢ obarczong bte-
dem (odstajgcag od pozostatych). Wartosci zakreséw dopuszczalnej zmien-
nosci badanego parametru liczone sg w obu przypadkach inaczej. W pierw-
szym, na podstawie granic kwartylnych, w drugim, jako przedziat ufnosci
(dla wspodtczynnika istotnosci a = 0.05) oparty o odchylenie standardowe
z préby (pojedynczego pomiaru), co dla ilosci stopni swobody = 27 (28 po-
miardw) na podstawie wartosci parametru krytycznego t-Studenta daje
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mnoznik dla odchylenia standardowego = 2 (a przedziat: 2.7414-13.6933;
rysunek 2 b).

Ramkowy V.D Ramkowy V.D
dane.sta 10v*28¢c dane.sta 10v*28c
14 16
12 14
10 12
10
8
a) b 8
> 6 _ > ‘o
O Mediana = 8.965 6 o $rednia = 8.2175
4 0 25%-75% 4 O SredniatOdch.std
) = (6.89, 9.79) = (5.4796, 10.9554)
T Zakres nieodstajacych 2 T Sredniaz2*Odch.std
0 o =(4.11,13.1) ° =(2.7417, 13.6933)
o Odstajgce 0 o Odstajgce
2 * Ekstremalne -2 * Ekstremalne
a b

Rys. 2. Wykresy ramkowe (Box-Whisker) wartosci odstajgcych dla steze-
nia witaminy D w surowicy: a — oparty o kwartyle, b — oparty o przedziat
ufnosci zm. (20, p(27) = 0.95)

Zrédto: opr. wtasne
2.2.2 Korelacje miedzy zmiennymi

W przypadku danych analizowanych metodami chemometrycznymi
mamy zwykle do czynienie z tak zwanymi tablicami szerokimi, posiadaja-
cymi ilos¢ kolumn znacznie przewyzszajacg ilo$¢ badanych obiektéw (pro-
bek, rekordéw). Nigdy w zwigzku z tym nie jest tak, ze zmienne niezalezne
opisujgce obiekt, niosg swoistg informacje tj. takg, ktéra w najmniejszym
stopniu nie pokrywa sie z informacjg niesiong przez inng zmienng dotyczaca
tego obiektu. Rzeczywistos¢ informacji jest wielowymiarowa, ale nie jest or-
togonalna. Ta nadmiarowos¢ ma miejsce zwtaszcza, gdy nie mamy wptywu
na ortogonalnos¢ planu doswiadczen, czyli zwykle wtedy, kiedy dokonu-
jemy eksperymentu na obiektach, ktérych zmiennych zaleznych nie kontro-
lujemy. Dobrym przyktadem moze tu byé pomiar zawartosci mineratéw,
czystosci wody w zbiornikach naturalnych. Zdefiniowana w ten sposdb
wspatliniowos¢ zmiennych objasniajgcych (zwykle wspdtczynnikiem korela-
cji, lub jego kwadratem — wspodtczynnikiem determinacji) jest zjawiskiem
wysoce niepozgdanym w tworzeniu modeli chemometrycznych, bez
wzgledu na to jakiemu celowi majg one stuzy¢. Wymaog reprezentatywnosci
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zmiennych w algorytmach DM oznacza, ze zmienne wybrane do tworzo-
nego modelu powinny by¢ ze sobg jak najstabiej skorelowane. Nadmierna
korelacja zmiennych zwykle prowadzi do niestabilnosci modelu w prze-
strzeni rozwigzan. Najlepszym tego przyktadem moze by¢é model regres;i
wielokrotnej, ktéry w przypadku nadmiarowosci informacji niesionej przez
zmienne objasniajace prowadzi zwykle do réwnania prostej, ktére bedzie
dobrze szacowad wartos¢ prognozowang nawet wtedy, gdy zadna ze zmien-
nych nie jest istotna dla zmiennej zaleznej (szacowanej). Redukcji niepo-
trzebnej, nadmiarowej informacji i tym samym redukcji wymiaru prze-
strzeni zmiennych objasniajgcych, mozna dokonaé przeprowadzajac caty
uktad zmiennych w ich reprezentacje, zwang czynnikami gtéwnymi (kombi-
nacje liniowg zmiennych oryginalnych; ang. Principal Component Analysis
PCA), ale tez badajgc wstepnie site korelacji pomiedzy poszczegdlnymi
zmiennymi metodami statystycznymi.

14 12
1 y = 0.4997x + 3.0025 o o
R?=0.6663 10 /
10 o
* 8 *
g - o /
3 6
6 / >
= . : .
4
y = 0.5001x + 3.0001
2 2 2
R? = 0.6665
0 . . | o . . .
0 5 10 15 0 5 10 15
a b
14 12
y = 0.4999x + 3.0017 A
12 R?=0.6667 10 .
10 * %
8 Y Py
8 $ B
6
6 3 7
4 4
¢ y = 0.5x + 3.0009
2 2
R? = 0.6662
0 . . . | o . . .
0 5 10 15 20 0 5 10 15
c d

Rys. 3. Relacje zmiennych — kwartet Anscombe’a

Zrédto: opr. wtasne
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Badajac zaleznosci miedzy zmiennymi nalezy zawsze pamietaé, ze ich
wizualizacja przy dzisiejszych mozliwosciach obrdébki danych nie stanowi
zadnego problemu. Same wartosci parametrow okreslajagcych wspétzalez-
nosé (wspodtczynnik korelacji) zmiennych nie sg dla nas tak wiele méwiace
jak rzut oka na wykres. Najlepszym przyktadem, przytaczanym w wiekszosci
pozycji literaturowych zajmujgcych sie tg tematyka jest tzw. kwartet Ans-
combe’a (Rys. 3).

Jak fatwo zauwazy¢ na zaprezentowanych wykresach, wszystkie za-
leznosci cechuje doktadnie taka sama wartos$¢ wspotczynnika korelacji (de-
terminacji), a takze identyczne wartosci parametrow prostych bedgcych
modelem regresji dla zbiorow danych. Na wykresie ‘@’ widoczny jest degra-
dujacy wptyw btedu grubego lub wartosci nietypowej na doskonatg, prak-
tycznie funkcyjng zaleznos¢ liniowg dwdch cech pozostatych obiektow.
Z pozornie podobng sytuacjg mamy do czynienia w przypadku wykresu ‘c’.
Mamy tu warto$é odstajgcy, ktéra wptywa na wartosci numeryczne zalez-
nosci zmiennych, sugerujac dos¢ duzg wartos¢ korelacji zmiennych, podczas
gdy zaleznos¢ taka zupetnie nie wystepuje. Nieco inaczej przedstawia sie za-
lezno$¢ ‘b’. Moze ona by¢ typowym przyktadem zaleznosci liniowej punk-
téw doswiadczalnych i w jej przypadku wartosci numeryczne prawidtowo
odzwierciedlajg sytuacje, z jakg mamy do czynienia. | ostatni przyktad — do-
skonata funkcyjna zaleznos¢ zmiennych, ale aby jg potwierdzi¢ parametrami
regresji liniowej, nalezy dokona¢ linearyzacji funkcji, ktora jg reprezentuje,
lub wykorzystaé regresje wyktadniczg np. arkusza Excela. Ale nie da sie tego
zauwazy¢ bez wczesniejszej, wizualnej analizy wykreséw.

W chemometrii Istniejg pewne zasady dotyczace linearyzacji bada-
nych zaleznosci. Zalecana jest przede wszystkim transformacja zmiennej ob-
jasniajacej bez modyfikacji zmiennej zaleznej. Pozwala to w tatwy sposdb
poréwnywac rézne rodzaje transformacji. Transformacje zmiennej zaleznej
stosuje sie jedynie w ostatecznosci. Przyktadowe sytuacje i funkcje jakie na-
lezy w danych przypadkach stosowaé przedstawione zostaty w tabeli 2.
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Tab. 2. Funkcje transformujgce dla typowych przypadkdw linearyzacji

zmiennej

Charakter zaleznosci y = f(x)

Funkcja transformujaca

zalezno$¢ ma asymptote pionowg dla
xo = 0

x' =log(x) lub x'=1/x

zalezno$¢ ma asymptote pionowa dla
Xo=a; X;>a

x' =log(x —a) lub x' =1/(x —a)

zalezno$¢ ma asymptote pionowg dla

x' =logla—x) lub x'=1/(a—x)

Xo=a; x;<a

zalezno$¢ ma przebieg sigmoidalny,

—a
a < Ymin; as. dolna a > y' = log <_Z )
VYmax » AS. gérna
zaleznos$¢ wzrasta do maximum; V' = log(b — )
Ymax ;> 4S- gérna b > VYmax
zalezno$¢ maleje do minimum; ,
y' =log(y —a)

dolna

Ymin ; S- a< Ymax

Zrédto: opr. wtasne

2.2.3 Skalowanie, autoskalowanie (standaryzacja) zmiennej

Jeszcze innego rodzaju transformacjami zmiennych sg takie ich prze-
ksztatcenia, aby ich wartoscig srednig byta wartosc bliska zeru, a co wazniej-
sze, aby niosty one ze sobg poréwnywalne tadunki informacji. Jest to bardzo
czestym i majgcym zasadnicze znaczenie wymogiem algorytmow wielu me-
tod chemometrycznych. Pierwszym i najprostszym tego typu zabiegiem,
choc¢ chyba najrzadziej stosowanym, jest centrowanie zmiennej, czyli taka
jej transformacja liniowa, ktora sprawia, ze jej wartos¢ srednia znajduje sie
w poczatku uktadu wspdtrzednych (jest rowna zero). Jest to warunek ko-
nieczny w przypadku takiej metody jak analiza podobieristwa, czy analiza
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czynnikdéw gtéwnych. Samo centrowanie wykonuje sie odejmujgc od po-
szczegblnych wartosci zmiennej jej wartos¢ srednia:
X=Xy —-X; (2.3)
gdzie:
j —jest symbolem zmiennej,
i —jest kolejng jej wartoscia.

Zasadniczym zatozeniem typowych przeksztatcen tego rodzaju jest
wspomniana juz wspdétmiernosé¢ zmiennych. Mozna jg realizowac na dwa
sposoby: jako skalowanie przedziatowe oraz najczesciej wykorzystywane —
autoskalowanie, inaczej nazywane standaryzacjg zmiennej. W przypadku
skalowania przedziatowego wszystkie wartosci danej zmiennej sprowa-
dzane sg w sposob proporcjonalny do pewnego, zwykle zawezonego (0-1)
przedziatu w nastepujacy sposéb:
Xij—Xj(min)

I
Xij - Xj(max)—Xj(min) (24)
gdzie jak wczesniej:

j — jest symbolem zmiennej,

i —jest kolejng jej wartoscia.

Ten typ skalowania ma jednak dwie podstawowe wady: wykorzystuje
jedynie informacje o dwdch wartosciach zmiennej — minimum i maksimum,
oraz daje zte wyniki w przypadku istnienia wartos$ci odbiegajacych. Dlatego
sposréd trzech wymienionych metod skalowania najlepszg jakosciowo jest
metoda skalowania wariancyjnego zwana autoskalowaniem lub standary-
zacja. Tylko ona bowiem, daje gwarancje spetnienia warunku centrowania,
wspotmiernosci i co bardzo wazne, spetnienia warunku jednakowego za-
sobu zmiennosci kazdej zmienne] jednoczesnie. Zaséb zmiennosci kazdej
zmiennej zalezy od dwdch czynnikdw: jednostek, w jakich wyrazane s3
zmienne oraz rozktadu wartosci zmiennej. Skalowanie przedziatowe elimi-
nuje jedynie wptyw pierwszego z tych czynnikéw, drugi — mozna wyelimino-
wac wykorzystujgc do transformacji odchylenie standardowe pojedynczego
pomiaru (bedgce miarg zasobu zmiennosci) w nastepujacy sposéb:
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Xl.._y.
=k (2.5)

Sj

X

gdzie:

Xjj — standaryzowana wartos¢ zmiennej,
sj— odchylenie standardowe poj. pom.,
j — jest symbolem zmiennej,

i — jest kolejng jej wartoscia.

Standaryzacja zmiennych jest zatem transformacjg uniwersalng, gdy
potrzebujemy, aby zmienne byly wspotmierne i posiadaty jednakowy zaséb
zmiennosci. Jak wiadomo jej efektem jest warto$é srednia zmiennej réwna
zero a odchylenie standardowe pojedynczego pomiaru (i co oczywiste — wa-
riancja) rowna jednosci. Porzadkujac stownictwo dotyczgce zmiennych na-
lezy w tym miejscu wspomniec, ze oryginalne zmienne poddane skalowaniu
lub autoskalowaniu nazywamy zwykle cechami (deskryptorami), aby odréz-
ni¢ je od zmiennych ‘surowych’, przed transformacjg tego typu.
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3 MODELOWANIE ZALEZNOSCI — KALIBRACJIA

Poznawanie metod chemometrycznych, zasad ich stosowania i sytu-
acji, w ktérych moga one przynie$é¢ wymierne korzysci, dobrze jest rozpo-
czgé od modelowania zaleznosci, ktére znane jest ze statystyki klasycznej
i odpowiada analizie regresji. Modelowanie zaleznosci jest jednym z pod-
stawowych zastosowan chemometrii i polega na budowie modelu matema-
tycznego, zdolnego przedstawi¢ funkcyjny zwigzek pomiedzy zmienng za-
lezng (szacowang), a licznym zbiorem zmiennych niezaleznych (objasniaja-
cych). Stworzony model ma by¢ w tym przypadku narzedziem, ktére pozwoli
na prognozowanie wartosci zmiennej zaleznej dla zadanych, dowolnych
wartosci zmiennych objasniajgcych. Ponadto, moze by¢ réwniez wykorzy-
stany do:

e optymalizacji uktadu, czyli do znalezienia takich wartosci zmiennych
objasniajgcych lub ich zakreséw, aby zmienna zalezna spetniata okre-

Slone kryteria, przy czym zwykle poszukujemy minimum lub maksi-

mum tej zmiennej,

e do kontroli uktadu, gdy bezposrednie wyznaczenie zmiennej zaleznej
jest pracochtonne lub kosztowne, a zalezy nam na szybkiej i taniej
ocenie jej wartosci, na przyktad w trakcie procesu produkcyjnego.

[Redukcja wielowymiarowoécﬂ

l l

Analiza gtéwnych Arbitralny dobér
sktadowych zmiennych
4)[ Model zaleznosci }(7
[ Prognozowanie 1 [ Optymalizacja 1 ( Kontrola ]

Rys. 4. Tworzenie i gtldwne zastosowania modeli zaleznosci

Zrédto: opr. wtasne
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Chemometryczne modele zalezno$ci nalezg do grupy tak zwanych
modeli empirycznych i inaczej niz ma to miejsce w statystyce, przy ich two-
rzeniu nie jest nam potrzebna znajomos$¢ teorii opisujgcej modelowany pro-
ces. W zaleznosci od rodzaju (i zwykle ilosci) zmiennych poddawanych ana-
lizie mozemy rozrézni¢ dwa przypadki modelowania:

e dla niewielkiej liczby kontrolowanych zmiennych objasniajacych, dla
ktorych mamy mozliwosé ustalenia z géry ich wartosci (np. krzywa
wzorcowa),

e dla duzej liczby niekontrolowanych zmiennych objasniajacych (kilka-
dziesigt lub wiecej), na ktdrych wartosci nie mamy zadnego wptywu.
W przypadku modeli tworzonych dla danych kontrolowanych, otrzy-

mujemy bardzo wiarygodne narzedzie w oparciu o pomiary dla niewielkiej
liczby obiektéw. Dodatkowo, pomiaru wymaga jedynie odpowiedz bada-
nego obiektu. Catkowicie odmienna sytuacja ma miejsce w przypadku da-
nych niekontrolowanych. Aby uzyskac¢ wiarygodne wyniki i rzetelny model
takiego obiektu, nalezy dysponowac znacznie wiekszg liczbg obiektéw po-
miarowych, a takze wiedzg na temat wewnetrznej struktury tego zbioru.
Dodatkowo pomiary muszg zosta¢ wykonane zaréwno dla zmiennej zalez-
nej jak i zestawu zmiennych niezaleznych dla obiektu. Modeli tworzonych
dla (m > 1) wielowymiarowego zestawu zmiennych niezaleznych dotyczy
jeszcze problem wzajemnych korelacji pomiedzy nimi. Da przypadku zmien-
nych kontrolowanych jest on bardzo fatwy do rozwigzania. Zwykle wykorzy-
stuje sie mozliwosc ortogonalizacji wektoréw (kolumn macierzy) zmiennych
dla obiektéw stosujgc mniej lub bardziej ztozone plany czynnikowe (o czym
bedzie mowa w dalszej czesci rozdziatu). Takiej mozliwosci nie mamy
w przypadku zmiennych niekontrolowanych. Aby cho¢ czesciowo wyelimi-
nowac problem mozliwej silnej korelacji dla takich zmiennych (niepozada-
nym efektem dla modelu jest wtedy jego niska zdolno$¢ prognozowania),
mozna wykorzysta¢ dwie podstawowe procedury. Jedng z nich, najczesciej
stosowang jest wybdr odpowiedniego zestawu zmiennych diagnostycznych
na podstawie analizy wzajemnych korelacji zmiennych, drugg — analiza PCA
(gtéwnych sktadowych), czyli zamiana pierwotnej ilosci m skorelowanych
zmiennych, na p z zatozenia wzajemnie ortogonalnych czynnikédw (nowych,
sztucznych zmiennych). Podsumowujac, tworzgc model zaleznosci, poszu-
kujemy do jego realizacji takiego zestawu zmiennych, ktéry bedzie niést ze
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sobg jak najwiecej informacji o zmiennosci obiektéw, a przy okazji bedzie
zestawem jak najmniej licznym. Spetnienie takich warunkéw zapewnia or-
togonalnosé zmiennych niezaleznych (plany czynnikowe, PCA) lub ich nie-
wielka korelacja (przy arbitralnym wyborze wtasciwego zestawu dla zmien-
nych niekontrolowanych). Okazuje sie przy tym zwykle, ze liczba naprawde
istotnych sktadowych jest duzo mniejsza niz poczatkowa liczba zmiennych
(p <<m).

3.1 Modele numeryczne

Jak juz wiemy, aby mdc przewidzie¢ zachowanie sie obiektu, czyli mdc
przewidzie¢ jego odpowiedZ na zadane warunki, musimy stworzy¢ matema-
tyczny model badanego zjawiska:

y = f(x1, X3, ) Xm) 3.1D)

W zaleznosci od posiadanej na jego temat wiedzy (funkcji, parame-
trach) mozemy moéwic o trzech typach modelowania — trzech typach mo-
deli:

e model w petni okreslony

znamy posta¢ matematyczng funkcji i wartosci wszystkich wystepuja-
cych w niej parametréw. Modelami tymi zajmujg sie nauki podstawowe
(prawa fizyczne: grawitacja, elektromagnetyzm itp.);

e model pétempiryczny

znamy z nauk podstawowych postac zaleznosci funkcyjnych, lecz dla
konkretnego obiektu brakuje nam informacji o jego parametrach (np.
statej dysocjacji kwasu, czy statej szybkosci danej reakcji chemicznej);

e model empiryczny

nie znamy zaleznosci funkcyjnych lub sg one na tyle skomplikowane, ze
nie nadajg sie do zbudowania modelu. Oczywiscie, nie znajgc postaci
funkcji nie znamy réwniez jej parametrow.
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Modelem interesujgcym z punktu widzenia chemometrii jest model
najtrudniejszy w realizacji — model empiryczny. Nie posiadajac zatem zad-
nej informacji na temat modelowanego zjawiska musimy postawi¢ sobie
dwa pytania, na ktére nalezy sprébowac udzieli¢ odpowiedzi:

e jaka jest postaé matematyczna funkcji 3.1,
e jakie sg wartosci pewnych statych, zwanych parametrami modelu

(funkciji).

Wydaje sie to by¢ bardzo karkotomnym zadaniem, jednakze chemo-
metria i jej algorytmy dostarczajg nam metod, ktére potrafig sobie z nim
poradzié. Niektére z nich (np. sztuczne sieci neuronowe) nie odpowiadajg
nam na zadane pytania wprost. Nigdy nie poznajemy ani funkcji ani tym bar-
dziej jej parametréow pozwalajgcych na modelowanie zjawiska. Sg one
wprawdzie zakodowane w parametrach samego modelu, ale préby ich bez-
posredniego wykorzystania przyniostoby najczesciej zbyt skomplikowane
rozwigzanie, ktdrego uproszczenie z kolei mogtoby znacznie pogorszy¢ zdol-
nosci prognostyczne modelu.

Doswiadczenie zdobyte przez nauki przyrodnicze dostarcza nam jesz-
cze innej mozliwosci rozwigzywania tego typu probleméw. Mozemy bo-
wiem spodziewac sie, ze nasz model moze opisywac znana juz funkcja z mo-
delu pdtempirycznego lub w petni okreslonego. Modele te stosujg zalezno-
sci funkcyjne bedace tzw. funkcjami porzadnymi, co oznacza, ze s3 to funk-
cje ciggte i rdézniczkowalne. O funkcjach takich wiemy, ze w dostatecznie
matym przedziale, kazdg z nich mozemy przyblizy¢ wielomianem niskiego
stopnia, przy czym im gtadsza jest stosowana funkcja i im mniejszy prze-
dziat tym stopienn wielomianu moze by¢ nizszy. Te dwa spostrzezenia sta-
nowig podstawe modelowania chemometrycznego i sg uzasadnieniem jego
uproszczen. Modelowanie rzeczywistych zjawisk wielomianami niskich
stopni ma dodatkowg zalete: pozwala budowaé modele empiryczne dla nie-
wielkiej liczby pomiaréw (doswiadczen).

Tworzenie najprostszego modelu, w ktérym mamy do czynienia
z jedng zmienng niezalezng zaczynamy od réwnania liniowego najprostszej
postaci:

y=ax+ Db (3.2)
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W przypadkach, gdy nie opisuje ono dostatecznie dobrze naszego
obiektu mozemy zastosowac funkcje kwadratows,

y =ax? + bx + ¢ (3.3)

lub podzieli¢ przedziat zmiennej objasniajgcej na kilka mniejszych, budujac
rézne modele liniowe dla kazdego z nich. Jednak w wiekszosci przypadkdw,
chemometryczne modele empiryczne to odpowiedniki zjawisk bardziej zto-
zonych, a ich odpowiedz jest wynikiem wptywu znacznie wiekszej liczby nie-
zaleznych parametréw. Modele takie budowane sg oczywiscie z wykorzy-
staniem funkcji wielu zmiennych. Najprostszym analitycznym opisem zjawi-
ska wieloparametrycznego jest model wielomianowy stopnia pierwszego —
model liniowy postaci:

B = Po+ Bixy + Baxy + Paxz 4+ BXim (34)
gdzie:
K — zmienna zalezna reprezentujgca charakterystyczng ceche badanego
zjawiska,
Bj— wspotczynniki, ktére nalezy wyznaczy¢ (j=0, 1, ..., m),
X;— zmienne niezalezne (objasniajace) (j=1, 2, ..., m).

Model taki w wielu przypadkach (bardziej ztozonych) moze okazac sie
niewystarczajacy. Pierwszym stopniem jego rozbudowy w praktyce jest tak
zwany model liniowy z interakcjami stopnia pierwszego. Rozszerzony mo-
del liniowy stopnia pierwszego dla np. trzech zmiennych niezaleznych zapi-
sujemy w postaci:

= Bo + P1x1 + Paxz + P3xs + P12X1X; + P13X1X3 + Pa3xzx3 (3.5)

lub ogdlnie (dla dowolnej liczby zmiennych) jako:

w=pBo+ i Bix; + i i Bijxix; (3.6)
i=1

i=1j>1
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Kolejnym sposobem rozwiniecia modelu liniowego jest uproszczony
model kwadratowy zawierajacy oprécz cztondw liniowych réwniez cztony
kwadratowe zmiennych niezaleznych:

w=Ppo+ i Bix; + i Biix;® (3.7)
i=1 i=1

Model kwadratowy mozna dalej rozszerza¢, dodajgc cztony interak-
cyjne i otrzymujgc model kwadratowy z interakcjami, zwany takze rozsze-
rzonym modelem wielomianowym stopnia drugiego:

u=p,+ i Bix; + i i Bijxixj + i Biixi® (3.8)
=1 i=1

i=1j>1

Model 3.8 to w zasadzie najbardziej skomplikowany model regresji
wykorzystywany w chemometrii. Jak tatwo zauwazyé wraz ze wzrostem
stopnia skomplikowania modelu rosnie ilos¢ wspdtczynnikow beta, jakie
musimy wyznaczy¢, aby model byt petny. Zmusza nas to do przeprowadze-
nia przynajmniej takiej ilosci pomiardéw, jaka jest ilos¢ wyznaczanych para-
metréw. Nalezy tez zdawac sobie sprawe, Ze regresyjna metoda wyznacza-
nia parametréw modelu moze by¢ zastosowana tylko w przypadku, gdy
modele s3 liniowe ze wzgledu na wyznaczane wspoétczynniki (wspétczyn-
niki B). Dodatkowo, zadna zmienna objasniajgca modelu, nie moze by¢ li-
niowg kombinacja jakiejkolwiek innej zmiennej niezaleznej modelu.

Minimalne ilosci (m) pomiaréw koniecznych do zidentyfikowania pre-
zentowanych wczes$niej modeli numerycznych zawiera tabela 3.

Liczba koniecznych pomiaréw bardzo szybko wzrasta wraz z iloscig
zmiennych objasniajagcych tworzacych model. W praktyce, zgodnie z regu-
tami statystyki doswiadczalnej, dla wyznaczenia wszystkich parametréw
modelu regresji na zadowalajgcym poziomie ufnosci konieczna jest ilos¢ po-
miardéw przynajmniej cztero—, a lepiej pieciokrotnie wieksza niz przedsta-
wiana w tabeli. Przyktadowo, dla modelu liniowego z czterema zmiennymi
objasniajgcymi, nalezy wykona¢ co najmniej 20—25 pomiardw. Dzieki sta-
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rannemu, zgodnemu z regutami chemometrii doborowi punktéw pomiaro-
wych, dla dowolnego modelu mozna uzyskac¢ wystarczajgco dobre oszaco-
wanie wspotczynnikdw dla znacznie mniejszej liczby pomiaréw. Wymaga to
jedynie ich wiasciwego zaplanowania, to znaczy wtasciwego ich rozmiesz-
czenia w przestrzeni zmiennych objasniajgcych. Takich mozliwosci dostar-
czajg nam chemometryczne plany doswiadczen.

Tab. 3. Minimalna, konieczna liczba pomiaréw dla danego modelu.

L Liniowy z Kwadra- Interakcyjny
Liniowy . L
interakcjami towy kwadratowy
Model
2m+m (m—
+1 + -1)/2+1 2m+1
m m+m(m-1)/ m 1)/2+1
m=1 2 2 3 3
2 3 4 5 6
3 4 7 7 10
4 5 11 9 15
5 6 16 11 21
6 7 22 13 28
7 8 29 15 36

Zrédto: opr. wtasne

3.2 Planowanie doswiadczen

Najwiekszym btedem prowadzenia badan jest sytuacja, gdy bez do-
brze przemyslanego planu eksperymentu wykonana zostanie seria czesto
kosztownych pomiaréw i na jej podstawie oczekiwane jest potwierdzenie
pewnych hipotez. W takim przypadku nawet najlepsze metody analizy da-
nych nie pozwalajg na wtasciwg ocene wynikdw i na uzyskanie na ich pod-
stawie poszukiwanej informacji. Istotne jest zatem odpowiednie zaplano-
wanie pomiardow, ich wykonanie zgodnie z prawidtami sztuki i zachowaniem
zasad metrologii chemicznej. Jedynie w takim przypadku przeprowadzona
dalsza analiza chemometryczna umozliwi uzyskanie prawidtowych wynikéw
oraz wyciggniecie poprawnych wnioskow.
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Planowanie doswiadczen na gruncie chemometrii faczy sie zawsze
zdwoma najwazniejszymi, na jakie koniecznie musimy zwrdci¢ uwage,
aspektami tego procesu: optymalng liczbg pomiardw i wiasciwym (mozliwie
najlepszym) rozmieszczeniem punktéw pomiarowych. Optymalizacja liczby
pomiaréw podyktowana jest naturalng tendencjg obnizania kosztéw oraz
czasochtonnosci badan. W przewazajgcej wiekszosci przypadkéw zalecane
jest zaplanowanie nieco wiekszej liczby pomiaréw niz minimalna. Koniecz-
nos$¢ taka spowodowana jest nieunikniong niepewnoscig pomiaréw. Liczba
nadmiarowych pomiaréw, powyzej koniecznego minimum, nazywana jest
w chemometrii i statystyce liczbg stopni swobody. Z natury, im wieksza jest
ta liczba, tym skuteczniej mozemy ograniczy¢ wptyw niepewnosci pomiaru
na jakos¢ wyniku. Dlatego zawsze szuka¢ nalezy kompromisu pomiedzy do-
ktadnoscig uzyskiwanych wynikéw a ich kosztami. Praktyka chemome-
tryczna wskazuje, ze optymalna liczba stopni swobody powinna ksztattowac
sie w granicach od 4 do 10.

Istnieje jeszcze jeden powdd zmuszajgcy nas do dalszego zwiekszenia
liczby pomiardw. Jest nim koniecznosé sprawdzenia poprawnosci stworzo-
nego modelu, jego walidacji. Jesli minimalng ilo$¢ pomiaréw zwiekszymy
o ilos¢ stopni swobody, to zbidr taki nazywamy zbiorem uczgcym. Aby pod-
da¢ model walidacji potrzebujemy zbioru testowego pomiaréw i zwykle wy-
nosi on okoto 10% wielkosci zbioru uczacego. Jednak nie mniej niz 5 pomia-
row. Taka nieskomplikowang sytuacje mamy, gdy tworzymy nasz model na
podstawie zmiennych kontrolowanych. Zdarza sie jednak, ze w pewnych
szczegolnych przypadkach dla uzyskania wiarygodnych wynikéw potrzebna
jest liczba obiektéw kilkukrotnie wieksza niz wynikatoby to z samej natury
problemu. Zdarza sie to, gdy wartosci zmiennych pochodzg z pomiaréw, dla
ktorych niepewnosé jest wielkos$cig tego samego rzedu co ich zmiennos¢.
Z taka sytuacjg mamy czesto do czynienia w przypadku zmiennych niekon-
trolowanych, dlatego zasady budowania plandéw optymalnych moga by¢
omawiane dla modeli opartych o zmienne kontrolowane. W praktyce che-
micznej, w naszych laboratoriach moze to odpowiadac¢ np. sytuacji wzorco-
wania elektrody szklanej.

Drugim waznym aspektem modelowania wielowymiarowego, o czym
wspomniano, jest rozmieszczenie punktéw pomiarowych w przestrzeni
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zmiennych. Zoptymalizowanie pomiaréw pod tym katem pozwala na uzy-
skanie dobrej jako$ci modelu z jednoczesng minimalizacji ilosci punkéw po-
miarowych. Nie istnieje jeden uniwersalny sposéb rozwigzania tego pro-
blemu. Kazdy z modeli chemometrycznych najczesciej wymaga odmien-
nego sposobu testowania przestrzeni zmiennych (planu optymalnego). Za-
leznosci uzyskiwane dzieki zastosowaniu modeli numerycznych majg cha-
rakter interpolacyjny, dlatego tez punkty pomiarowe w przestrzeni zmien-
nych powinny obejmowac caty interesujgcy nas zakres zmiennosci kazdej
cechy. Wynika z tego, ze pomimo réznorodnosci modeli matematycznych,
mozna przyjac jedng, ogdlng zasade: wybdr punktéw pomiarowych zwykle
powinien dotyczy¢ krancéw przedziatdw zmiennosci. Nie musimy réwniez
tworzy¢ nowego planu doswiadczalnego od poczatku dla kazdego testowa-
nego przez nas empirycznego modelu zaleznosci. Istniejg bowiem gotowe
rozwigzania, opracowane wczesniej, z ktorych mozemy skorzystac. Skorzy-
staé, to znaczy wyznaczy¢ potozenie naszych rzeczywistych punktéw pomia-
rowych na podstawie tzw. zmiennych planu. Zmienne planu, zwykle z prze-
dziatu —1 do 1 tworzg plan optymalny, czyli plan, ktdéry przy danej liczbie
punktéw doswiadczalnych zapewni najwiekszg wiarygodnos¢ uzyskiwanego
rozwigzania — najbardziej wiarygodng przewidywang wartos$¢ zmiennej za-
leznej.

Przed zbudowaniem od podstaw takiego planu dla konkretnej zalez-
nosci matematycznej najpierw ustalamy zadowalajacy nas stopien wiary-
godnosci oczekiwanego rozwigzania. Determinuje to konieczng liczbe
stopni swobody a wiec liczbe dodatkowych (ponad minimum) pomiaréw.
Dopiero teraz mozemy podjgé prébe rozmieszczenia wszystkich punktow
w przestrzeni zmiennych.

3.3  Plany optymalne

Jak tworzy sie plan optymalny i jakie parametry pozwalajg nam ocenic
czy jest on rzeczywiscie najlepszy, tj. taki, aby model opracowany na jego
podstawie dawat mozliwie najbardziej wiarygodne wyniki — prognozy, naj-
tatwiej przesledzié jest na przyktadzie prostego modelu liniowego jednej
zmienne;.
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u=Po+ Pixy (3.9

Rozwigzanie problemu polega na wyznaczeniu wartosci dwdch
wspotczynnikéw: Bo i B1. Poniewaz model empiryczny z natury jest jedynie
przyblizonym opisem obiektu, a doswiadczalne (zmierzone) wartosci zmien-
nej zaleznej sg przyblizeniem jego rzeczywistej odpowiedzi, wspétczynniki
te mozemy jedynie oszacowac, co zapisujemy:

y=by+bix;+e (3.10)
gdzie:
e — niepewnos$¢ pomiaru

Do rozwigzania tak postawionego problemu wykorzystywana jest
zwykle metoda regresji, ktéra co warto powtdrzyé, wymaga spetnienie wa-
runku liniowosci modelu ze wzgledu na szacowane wspoétczynniki Bi (i = 0,
1, 2 ..., k). Nie jest przy tym wazne, czy zachowana jest liniowos¢ ze wzgledu
na zmienne niezalezne. Mogg one wystepowac jako argumenty funkcji nie-
liniowych jak logarytm, pierwiastek czy funkcja wyktadnicza. Szacowane
wspotczynniki Bi argumentami takich funkcji by¢ nie moga. Metoda regresji
wymaga od nas rowniez, aby dowolna zmienna niezalezna nie byta liniowg
kombinacjg jakichkolwiek innych zmiennych objasniajgcych ze zbioru.

W praktyce doswiadczalnej, dla dowolnego liniowego modelu wielu
zmiennych otrzymujemy zwykle serie pomiaréw, ktérg mozemy przedsta-
wi¢ w postaci tablicy, jako zestaw wartosci zmiennej zaleznej y, oraz warto-
$ci zmiennych niezaleznych xum.

Yi 1 X112 X12 - Xim
Yi 1 X1 Xiz - Xim (3.11)
Yn 1 Xn1 Xn2 - Xpm

z kazdego wiersza takiej tablicy mozemy utozy¢ réwnanie dla zmien-
nej zaleznej obcigzonej niepewnoscig pomiaru, opisujgce model:

y?’l = bo + blxnl + bzxnz + b3xn3 + -+ bmxnm +e (312)
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otrzymujac uktad n réwnan, ktérych wygodnym w dalszych rozwazaniach
zapisem jest zapis macierzowy postaci:

bo
V1 1 X131 X2 Xim b
Vil=11 x4 x Xim b1 +e (3.13)
Yn 1 X1 Xp2 Xpm 2
bm
lub w skrdcie:
y=Xb+e (3.14)

gdzie:

y — wektor kolumnowy wartosci zmiennej zaleznej

X —macierz danych (z kolumng jedynek dla wyznaczenia wyrazu wolnego)
b — wektor kolumnowy parametréw modelu

e — niepewnos¢ pomiaru

Przy czym aby istniata mozliwos¢ oszacowania wspotczynnikow
rownania 3.12 musi zachodzi¢ warunek n = m + 1. Warunek ten jest ni-
czym innym jak koniecznoscig przeprowadzenia minimalnej ilosci pomia-
row, zaleznej od ilosci szacowanych parametréw modelu. Macierz X jest
z kolei zapisem rozmieszczenia punktéw pomiarowych, testujacych prze-
strze zmiennosci danych objasniajacych, czyli rzeczywistym planem do-
Swiadczenia. Jest ona zawsze uzupetniana z lewej strony kolumnowym
wektorem jedynek pozwalajacym na wyznaczenie wyrazu wolnego (bo)
w modelu.

Przystepujac do przyktadowych poszukiwan planu optymalnego dla
naszego wczesniej zdefiniowanego modelu opisanego zaleznoscig (3.9),
musimy pamietaé, ze ma on stuzyé poprawnemu wyznaczeniu parame-
tréw Bi modelu. Kryterium jego poprawnosci musi zatem dotyczy¢ wiary-
godnosci wyznaczanych parametrow. Z teorii analizy regresji wiemy, ze
taka wielko$cig moze by¢ wariancja kazdej z wartosci Bi. Mozna jg opisac

zaleznoscia:
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Sp,> = C;is? (3.15)
gdzie:

SZ

— wariancja resztowa modelu (wariancja wartosci wektora kolumno-
wegoy)

;i — i—ty element gtéwnej przekatnej macierzy dyspersji, ktérg zapisu-
jemy: (X™X)™

i definiujemy jako macierz odwrotng macierzy informacji (X'X).

Okazuje sie, ze na warto$¢ wariancji liczonej dla kazdego z parame-
tréw Bi znacznie wiekszy wptyw ma wartos¢ wielkosci ¢;; niz wariancja resz-
towa modelu. Wartosci elementéw gtéwnej przekatnej macierzy dyspersji
zalezg tylko i wytacznie od liczby punktéw pomiarowych i ich potozenia
w przestrzeni zmiennych. Nasze zadanie sprowadza sie zatem do znalezie-
nia takiego rozmieszczenia punktéw doswiadczalnych, to jest takiej macie-
rzy planu U, dla ktorej wartosci elementéw z gtéwnej przekgtnej macierzy
dyspersji (U'U)™ bedg jak najmniejsze. Definiujgc ten warunek, na podsta-
wie teorii rachunku macierzowego bedziemy mogli okresli¢ dalsze wymogi,
jakie bedzie musiata spetni¢ macierz planu optymalnego. Pierwszym z nich
jest jak najwieksza warto$é wyznacznika macierzy informacji det(U'U).
Oznacza to, ze musimy zadbac¢ o ortogonalnos¢ kolumn macierzy planu (U)
(wektory sg ortogonalne, jesli ich wspotczynnik korelacji wynosi zero) oraz
o to, aby wariancja kazdego wektora kolumnowego zmiennej niezaleznej
byta jak najwieksza. Spetnienie tych dwdch warunkéw gwarantuje niskie
wartosci gtéwnej przekatnej macierzy dyspersji c;;, czyli jednoczesnie niskie
wartosci wariancji parametrow modelu Bi.

Ortogonalnos$é¢ zmiennych planu charakteryzujg jeszcze dwie cechy
bardzo pozgdane w procesie tworzenia planéw doswiadczen. Jedng z nich
jest ortogonalnosé iloczynu zmiennych, z ktdrych powstat. Zatem jesli
wszystkie zmienne w planie sg ortogonalne to wszystkie ich iloczyny (odpo-
wiadajgce cztonom interakcyjnym) dajg kolejne wektory ortogonalnych
zmiennych. Drugg jest to, ze wartosci oszacowanych parametréw modelu
sg od siebie niezalezne. Oznacza to, Ze nieistotne zmienne mozna usuwac
z modelu bez koniecznosci ponownych obliczen pozostatych jego parame-
trow.
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Majac na uwadze przedstawione zasady tworzenia planu optymal-
nego zatdzmy, ze tworzymy go dla pieciu punktdw pomiarowych i zalezno-
Sci:

1= Bo+ P1x1 (3.16)

Przyjmujgc zasade, ze plany optymalne buduje sie dla zakresu zmien-
nych od -1 do 1 (tatwo potem przeksztatci¢ je do planu opartego o rzeczy-
wiste zmienne), dbajac o ortogonalnosé wektordw kolumnowych macierzy
planu rozmies¢my punkty planu symetrycznie wzgledem jego poczatku —

zera.
[1-1.0
[1 —x |
U= |1 0 | (3.17)
l1 +xJ
11.0

Dlaczego w ten sposdb? Poniewaz wiemy, ze w przypadku nieparzy-
stej liczby obiektow, jeden z pomiardw nalezy wykonaé w srodku przedziatu
zmiennosci. Wiemy tez, ze dobre cechy prognostyczne modelu zapewnia
mu rozmieszczenie punktdw pomiarowych na krancach przedziatéw. Sym-
bol x natomiast, to wartosci zmiennej niezaleznej reprezentujgcej wspot-
rzedng punktu, co do ktérego nie mamy pewnosci gdzie powinien lezec.
Traktujac x jako zmienng, mozna sprobowac wyznaczy¢ jej wartos¢ maksy-
malizujgc wyznacznik macierzy informacji (UTU):

[1—1.01
[1 —x |
e 1 1 1 1 1 50
w U)—[_Lo —x 0 +x 1.o]|1+x|‘[o 2+2x2] (3.18)
11 1.0
T _ 5 0 _ 2
det(UTV) = | 2+2x2|—10+10x (3.19)
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Dla wartosci x z zakresu —1 do 1, tylko wartos¢ |1| maksymalizuje
warto$¢ wyznacznika. Zatem nasz plan optymalny powinien mie¢ postac:

[1-1.01
11— 10 .

| oo =|; 4] det(UTU) =20 (3.20)
11.0

110/

Podstawiajac za x jakgkolwiek inng niz wyznaczona warto$¢ ze ‘znor-
malizowanego’ przedziatu —1 do 1 zawsze uzyskamy gorszy plan doswiad-
czalny. Nalezy w tym miejscu zwrdci¢ uwage, ze wariancja zmiennej dla ta-
kich wartosci jest réwniez maksymalna i réwna:

2
s? =2 g (3.21)
Natomiast macierz dyspersji na gtéwnej przekatnej posiada najmniej-
sze wartosci z mozliwych:

=22 0

0 025 (3.22)

Nie uzyskamy tez lepszego planu tworzac go z punktéw rozmieszczo-
nych niesymetrycznie wzgledem jego srodka, nawet przy zachowaniu orto-
gonalnosci zmiennych. Dobrym podsumowaniem tego przyktadu bedzie
whiosek, ktéry mozna uogdlni¢ na inne modele liniowe: przy nieparzystej
liczbie punktéw pomiarowych, jeden nalezy umiesci¢ w srodku planu a po-
zostate rownomiernie roztozy¢ na jego krancach; w przypadku liczby pa-
rzystej — punkty pomiarowe rozmieszczamy po potowie na krancach
planu.

3.4  Plany czynnikowe 2™

Plan, ktérego przyktad zaprezentowany zostat w poprzednim roz-
dziale jest typem planu 2™. Jego symbol wskazuje na liczbe punktéw pomia-
rowych planu, rGwng wtasnie 2™, gdzie m jest liczbg zmiennych niezaleznych
reprezentujgcych obiekt. Dodatkowo zapis ten symbolizuje, ze wartosci
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zmiennych planu wystepuja tylko na dwdch poziomach —1 i 1. Tego typu
plany optymalne stworzone zostaty tylko dla modeli liniowych i modeli z in-
terakcjami.

Tab. 4. Porédwnanie liczby wspétczynnikéw kierunkowych w réznych mo-
delach liniowych z liczbg punktéow planu 2™

Liniowy . Liniowy . Liczba punktéw
Model z interakcjami planu 2™
m+1 m+m(m-1)/2+1

m=1 2 2 2

2 3 4 4

3 4 7 8

4 5 11 16

5 6 16 32

6 7 22 64

7 8 29 128

Zrédto: opr. wtasne

W planie czynnikowym typu 2™, punkty pomiarowe rozmieszczone sg
we wszystkich narozach m—wymiarowej przestrzeni planu. Sposéb tworze-
nia planu opartego o liniowy model zaleznosci (bez interakcji) dla dowolnej
liczby zmiennych jest prosty i polega na powtarzaniu takiego oto schematu
czynnosci:

— zaczynamy od skrajnej, prawej kolumny macierzy planu wstawiajgc w nig
wartosci 1 -1 (czes$é zapisu 3.23 a) co odpowiada planowi 2!

1 1 1 1 1 1
-1 1 -1 1 1 -1
-1 1 1 -1 1

a oty D e (323
-1 1 -1
-1 -1 1
-1 -1 -1
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— dalej (czes¢ zapisu 3.23 b) kopiujemy wpisane juz wartosci w tej samej
kolumnie ponizej, a w kolumnie po lewej stronie wpisujemy do czterech s3-
siednich komérek 1, 1, -1, -1. Otrzymujemy plan czynnikowy dla dwdch
zmiennych niezaleznych 22,

— aby powiekszy¢ plan o kolejng zmienng (do planu 23) wykonujemy jeszcze
raz czynnosci opisane w punkcie poprzednim, tj. kopiujemy wszystkie osiem
wpisanych juz w macierz wartosci w komadrki ponizej wypetnionych (czesc
zapisu 3.23 c) a kolumne po lewej stronie wypetniamy po poftowie warto-
éciamili-1(1,1,1,1,-1,-1,-1,-1).

Jesli przyjrzymy sie wartosciom liczbowym w tabeli powyzej zauwa-
zymy, ze ilosci punktéw pomiarowych liczonych wedtug reguty 2™ nie sta-
nowig optimum (zgodnego z regutami opisanymi wczesniej) dla matych
m < 2 i wiekszych m > 4 wymiardéw przestrzeni zmiennych. W przypadku
niskich wartosci, liczba punktéw pomiarowych jest absolutnym minimum
i zapewnia jedynie wyznaczenie wartosci parametrow modelu. Wyznaczone
w taki sposdb wartosci Bi zawierajg catg niepewnosci pomiaru, i dla stopnia
swobody réwnego 0 nie da sie jej wyliczy¢. Nalezy zatem zwiekszy¢ liczbe
punktéw pomiarowych. W przypadku, gdy plan na to nie pozwala (m =1,
m = 2), pomiaréw dokonuje sie kilkukrotnie na krancach przedziatu, gdy
chcemy zwiekszy¢ ich liczbe o wartos¢ parzystg i w jego Srodku, gdy chcemy
dodac¢ tylko jeden punkt pomiarowy. Tylko taki sposéb rozbudowy planu
nie zaburza jego ortogonalnosci.

Z odmienng sytuacjg mamy do czynienia, gdy warto$¢ m > 4. Wtedy,
obliczona na podstawie formuty liczba pomiaréow jest wieksza niz uzasad-
niona regutami chemometrii. Jesli wykonamy jedynie czes¢ z nich, zmienne
przestang by¢ wzgledem siebie ortogonalne, a plan doswiadczenia bedzie
gorszy niz optymalny. Rozwigzaniem tego problemu sg utamkowe plany
czynnikowe, oznaczane symbolicznie jako 2™*. W planach czynnikowych
tego typu wykorzystywana jest jedna z cech macierzy o ortogonalnych wek-
torach kolumnowych, mianowicie, ze iloczyn dwdéch wybranych wektorow
jest kolejnym, ortogonalnym wektorem w zestawie zmiennych. Pozwala to
tworzy¢ plany optymalne dla wiekszej liczby zmiennych z iloscig punktéw
pomiarowych odpowiadajgcg planom dla mniejszej wartosci m. Te wyda-
wac by sie mogto skomplikowang sytuacje najlepiej jest zobrazowac
przyktadem:
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Zatéimy, ze zamierzamy opisaé nasz obiekt (prébke) z pieciowymiarowe;j
przestrzeni zmiennych za pomoca liniowej zaleznosci bez interakgcji, postaci:

U= Bo+ P1x1 + Prxz + P3xs + Paxy + PsXs (3.24)

Poniewaz musimy oszacowaé wartosci szesciu wspdtczynnikdw mo-
delu, optymalng z punktu widzenia chemometrii iloscig pomiaréw mogtaby
by¢ liczba z zakresu np. 10-12. Model typu 2™ dla pieciu zmiennych obja-
$niajacych okresla 32 punkty pomiarowe, we wszystkich naroznikach (krani-
cach przedziatéw zmiennosci) przestrzeni zmiennych. Jest to duzy nadmiar
w poréwnaniu z naszymi zatozeniami optymalnej ich iloSci. Pierwszym eta-
pem postepowania w rozwigzaniu tego problemu jest znalezienie takiego
planu 2P, ktéry zaktada liczbe pomiaréw jak najblizszg liczbie parametréw,
ktére musimy wyznaczy¢ (6), lecz nie mniejszg. Najblizszym planem spetnia-
jacym ten warunek jest plan dla trzech zmiennych niezaleznych 23 dajacy 8
punktéw pomiarowych. Plan ten dostarcza nam 4 ortogonalnych kolumn,
ktdrych liczbe mozna zwiekszy¢ o kolejne 4 tworzgc nowe, bedace ich ilo-
czynami:

Tab. 5. Macierz planu czynnikowego 23 z kolumnami dla cztondw interakcyjnych
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Zrédto: opr. wiasne

Na podstawie tak przygotowanej macierzy planu mozemy wybrac
dwie dodatkowe, brakujace ortogonalne kolumny dla naszego planu utam-
kowego pieciu zmiennych. Mogg to by¢ dowolne kolumny iloczynéw zmien-
nych wyjéciowych planu 23 (np. zaznaczone prostokatem). Nalezy w tym
miejscu podkresli¢, ze w przypadku planéw utamkowych dalsza ich rozbu-
dowa (o kolejne kolumny zmiennych —iloczyny juz istniejgcych) nie jest juz
mozliwa. Mozna natomiast dokona¢ dodatkowych pomiaréw. Najbezpiecz-
niejszym sposobem ich wykonania jest w naszym, analizowanym przypadku
srodek przedziatu zmiennosci, czyli punkt [1,0,0,0,0,0].
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3.5 Ocena modelu

Miarg dopasowania wyjs$¢ stworzonego modelu do odpowiedzi bada-
nego obiektu, zgodnie z zatozeniami regresji jest suma kwadratéw rdznic
(SKR) pomiedzy tymi wielkos$ciami:

SKR = XL, (v — §)* (3.25)
gdzie:
y — odpowiedz modelu;
y — wartosci zmierzone doswiadczalnie.

Warunkiem koniecznym, jaki musi spetnia¢ ta wielkos¢ przy wyzna-
czaniu wspétczynnikéw Bi modelu jest jej minimum, stagd inna nawa metody,
‘metoda najmniejszych kwadratow’.

Jedli zalezno$¢ pomiedzy odpowiedzig modelu i jego wyjsciami zapi-
szemy w postaci macierzowej jako:

y=y+e=Xb+e (3.26)
to, pomijajgc niepewnosé pomiaru (ktdrg wyznaczymy na podstawie nad-
miarowych ponad minimum pomiaréw), aby wyznaczyé wartosci wektora

kolumnowego wspodtczynnikdw b musimy rozwigzaé réwnanie macierzowe
postaci:

y =Xb (3.27)

wiedzac, ze macierz X z reguty nie jest kwadratowa nie mozemy pomnozy¢
jej przez macierz odwrotng. Mozemy jg jednak w takg przeksztatci¢ mnozac
obie strony réwnania lewostronnie przez macierz transponowana X:

X"y = XTXb (3.27)
i dalej, wiedzac, ze macierz kwadratowa pomnozona przez macierz do niej

odwrotng daje macierz jednostkowg I, mnozgc obustronnie ostatnie row-
nanie przez (XTX)~! mozemy je doprowadzi¢ do postaci:
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(XTX) "' XTy = (X"X) "' (XTX)b = Ib (3.28)

co ostatecznie daje rozwigzanie:

b= (XTX)"'xTy (3.29)

Warunkiem koniecznym dla wyznaczenia wektora kolumnowego
wspotczynnikdw modelu b, jest mozliwosé obliczenia macierzy odwrotnej
do macierzy informacji (X'X). Dla przypomnienia, jest to mozliwe tylko
wtedy, gdy macierz X zawiera co najmniej tyle wierszy co kolumn oraz gdy
zadna kolumna macierzy danych (X), nie jest kombinacjg liniowg pozosta-
tych kolumn (zmiennych). Spetnienie obu tych warunkéw jest mozliwe tylko
wtedy, gdy zastosujemy wtasciwy — optymalny plan doswiadczen.

Musimy tez pamietac, ze minimalna ilos¢ pomiardw to zawsze liczba
stopni swobody réowna zero i dodatkowo przypadek, dla ktérego miara do-
pasowania modelu do badanego obiektu (SKR) réowniez jest rdwna zero.
Model taki jest wtedy dopasowany do wartosci odpowiedzi zawierajgcych
niepewnosci pomiarowe, a nie do rzeczywistych, najbardziej prawdopodob-
nych odpowiedzi obiektu. Aby stworzy¢ wtasciwy model i oszacowac nie-
pewnosci odpowiedzi obiektu musimy dokonaé tylu dodatkowych pomia-
row ile bedzie koniecznych, aby osiggnaé zatozong wczesniej doktadnosé
modelu, tozsamga z doktadnoscig oszacowan jego wspdtczynnikow.

Doktadnos¢ oszacowan wspotczynnikdw modelu Bi okreslajg szeroko-
Sci przedziatéow, w ktérych z przyjetym wczesniej prawdopodobienstwem
(zwykle 95%) znajduje sie ‘prawdziwa’ wartos¢ wyznaczanych parametrow.
Im wezszy jest ten przedziat, tym lepsze oszacowania i tym lepszy model.
Natomiast wyznaczane wartosci parametrow to Srodki tych przedziatow, dla
ktdrych szeroko$¢ mozna policzyé z zaleznosci:

Ty = tga/Cii *S = toSp (3.30)
gdzie:
t, — wartos¢ statystyki t-Studenta dla poziomu istotnosci o
i n—(m+1) stopni swobody;
s — odchylenie standardowe modelu (pierwiastek z wariancji resztowe;j
modelu);
c;; — i-ty element gtéwnej przekatnej macierzy dyspers;ji.
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Jak juz byta mowa, wartosci elementdéw gtéwnej przekatnej macierzy
dyspersji zalezg jedynie od planu doswiadczenia. Mozemy je minimalizowac
poprzez odpowiednie (optymalne) rozmieszczenie punktéw pomiarowych
w przestrzeni zmiennych. Parametr t, rozktadu Studenta przy danym pozio-
mie ufnosci zalezy juz tylko od ilosci stopni swobody. Zaleznos¢ ta, przed-
stawiona ponizej uwidacznia, ze liczbg stopni swobody, dla ktérych wartosé
t, przestaje sie silnie zmieniad jest wartos¢ réwna 5. Jest to zatem lewy kra-
niec przedziatu liczby dodatkowych pomiaréw zwiekszajacych liczbe stopni
swobody uktadu.

14

12

10

0 5 10 15 20 25
liczba stopni swobody

Rys. 5. Zaleznos¢ statystyki t—Studenta od liczby stopni swobody dla
a=0.05

Zrédto: opr. wtasne

Wariancja resztowa modelu obliczana jest na podstawie SKR i opisuje
ja prosta zaleznos¢:

2 = % (3.31)
gdzie:

n —ilos¢ pomiardéw;

m+1 — ilo$¢ wyznaczanych parametréw modelu, dlatego n-(m+1) to ilos¢
stopni swobody uktadu
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Posiadajac juz wystarczajgcy, teoretyczng wiedze chemometryczng
dotyczacg modelowania zaleznosci, mozemy teraz przystgpi¢ do tworzenia
planu optymalnego i dalej, na jego podstawie, do ilosciowego okreslenia
modelu badanego zjawiska. Aby tak stworzony model poréwnac potem
z modelem opartym o przypadkowy plan doswiadczen, potrzebny jest nam
jeszcze opis matematyczny metod oceny jego wiarygodnosci i zdolnosci pro-
gnostycznych. Rozpocznijmy zatem od planu optymalnego i dwéch zupetnie
dowolnych planéw doswiadczen, ktérych celem jest zbadanie tego samego
obiektu. Wykorzystamy do tego celu arkusz kalkulacyjny Excel i typowo sta-
tystyczne oprogramowanie ‘Statistica’ firmy StatSoft.

3.6 Przyktad oceny modelu opartego o plan doswiadczer 23

Plan doswiadczer: 23 dotyczy, o czym byta mowa, zalezno$ci liniowej,
w ktérej wartos¢ zmiennej zaleznej opisywana jest przez trzy zmienne obja-
$niajgce:

y = bo + b1x1 + b2x2 + b3X3 (332)

Zatéimy teraz, ze wykonujemy dwie serie pomiarowe A i B po 10 po-
miardw dla tego samego obiektu (opisanego zaleznoscig 3.32), w przypadku
ktdrych punkty pomiarowe w przestrzeni zmiennych rozmieszczone sg zu-
petnie losowo. Dodatkowo, aby ocenic plany A i B wykonamy tez 10 pomia-
réw wykorzystujac optymalny plan czynnikowy — C, 23. Wiemy, ze opty-
malng iloscig punktéw pomiarowych dla tego planu jest wartosé 8. Zatem
przy 10 pomiarach musimy wykona¢ dwa pomiary dodatkowe, ktére najwy-
godniej jest umiesci¢ w srodku planu (punkt 1, 0, 0, 0). Taki plan nazywamy
podwdjnie centrowanym 23. Zmienne dla planu optymalnego, wyrazane
w jednostkach planu mogg jak wiadomo przyjmowac wartosci z krancow
przedziatéw réwne -1 oraz 1. Wiedzac, ze wartos¢ 1 odpowiada wartosci
maksymalnej zmiennej niezaleznej a warto$é -1 wartosci minimum, przy
znajomosci zakresdw wszystkich zmiennych niezaleznych (xi1-(4;10),
x2-(3;9), x3-(2;8)) mozemy stworzy¢ dla nich plan optymalny. Wszystkie po-
rownywane plany A, B, C przedstawione zostaty w tabelach ponizej:
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Tab. 6. Ai B punkty pomiarowe plandw losowych i C — punkty planu opty-

malnego
A B C

Y X1 | X2 | Xs Y X1 | X2 | X3 Y X1 | X2 | X3
96.63 8.4 8.1 2.6 52.39 | 5.6 5 7.4 77.60 10 9 8
68.96 5.4 4.8 3.6 90.40 9.6 4.7 29 110.05 10 9 2
64.24 6.1 7.6 53 49.04 5.4 5.5 6.4 51.75 10 3 8
38.82 4.4 7.5 8 52.33 6.4 5.3 5.8 80.56 10 3 2
54.23 4.8 5.6 7.7 94.00 | 8.2 5 2.2 60.03 4 9 8
57.11 5.5 3.1 5.5 76.10 | 4.7 7.2 3.6 86.90 4 9 2
41.88 6.9 33 7.6 58.54 | 4.8 3.2 2.9 27.27 4 3 8
97.43 8.5 8.1 33 59.35 | 6.9 3.6 6.7 69.59 4 3 2
71.96 4.4 7.6 2.8 85.50 | 9.3 5.8 2.7 64.97 7 6 5
68.35 4.5 79 4.8 81.12 6.4 7.3 3.6 72.07 7 6 5

Zrédto: opr. whasne

Aby wyznaczy¢ wektory parametréow b; trzech modeli (na podstawie
kazdego z plandw) musimy wykonac analize regresji wielokrotnej na danych
macierzowych dla kazdego przypadku A, B i C osobno. Mozna to wykonad
w prosty sposéb wykorzystujac do tego dedykowane oprogramowanie sta-
tystyczne, lub tez w dowolnym arkuszu kalkulacyjnym np. Excel, co ma
znacznie wiekszg wartos$¢ poznawczg dotyczgcg samej metody oraz dziatan
macierzowych. Przyktadowe obliczenia wykonane zostang na danych z serii
pomiarowej A i zostang oparte na zaleznosci 3.29. Pierwszym etapem wy-
konywanych obliczen jest wyznaczenie macierzy informacji z macierzy da-
nych. Jak wiemy jest to iloczyn macierzy transponowanej X' i macierzy wyj-
Sciowej X. Musimy tu pamietac o dodatkowej kolumnie jedynek dla wyrazu
wolnego by i koniecznie o kolejnosci mnozenia macierzy. Macierz transpo-
nowang (ikone transpozycji wskazuje kursor) umieszczamy w arkuszu ko-
piujgc do schowka macierz wyjsciowq i potem tak, aby mozna byto w wy-
godny sposdb zdefiniowac¢ obszar macierzy wynikowej (pogrubiona linia
ramki), gdyz jest to konieczne przy prawidtowym wypetnieniu komérek
z wykorzystaniem funkcji =MACIERZ.ILOCZYN(zakresl;zakresll). Sposdb uzycia
funkcji =MACIERZ.ILOCZYN() jest nastepujacy. 1. Zaznaczamy obszar macierzy
bedacej wynikiem mnozenia. 2. Wpisujemy odpowiednig formute w linii po-
lecen arkusza dla pierwszej komérki wybranego zakresu, zaznaczajac jako
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argumenty funkcji obszary macierzy — najpierw transponowanej, pdzniej
danych (linia przerywana). 3. Kiedy formuta jest gotowa wypetnianie catej
macierzy wartosciami kofczymy jednoczesnym wecisnieciem klawiszy
Shift + Ctrl + Enter. Jest to jeden ze sposobdw wykorzystywania funkcji ma-
cierzowych Excel’a.

7 ¥

Wytnij

E3 Kopiuj

[#, Opde wkicjania:

2 1B | f| |80 %y (=

Wklegj speqa\me;l}—l_n ,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,, 4

Transpozycja (T) 96.63 i 1 8.4 8.1 2.6}
‘Wstaw skopiow: a0 68.96 E 1 54 48 3 5;
Usur.., 64.24 H 1 6.1 7.6 B 3£
Wyayic zawartosé 38.82 E 1 a4 7.5 gi
Filtruj » 54.23 E 1 4.8 5.6 77
Sortyj R 57.11 | 1 5.5 31 5.5&
" 41.88 i 1 6.9 33 7.6}
_% Wstaw komentarz 97.43 E 1 85 8.1 3.3£
& Formatuj kemérki... 71.96 H 1 a4 7.6 2.8
Wybierz z listy rozwijanej... 68.35 L______1__,_______”__7_.5_______._3_}

Definiuj nazwe...

@, Hiperiacze

| ] T T T 1 1 1 1 1 1 10.00 5890  63.60  5L20
8 calbri + |11 - A" A @ 9 0y 5 B8 5.5 6.9 25 4.4 4.5 58.90  369.05 377.86  290.43
SR r=m-A-moqes g OO 3.1 3.3 8.1 7.6 7.8 63.60 377.86 44030  309.80
2 e = < 77 5.5 7.6 33 2.8 4.8) 51.20  290.43  303.80  300.g]

Rys. 6. Sposdéb obliczania elementdw macierzy informacji
Zrédto: opr. wtasne

Zgodnie z zaleznoscig 3.29 etapem dalszych obliczen bedzie odwré-
cenie macierzy informacji (otrzymujemy wtedy macierz dyspersji) i pomno-
zenie jej prawostronnie przez macierz transponowang X'.

Y dlab, x1 x2 X3
96.63 1 8.4 8.1 2.6
68.96 1 5.4 4.8 3.6]
64.24 1 6.1 7.6 5.3
38.82 1 4.4 7.5 8|
54.23 1 4.8 5.6 7.7
57.11 1 5.5 3.1 3.5
41.88 1 6.9 3.3 7.6
97.43 1 8.5 8.1 3.3
71.96 1 4.4 7.6 2.8
68.35 1 4.5 7.9 4.8
transponowana macierz danych macierz informacji
1 1 1 1 1 1 1 1 1 1 10.00 58.90 63.60 51.20|
8.4 54 6.1 44 48 55 6.9 8.5 4.4 4.5 58.30 369.05 377.86  290.43
8.1 4.3 7.6 7.5 5.6 31 33 8.1 7.6 7.9 63.60 377.86 440.30  309.80]
2.6 3.6 5.3 8 77 55 7.6 3.3 2.8 4.8 51.20 25043  309.80  300.88]
macierz dyspersji
=MACIERZ.ODW{Q30:T33 I -0.52 1343 -0.43 -0.72 -0.1% 1.11s -0.31 -0.82 1.202 0.32
-0.410| 0.053| 0.002| 0.016 0.096 -0.05 0.017 -0.03 -0.02 -0.02 0.087 0.113 -0.11 -0.08
-0.306| 0.002] 0.034] 0.015 0.028 -0.08 0.046 0.078 0.009 -0.11 -0.07 0.039 0.005 0.04 2.243 weftor parametrow modelu
-0.375| 0.016] 0.015| 0.036 -0.03 -0.09 0.028 0.098 0.065 -0.04 0.062 0.001 -0.05 -0.01

Rys. 7. Sposdb wyznaczania wartosci wektora parametrow b

Zrédto: opr. wtasne
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Odwrdécenie macierzy informacji wykonuje sie w takich samych trzech
krokach jak juz zostaty opisane. Rdznica polega jedynie na wykorzystaniu in-
nej funkgji arkusza kalkulacyjnego, mianowicie =MACIERZ.ODW(zakres). Nalezy tu
wspomnieé, ze macierz odwrotng mozemy wyznaczaé jedynie dla macierzy
kwadratowej. Wynikiem mnozenia (X'B)™X" jest macierz o 4 wierszach i 10
kolumnach (podkreslona podwdjna linig), ktéra pomnozona przez wektor
odpowiedzi obiektu Y, da nam rozwigzanie w postaci kolumnowego wek-
tora parametréw modelu b (zaznaczonego elipsg). Przeprowadzona w ten
sposob kalkulacja parametréw modelu moze zosta¢ wstepnie oceniona na
podstawie SKR i wielkosci o nig opartej — wariancji resztowej modelu.
Mozna tez wyznaczy¢ promienie ufnosci dla wartosci b; wykorzystujgc war-
tosci na gtéwnej przekatnej macierzy dyspersji i zaleznosc¢ 3.30.

Aby obliczy¢ wielkos¢ SKR musimy najpierw wyznaczy¢ odpowiedzi
modelu zdefiniowanego na podstawie planu doswiadczen A. W tym celu
trzeba oczywiscie pomnozy¢ lewostronnie wektor b (wyznaczonych para-
metréw modelu) przez macierz danych X. Wektor odpowiedzi modelu po-
stuzy nam dalej do wyznaczenia wartosci sumy kwadratéw réznic z prezen-
towanej wczesniej zaleznosci 3.25. Wynik tego mnozenia przedstawia ko-
lejny rysunek (Rys. 8).

Y dla b, x1 x2 x3 (¥-y)r2
96.63 1 3.4 3.1 2.6 96.911 0.08015
63.96 1 5.4 4.3 3.6 69.604 0.41350
64.24 1 6.1 7.6 5.3 68.593 18.92275
38.82 1 4.4 7.5 8 43.919 25.96942
54.23 1 4.8 5.6 7.7 43.341 118.59155
57.11 1 5.5 3.1 5.5 54.520 6.72629
41.88 1 6.9 3.3 7.6 48.414 42.69066
97.43 1 8.5 8.1 3.3 93.047 19.19752
71.96 1 4.4 7.6 2.8 76.244 18.31131
68.35 1 4.5 7.9 4.8 65.028 11.02363

macierz informacji SKR = 261.92677
1 1 10.00 58.90 63.60 51.20
a4 4.5 58.90  369.05 377.86 29043 §7= 43.65446
6 7.9 63.60 377.86 440.30  309.80|
8 4.8 51,20 290.43  309.80  300.88] s= 6.60715

Rys. 8. SKR i warto$¢ odchylenia standardowego reszt dla modelu opar-
tego o plan A

rédto: opr. wtasne
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Dziatania przedstawione na Rys. 8 wykonane zostaty jedynie po to,
aby wyznaczy¢ wariancje resztowg modelu. Wiemy juz, ze na jej podstawie
wyliczyé mozemy promien ufnosci (przedziaty ufnosci) oraz wariancje dla
kazdego z szacowanych parametrow b;. Wszystkie te (i jeszcze inne) charak-
teryzujace model wielkosci dostajemy w sposdb mniej pracochtonny wyko-
rzystujagc mozliwosci programu ‘Statistica’. Nalezy jedynie wprowadzic¢
wszystkie zmienne do arkusza (zalezng i niezalezne — tym razem bez ko-
lumny jedynek, ktdra dodawana jest automatycznie) i po odpowiednim ich
wyborze w panelu analizy regresji wielorakiej (wielokrotnej) wykonac obli-
czenia, co jest dobrym sposobem sprawdzenia poprawnosci tych przepro-
wadzonych w Excel’u.

P )
Dane: Arkusz2 (4zmn.* 10 pez) [ [ ] ybiers listy ! EN|
—
1 E 3 z = = Lo |
Y x1 | x2 ‘ x3 i ﬂ Ay
1] 96.63] 2.4 8.1 2.6 ——
2 58.96 5.4 48 3.6
3 64.24 6.1 7.6 5.3 —
4 38.82 4.4 75 8 -
5 54.23 4.8 5.6 7.7
6 57.11 5.5 3.1 5.5
7 4188 6.9 33 7.6 wszystiae | | momw | | praybliz | |wszystae | | Romwn | | praybiz
8 97.43 2.5 8.1 3.3 Zmierne zaledne: Lista zmiennych niezalednych:
9 71.96 4.4 7.6 2.8 L s
10 68.35 45 7.9 4.3
1] [¥] Pokazuj tylko zmienne o odpowiednie] skal

Rys. 9. STATISTICA — dane i wybdr zmiennych w analizie regresji
wielorakiej

Zrédto: opr. wtasne

Prowadzgc wyzej opisane kalkulacje dla wszystkich planéw doswiad-
czen mozemy usystematyzowac wiedze na temat wiarygodnosci i rzetelno-
$ci otrzymanych na ich podstawie modeli zaleznosci. Rozpocznijmy zatem
nasze poréwnanie od analizy wielkosci SKR i s? dla kazdego modelu:

Tab. 7. Wariancja resztowa s i SKR modeli dla testowanych planéw
pomiarowych

Model SKR s? s
A 261.93 | 43.65 | 6.61
B 294.26 | 49.04 | 7.00

C—optymalny | 105.65 | 17.61 | 4.20

Zrédto: opr. wtasne
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Whioski sg oczywiste pod warunkiem, ze niepewnos¢ oszacowania
parametréw modelu zalezy zawsze od tych samych czynnikdw — warunki
pomiaru nie ulegajg zmianie. Tylko w przypadku powtarzalnych pomiaréw
wielkosci te mogg by¢ poréwnywane dla réznych planéw doswiadczen. Wi-
dzimy teraz, ze najgorszym planem doswiadczen jest plan B, najlepszym
(znacznie odbiegajagcym od pozostatych) — C — optymalny. Skoro wariancje
wspotczynnikéw modelu w duzo wiekszym stopniu zalezg od wielkosci leza-
cych na gtéwnej przekatnej macierzy dyspersji (zalezno$¢ 3.15) niz od wa-
riancji resztowej modelu, poréwnajmy je celem przeprowadzenia bardziej
whikliwej oceny jakosci parametréow b;:

Tab. 8. Wartosci gtéwnych przekatnych macierzy dyspersji modeli

Model bo b1 b2 bs
A 6.38 | 0.053 | 0.034 | 0.036
B 6.94 | 0.045 | 0.067 | 0.038

C—-optymalny | 1.63 | 0.014 | 0.014 | 0.014

Zrédto: opr. wtasne

Réznice miedzy wspoétczynnikami w zaleznosci od zastosowanego
planu sg widoczne natychmiast, gdy poréwnamy plany A i B z planem opty-
malnym C. Wartosci elementéw gtéwnych przekatnych macierzy dyspers;ji
pozwalajg sadzi¢, ze wyliczone na ich podstawie przedziaty ufnosci parame-
tréw modelu bedg kilkukrotnie wezsze dla modelu opartego o plan do-
Swiadczenia C. Mniejsze wartosci elementéw c; obserwujemy takze dla mo-
delu A w poréwnaniu z modelem B, z wyjatkiem jednego parametru— b1, co
potwierdza pierwszg, ogblng ocene rzetelnosci modeli na podstawie wiel-
kosci sumy kwadratéw rdznic (tym samym wariancji resztowej
modelu).

Jednym z kryteridw poprawnosci modelu chemometrycznego jest
istotno$¢ wszystkich jego elementéw sktadowych tzn. takie wartosci wspot-
czynnikéw b;, dla ktérych przedziaty ufnosci nie zawieraja zera. Na pytanie
czy wszystkie zmienne niezalezne s3 w modelu istotne, natychmiastowg od-
powiedz daje nam analiza wykonana za pomocg programu ‘Statistica’. Cho¢
mozna to zrobié w arkuszu Excel wykorzystujgc zalezno$¢ 3.30. Wyniki ana-
lizy regresji wielokrotnej dla wszystkich modeli przedstawia tabela 9.
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Tabela ta jest wynikiem analizy regresji wykonanej z wykorzystaniem
modelu zaawansowanego tj. ogélnego modelu regresji — GRM (General Re-
gression Model), tylko dlatego, ze dla tej opcji menu programu ‘Statistica’
wyswietlane sg granice przedziatéw ufnosci dla wspotczynnika istotnosci
o = 0.05; ostatnie dwie kolumny. Program posiada te ceche, ze elementy
istotne modelu wyswietlane sg w kolorze czerwonym (w tekscie skryptu —
kursywa). Dzieki temu od razu widzimy, ze w przypadku modelu A istotnymi
sg wszystkie zmienne z wyjgtkiem X, oraz wyraz wolny. Ich przedziaty ufno-

$ci nie zawierajg w swoich granicach zera co oznacza, ze

Tab. 9. Wyniki analizy regresji uzyskane z uzyciem programu ‘Statistica’

) L ) . GRM
Podsumowanie regresji zmiennej zaleznej: Y 0Ogslne modele regre-
R=.96203803 RA\2= 92551717 9 o 9
Model A | F(3,6)=24.852 p<.00088 Btad std. Estymacji, s = 6.6072 S =
przedziaty ufnosci
b Bt. std. (s) t(6) p -95.00% | -95.00%
W. wolny | 56.34304 16.69379 3.37509 0.014948 | 15.49481 | 97.19126
X1 457784 1.52103 3.00969 0.023710 0.85601 8.29967
X2 2.24251 1.22178 1.83544 0.116109 -0.74708 | 5.23209
X3 -6.17321 1.26160 -4.89315 0.002730 -9.26024 | -3.08618
Podsumowanie regresji zmiennej zaleznej: 'Y
R=.94392874 R"2=.89100146
Model B | F(3,6)=16.349 p<.00271 Btad std. estymaciji, s = 7.0031
b Bt. std. (s) t(6) p -95.00% | -95.00%
W. wolny | 45.13246 18.44634 2.44669 0.050015 -0.00412 | 90.26904
X1 4.50722 1.48107 3.04322 0.022709 0.88317 8.13127
X2 3.37446 1.81208 1.86220 0.111882 -1.05955 | 7.80846
X3 -5.28014 1.36594 -3.86557 0.008308 -8.62248 | -1.93780
Podsumowanie regresji zmiennej zaleznej: Y
R=.98777221 R"2= 97569395
Model C | F(3,6)=80.284 p<.00003 Btad std. estymagji, s = 4.1962
b Bt. std. (s) t(6) p -95.00% | -95.00%
W. wolny 48.69251 5.353676 9.0952 0.000099 | 35.59254 | 61.79249
X1 3.17322 0.494525 6.4167 0.000676 | 1.96316 4.38328
X2 4.39177 0.494525 8.8808 0.000113 | 3.18171 5.60183
X3 -5.43550 0.494525 -10.9914 0.000034 | -6.64556 | -4.22544

Zrédto: opr. wtasne

liczba 0 nie nalezy do populacji wartosci wspoétczynnikdéw by, b; i bs. Model
B jest jak widac i jak to juz zostato powiedziane modelem gorszym niz A.
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Tylko dwie zmienne X1 i X3 s3 w nim istotne. Najlepszym jest oczywiscie mo-
del C oparty o plan optymalny. Analizujgc wartosci btedéw standardowych
(odchylen standardowych) kazdego z parametréw w zaleznosci od modelu
widzimy, ze w przypadku modelu opartego o plan optymalny sg one znacz-
nie nizsze niz ma to miejsce dla modelu A czy B. Zaweza to oczywiscie istot-
nie przedziaty ufnosci dla parametréw. Jest to bardzo pozadana cecha
z punktu widzenia jakosci modelu. Nalezy tez zwrdci¢ uwage na to, iz
wszystkie odchylenia standardowe liczone dla parametréw b; modelu C po-
siadajg te samg wartos¢ 0.495. Ma to miejsce tylko wtedy, kiedy wektory
zmiennych w planie doswiadczen sg ortogonalne.

Poza wariancjg resztowg, waznymi parametrami iloSciowymi, ktore
pozwalajg na poréwnanie i ocene modeli pod katem dopasowania ich od-
powiedzi do odpowiedzi obiektu sg jeszcze takie wielkosci jak statystyka
F(ilos¢ zmiennych objasniajgcych (wejs¢), ilos¢ stopni swobody) oraz para-
metr p, ktory jest niczym innym jak prawdopodobienstwem prawdziwosci
hipotezy zerowej. W przypadku badanych modeli hipotezg zerowg jaka na-
lezy postawic jest ‘brak zaleznosci pomiedzy zmienng Y (zalezng) i zmien-
nymi objasniajagcymi Xi'. Oczywiscie na standardowym poziomie ufnosci
(95%, a = 0.05) dla wartosci p < 0.05 nalezy jg odrzuci¢ na rzecz hipotezy al-
ternatywnej. Musimy to zrobi¢ dla kazdego z prezentowanych modeli
(A: p<0.00088; B: p<0.00271 iC: p<0.00003) a w kazdym modelu z
osobna dla wszystkich istotnych zmiennych X; (kursywa w Tab. 9). Wartos¢
prawdopodobienstwa stusznosci hipotezy zerowej jest takze miarg jakosci
modelu — im wyzsza tym model mozna traktowac jako mniej dopasowany
do rzeczywistego obiektu.

3.6.1 |Istotnos¢ modelu i rozktad reszt

Wspomniana wczesniej statystyka F(m,f) jest wielkoscig okreslajaca
ilosciowo istotnos¢ zidentyfikowanego modelu zjawiska. Jest ona liczona
jako iloraz wariancji odpowiedzi obiektu i wariancji resztowej modelu a mo-
del uznajemy za statystycznie istotny, jesli jego wartos¢ jest wieksza niz sta-
blicowana wartos¢ krytyczna Fi.(m,f) dla zatozonego poziomu ufnosci 1 — a:

F=% (3.33)
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przy czym wartos¢ sz liczona jest dla wektora odpowiedzi obiektu z zalezno-
Sci:

2 _ Xi-y)?
Sy == (3.34)
gdzie:

y— wartos$¢ srednia odpowiedzi obiektu

Parametr ten zostat wyliczony dla kazdego z przyktadowych modeli
(Tab. 9) i wiadomo, ze jest on w kazdym przypadku wiekszy (a model jest
istotny) niz odpowiednia wartos¢ krytyczna, poniewaz na jego podstawie
liczone sg analizowane juz wartosci prawdopodobienstw stusznosci hipo-
tezy zerowej p. Wielko$¢ statystyki F(m,f) jest pierwszym kryterium istotno-
$ci modelu. Jej brak catkowicie dyskwalifikuje zidentyfikowany model i nie
moze on by¢ brany pod uwage w jakichkolwiek dalszych analizach chemo-
metrycznych.

Na podstawie statystyki F(m,f) obliczana jest wielkos¢ okreslana mia-
nem wspdtczynnika determinacji D, ktéry przedstawia zaleznosc:

D=1-5=1-1 (3.35)
y

Ten ilosciowy miernik dopasowania modelu do badanego obiektu na-
lezy interpretowac jako utamek ogdlnej zmiennosci odpowiedzi obiektu wy-
jasniany przez model. Wspédtczynnik determinacji jest niczym innym jak
kwadratem dobrze znanego wspdtczynnika korelacji modelu:

R=+D (3.36)

Wartosci wspdtczynnika korelacji i wspotczynnika determinacji li-
czone sg automatycznie przez program ‘Statistica’ (Tab. 9) i oczywiscie im
sg one wieksze z tym lepszym modelem mamy do czynienia. Statystyka
F(m,f) oraz wielkosci liczone na jej podstawie dajg nam ogdlne informacje
dotyczace jakosci zidentyfikowanego modelu. Musimy jednak pamietac
o tym, ze pojedyncza liczba czesto nie dostarcza nam wiarygodnego opisu
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poprawnosci modelu badanego obiektu. Czesto ztozono$é obiektéw i zja-
wisk wymaga bardziej szczegétowej analizy jego poprawnosci. Przede
wszystkim, analizy pod katem poprawnego wyrazenia matematycznego opi-
sujgcego badane zjawisko. Wielu informacji na ten temat daje nam analiza
rozktadu réznic pomiedzy odpowiedziami obiektu i wartosciami prognozo-

wanymi przez model.

Model B
Histogram: Y Przewidywane wzgledem wartosci resztowych
Reszty Zmienna zalezna: Y
K-S d=.20003, p> .20; Lilliefors p> .20 (Préba analizowana)
Shapiro-Wilk W=.90600, p=.25461 10
8
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Model C
Histogram: Y Przewidywane wzgledem warto$ci resztowych
Reszty Zmienna zalezna: Y
K-S d=.21125, p> .20; Lilliefors p> .20 (Préba analizowana)
Shapiro-Wilk W=.94679, p=.63073 8
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Rys. 10. Rozktad reszt dla modelu opartego o: plan doswiadczen B i plan

optymalny C

Zrédto: opr. wtasne

Z teorii analizy regresji wiemy, ze algorytm metody najmniejszych
kwadratow wymaga, aby rozktad zmiennej, jaka jest rdznica odpowiedzi
modelu i obiektu byt rozktadem normalnym. Oznacza to, ze reszty powinny
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rozktadac¢ sie symetrycznie wokét wartosci zero (ich $rednia wartos¢ po-
winna wynosi¢ 0). Oznacza to réwniez niezaleznos¢ wartosci reszt od bada-
nego zakresu wartosci zmiennej zaleznej Y. Przyktadowe testy reszt bada-
nych modeli B oraz C przedstawione zostaty na rysunku 10. Wynika z nich,
ze zaréwno dla najgorszego modelu B jak i najlepszego — C, normalnos¢ roz-
ktadu reszt jest zachowana. Potwierdzajg to wartosci testow Kotmogorowa—
Smirnowa z poprawka Lillieforsa (przypadek, gdy nie znamy wartosci sred-
niej i wartosci odchylenia standardowego dla populacji, z ktérej pochodzi
proba) oraz bardziej restrykcyjnego (posiadajgcego wiekszg moc) testu nor-
malnosci — Shapiro-Wilka. We wszystkich przypadkach wartosé p wskazuje
na nieistotnos¢ testéw, co nie pozwala na odrzucenie hipotezy zerowej mo-
wigcej o nieistotnosci réznic pomiedzy rozktadami: normalnym i reszt. Gra-
ficznie, brak jakiejkolwiek zaleznosci funkcyjnej pomiedzy wielko$ciami
reszt i wartoscig przewidywang (prognozowang przez model) obrazujg wy-
kresy zamieszczone obok histogramoéw reszt. Podsumowujac, nieprawi-
dtowy rozktad reszt sugeruje konieczno$é poszukiwania innej zaleznosci
matematycznej opisujgcej modelowany obiekt, zjawisko.

3.6.2 Adekwatnos¢ modelu

Model empiryczny z zatozenia jest jedynie matematycznym przybli-
zeniem relacji rzadzacych zachowaniem sie badanego obiektu. Jezeli zdefi-
niowalismy juz model, ktérego istotnos¢ da sie potwierdzi¢ statystycznie,
ale rozktad reszt nie jest prawidtowy, mozemy przetestowac jego adekwat-
nos¢. Kryterium adekwatnosci modelu okresla sie, jako istotnos¢ rdznicy
wariancji modelu (reszt) i wariancji metody pomiarowej. Model spetniajgcy
to kryterium (wariancja metody musi by¢ istotnie wieksza od wariancji mo-
delu) nazywamy wtasnie modelem adekwatnym. Adekwatnosé modelu daje
nam informacje, ze niepewnos$¢ odpowiedzi modelu jest tego samego
rzedu, co niepewnosé pomiaru odpowiedzi obiektu i moze nam potwierdzi¢
czy model, ktory stworzyliémy jest dostatecznie dobry, czy moze gdyby byt
oparty o bardziej skomplikowang zalezno$¢ matematyczng, liniowa z inte-
rakcjami czy tez kwadratowa, mogtby byc lepszy.

W zaleznosci od tego skad pochodzi oszacowana wariancja metody
(w jaki sposdb byta liczona), adekwatnosé modelu testujemy na rézne spo-
soby.
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1. Jesli mamy do czynienia ze standardowg metoda, dla ktérej wariancja
zostata oszacowana wczesniej, do okreslenia adekwatnosci modelu
wykorzystujemy statystyke y2dla wariancji:

7. —y:)2 2
¥2 = Z(ylzyl) _ % (3.37)

Sm Sm
gdzie:
s? — wariancja resztowa modelu,
s2, — wariancja metody,

n —ilos¢ pomiaréw

jesli wartos¢ statystyki x?przekracza stablicowana wartos$¢ krytyczng x2, dla
poziomu ufnosci 1-a i ilosci stopni swobody f, model nie jest adekwatny.

2. Jesli wariancja metody wyznaczana byta z dodatkowych pomiaréw wy-
konywanych w planie doswiadczen (w zaplanowanych punktach po-
miarowych) to adekwatno$¢ modelu wyznaczy¢ mozemy jako staty-
styke Fishera-Snedecora na istotnos¢ réznic wariancji F:

N

|
I
a4

(3.38)

<N

gdzie:
s2 — wariancja dla zbioru powtérzonych pomiaréw (wariancja metody)
5 .

test jest oczywiscie istotny (model nieadekwatny), gdy wyliczona wartos¢
statystyki F jest wieksza niz stablicowana wartosc¢ krytyczna Fy.

3. Jesli powtdrzenia pomiaréw realizowane byly poza planem doswiad-
czenia w jednym wybranym punkcie xo, to obliczamy odpowiedzi mo-
delu w tym punkcie ¥, ich warto$¢ srednig y,, i wyznaczajac ich pro-

mien ufnosci ro tworzymy wyrazenie:

|370_70|
To

t= (3.39)
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ktérego wartosé poréwnujemy z wartoscig krytyczng (dla poziomu istotno-
$ci 0.05 i dlailosci stopni swobody réwnej ilosci pomiaréw) testu t-Studenta.
Jesli wartos¢ t nie jest mniejsza od ti, mamy podstawy do odrzucenia hipo-
tezy o adekwatnosci modelu.

Musimy pamietaé, ze adekwatnos¢ modelu nie jest ostatecznym kry-
terium i nie jest sposobem na wybér jedynego, najlepszego modelu. Istnieje
zbiér modeli adekwatnych, z punktu widzenia adekwatnosci jednakowo do-
brych, ktéry charakteryzuje sie tym, ze zastosowanych w nich przyblizen
matematycznych nie da sie wykry¢ technikg pomiarowg wykorzystang do
uzyskania danych do zdefiniowania modelu. Wybdr jednego z nich jest moz-
liwy, gdy zastosujemy jeszcze inne, dodatkowe kryteria opisujgce zdolnos¢
prognostyczng modelu.

3.6.3 Zdolnosc¢ prognostyczna modelu

Zdolnos¢ prognostyczna modelu jest parametrem, ktéry ze zbioru
modeli istotnych i adekwatnych pozwala na wybdr modelu najlepszego.
Jednym ze sposobdw oceny zdolnosci prognostycznych modelu jest wyzna-
czenie przedziatu ufnos$ci wyjscia modelu dla okreslonego punktu w prze-
strzeni zmiennych X,. Jego promien 1, (szerokosé) mozna obliczy¢ z zalez-
nosci:

To = taJl + x5 (XTX) " 1xg * s (3.40)

Jak widzimy promien ten zalezy od planu do$wiadczenia (XTX) %, po-
tozenia punktu w przestrzeni zmiennych oraz wariancji resztowej modelu,
ktdra jest z kolei zalezna od ilosci stopni swobody uktadu, czyli ilosci pomia-
row ponad konieczne minimum. Tak wiec, oszczedne plany doswiadczen
daja modele, dla ktérych szerokos¢ przedziatu ufnosci jest zawsze duza.
Mozna je zatem poréwnywac (promienie) tylko wtedy, gdy dotyczg tych sa-
mych punktéw w przestrzeni zmiennych i modeli stworzonych w oparciu
o plany doswiadczen o tej samej liczbie stopni swobody. Nie jest to zatem
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wygodne narzedzie do poréwnywania jakosci modeli nie spetniajgcych tych
warunkow.

Innym, czesciej wykorzystywanym i nieposiadajgcym tej wady para-
metrem, pozwalajgcym na ocene wartosci prognostycznej modelu jest
wspétczynnik walidacji Q2, ktéry posiada sens matematyczny zblizony do
wspotczynnika determinacji D. Jednak, aby mozna byto wyznaczy¢ te wiel-
kos¢, rzeczg konieczng jest przeprowadzenie kilku dodatkowych pomiardw,
ktorych zbiér nazywany jest zbiorem testowym (walidacyjnym). Nalezy przy
tym pamietaé, ze punkty pomiarowe muszg miescic sie w zakresie zmienno-
$ci zmiennych niezaleznych (w przestrzeni planu doswiadczen), poniewaz
dla takiego zakresu okreslany byt model zaleznosci. Wyniki tych pomiaréw
(przeprowadzonych na badanym obiekcie) poréwnuje sie z wyliczonymi od-
powiedziami modelu dla tych samych punktéw przestrzeni zmiennych nie-
zaleznych i dalej wyznacza SKR; i wariancje reszt s? dla tego zbioru:

2 SKRy _ T(vi=91)* (3.41)

n-—1 n-—1

S
gdzie:
n —ilos¢ pomiaréw testowych

Wspdtczynnik walidacji obliczamy wykorzystujgc zaleznos¢ taka jak
w przypadku wspédtczynnika determinacji, zamieniajgc jedynie wariancje
resztowg modelu na wariancje reszt dla zbioru walidacyjnego s?:

S
Q?=1 —é (3.42)
gdzie:
sZ —wariancja wektora odpowiedzi obiektu w punktach testowych (3.34).

y

Dobry model chemometryczny powinien cechowa¢ wspdétczynnik wa-
lidacyjny bliski jednosci. Dlatego podobnie jak miato to miejsce w przypadku
wspotczynnikéw korelacji i determinacji, im jego wartos¢ jest blizsza jedno-
sci, tym model jest lepszy. Spréobujmy teraz potwierdzi¢ najlepszg jakos¢
modelu opartego o plan optymalny dla naszego przypadku trzech planow
doswiadczen A, B i C obliczajac dla nich parametr Q*. W tym celu przepro-
wadzone zostaty dwie serie po pie¢ dodatkowych pomiaréw testowych

99



(1 seria — blizej i 2 seria — dalej srodka planu), w tych samych, losowo wy-
branych punktach przestrzeni zmiennych dla kazdego modelu:

Tab. 10. Wartosci wspotczynnikow walidacji i determinacji testowanych

modeli
1 seria — blizej Srodka planu 2 seria — blizej kraricéw planu
Yoo w.wolny X1 X2 X3 Yoo w.wolny X1 X2 X3
76.088 1 85 5.0 45 73.294 1 6.5 58 45
47.353 1 42 3.0 49 85.477 1 6.3 8.8 4.6
64.021 1 85 58 7.1 61.190 1 7.7 75 79
58.559 1 46 79 7.6 60.672 1 93 3.0 52
97.620 1 57 89 20 64.012 1 69 80 7.9
Model A B C — optymalny

R2 (D) 0.8883 | 0.8365 0.9635

1seria-Q? | 0.8452 | 0.9207 0.9824

2 seria- Q2 | 0.0079 | 0.2255 0.8950

Zrédto: opr. whasne

Z analizy warto$ci wspotczynnikéw walidacji Q2 mozemy wnioskowaé,
ze bez wzgledu na potfozenie punktdw pomiarowych w przestrzeni planu
zdolnosc¢ prognostyczna modelu opartego o plan optymalny jest bardzo do-
bra, a wspoétczynnik walidacji w kazdym przypadku wysoki. Pozostate mo-
dele dobrze zachowuja sie w przypadku pierwszej serii pomiarowej, ale cat-
kowicie zawodzg w przypadku serii drugiej — punktéw bardziej odlegtych od
centrum planu. Niewielkie warto$ci parametru Q?, zwtaszcza w przypadku
modelu A (wartos¢ bliska zeru) dla tego zakresu dowodzg, ze wartos$¢ pro-
gnostyczna w tym przypadku nie jest wyzsza niz Srednia arytmetyczna z do-
wolnej serii pomiaréw w tym zakresie. Dodatkowo nalezy nadmienic, ze
usuniecie z zaleznosci zmiennych nieistotnych daje ujemne wartosci Q?, cat-
kowicie dyskwalifikujgce modele A i B bez wzgledu na potozenie punktéw
pomiarowych w przestrzeni planu doswiadczenia. Takiego efektu nie obser-
wowalibysmy, gdyby nieistotne zmienne byty usuwane z modelu stworzo-
nego na podstawie ortogonalnych wektoréw zmiennych niezaleznych. Tylko
w takim przypadku mozemy mie¢ pewnos$é, ze sg one rzeczywiscie niei-
stotne, a ich usuniecie nie spowoduje koniecznosci ponownego szacowania
pozostatych parametréw modelu.

Przedstawiona metoda walidacji modelu pocigga za sobg koniecznos¢
przeprowadzenia przynajmniej kilku dodatkowych pomiaréw testowych.
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Mozna je wykona¢ podczas pomiardw realizowanych w celu identyfikacji
modelu lub pdzniej, co wydaje sie by¢ gorszym rozwigzaniem ze wzgledu na
ich powtarzalnos¢. Istnieje tez metoda pozwalajgca na ocene progno-
styczng modelu, ktéra praktycznie nie wymaga dodatkowych pomiaréw od-
powiedzi obiektu lub tylko jednego, dla zachowania petnego zestawu
wstepnie wybranych ‘uczacych’ punktéw pomiarowych. Jest to krzyzowa
metoda oceny modelu (cross—validation). Jest ona bardziej ztozona oblicze-
niowo, ale przy dzisiejszych mozliwosciach wykorzystania komputeréw nie
stanowi to wielkiej wady. Najlepszym na to dowodem jest mozliwos$é jej wy-
korzystania praktycznie w kazdym oprogramowaniu statystycznym.

Algorytm krzyzowej oceny modelu jest prosty a jego koncepcja po-
lega na potraktowaniu zbioru danych pomiarowych jednoczesnie, jako
zbioru danych tworzacych model i danych testowych. Realizacja obliczen
polega na wykonaniu n razy (gdzie n to ilos¢ wszystkich zmierzonych odpo-
wiedzi obiektu) identyfikacji modelu na podstawie zbioru n - 1 danych po-
miarowych, przy czym wykluczony, kazdorazowo inny, jeden pomiar sta-
nowi punkt testowy modelu. Dla tego chwilowo wytgczonego punktu po-
miarowego obliczamy odpowiedZ modelu w tym punkcie i poréwnujemy ja
z odpowiedzig obiektu. Otrzymany w ten sposdb n elementowy zbidr réznic
stanowi podstawe do obliczenia testowej wariancji resztowej i dalej wspot-
czynnika walidacji modelu.

Przy takim sposobie walidacji modelu, interpretacja wspotczynnika
Q? i parametréw modelu jest nastepujgca: uzyskany wspétczynnik walidacji
jest oszacowaniem jakosci modelu na podstawie petnego zestawu n punk-
téw pomiarowych planu, a parametry modelu sg w tym przypadku warto-
$cig srednig parametréw modeli czgstkowych, uzyskanych dla kazdego n-1
zestawu zmiennych. Odchylenia standardowe wektoréw parametrow uzy-
skanych z modeli czgstkowych, stuzg do wyznaczenia przedziatéw ufnosci
kazdego z parametrow modelu ostatecznego ico ciekawe, zwtaszcza dla
matej liczby stopni swobody, sg one wezsze niz wyznaczone na podstawie
tego samego zbioru danych w sposdb standardowy.
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4 ANALIZA GLOWNYCH SKLADOWYCH

Pojecie gtéwnych sktadowych wprowadzone zostato w roku 1900
przez Karla Pearsona, jednak do rozwoju metody znanej pod nazwag analizy
gtéwnych sktadowych przyczynit sie przede wszystkim amerykanski staty-
styk Hotelling. Sama metoda znalazta po raz pierwszy praktyczne zastoso-
wanie w roku 1933 (Hotelling — analiza testow osiggniec¢ szkolnych) i potem
w 1964 (Rao). Analiza gtéwnych sktadowych (PCA — Principal Components
Analysis), podobnie jak dobrze znana czgstkowa metoda najmniejszych
kwadratéw (PLS — Partial Least Square), czy analiza czynnikow dyskrymina-
cyjnych (DF — Discriminant Factors), jest jedng z metod analizy czynnikowe;j.
Metody te stanowig zespdt procedur matematycznych pozwalajgcych na
zredukowanie duzej liczby zmiennych do kilku, z zatozenia wzajemnie nie-
skorelowanych czynnikdw — nowych zmiennych. Przy czym kilka pierwszych
z nich zachowuje stosunkowo duzg czes¢ informacji tkwigcych we wszyst-
kich zmiennych pierwotnych i jednoczes$nie kazda z nich jest nosnikiem in-
nych tresci merytorycznych. Zapewnia to brak powtarzalnosci niesionej in-
formacji przez czynniki.

Fakt, ze kilka pierwszych gtéwnych sktadowych zawiera zwykle wiek-
szos$¢ informacji zawartej w danych wyjsciowych, mozna wykorzysta¢ do
uzyskania optymalnego rzutowania wielowymiarowe] przestrzeni danych
na ptaszczyzne (2D) lub przestrzen trojwymiarowa (3D). Takie rzuty stano-
wig wygodng forme graficznej prezentacji danych i sg jednym z podstawo-
wych powoddéw prowadzenia analizy czynnikéw gtdéwnych. Drugim z nich,
tak samo waznym jak wizualizacja zaleznosci miedzy zmiennymi, jest reduk-
cja wymiarowosci analizowanego problemu (eliminowanie nadmiernej ko-
relacji zmiennych), wykorzystywana czesto w dalszej analizie chemome-
trycznej. PCA jest w stanie spetnié¢ oba zadania tylko wtedy, gdy w macierzy
korelacji zmiennych niezaleznych elementy pozadiagonalne s3 znaczaco
rézne od zera. Oznacza to bowiem, Zze zmienne objasniajgce nie sg od siebie
niezalezne i tylko cze$¢ wnoszonych przez nie informacji o obiekcie jest uni-
kalna.

Informacje wnoszone przez zmienne mozna w zwigzku z tym podzie-
li¢ na informacje wspdlne i swoiste. Informacjg wspdlng dwdéch zmiennych
jest procent zmiennosci jednej z nich, wyjasniany zmiennoscig drugie;j.
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Miarg tej wspdtzaleznosci zmiennych jest wspdtczynnik determinacji, be-
dacy kwadratem wspétczynnika korelacji Pearsona. Natomiast najlepszg
miarg ilosci wnoszonej informacji przez pojedynczg zmienng, jak dowodzi
sie na gruncie statystyki, jest wartos¢ wariancji dla tej zmiennej. Dotyczy to
rowniez danych wielowymiarowych, w przypadku ktérych catkowity zakres
zmiennosci, odpowiadajgcy catej informacji jakg niesie kompletny zestaw
zmiennych, jest rowny sumie wariancji wszystkich zmiennych pod warun-
kiem ich ortogonalnosci. Dlatego m.in. ortogonalnosé (brak korelacji)
zmiennych jest podstawowym zatozeniem metody analizy czynnikéw gtow-
nych.

Nadmiarowos¢ informac;ji jest zjawiskiem wystepujgcym powszech-
nie w przypadku duzej ilo$ci zmiennych. Ma to swoje dobre i zte strony. Pod-
stawowa zaletg tego zjawiska jest mozliwos¢ minimalizacji wptywu niepew-
nosci oznaczenia na wynik pomiaréw/badan. Bowiem, inaczej niz ma to
miejsce w przypadku informacji wspdlnej, niepewnos$é pomiarowa zawarta
w kazdej zmiennej nie jest skorelowana z niepewnoscig pomiarowg zadnej
innej. Ten brak korelacji, pozwala na wyodrebnienie z danych informacji
wspdlnej, zawierajgcej jedynie niewielki btgd pomiarowy, a dodatkowo, jest
on tym mniejszy im silniejsza jest wspotzaleznos¢ zmiennych (silniejsza nad-
miarowosc). Niekorzystng cechg nadmiarowosci informacji sg nakfady fi-
nansowe na pomiary przeprowadzone celem jej uzyskania oraz czaso-
chtonna analiza wtasnosci obiektow opisanych duzg iloscig zmiennych.

Jak zostato to juz wczesniej powiedziane, w metodzie gtdwnych skifa-
dowych dazy sie do stworzenia nowego ukfadu, nieskorelowanych (ortogo-
nalnych) zmiennych — czynnikéw, dla ktérych podstawg sg pierwotne
zmienne objasniajgce. Nowe zmienne (pc —zaleznos¢ 4.1) sg liniowg kombi-
nacjg zmiennych wyjsciowych i charakteryzujg sie maksymalng z mozliwych
wariancjg pierwszego, a nastepnie kazdego kolejno tworzonego czynnika —
pci, pc; itd.

aj; Aaqz pcy
az1 azz PC1 (4.1)
ant anZ Cn
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Liczba tworzonych czynnikdw jest taka sama jak liczba zmiennych
pierwotnych, a macierz A jest macierzg wspotczynnikdw korelacji czastko-
wych pomiedzy gtéwnymi sktadowymi (pc) i zmiennymi objasniajgcymi, co
oznacza, ze sg to wspodtczynniki kombinacji liniowej (wektory wierszowe)
zmiennych objasniajgcych, definiujgcych poszczegélne gtéwne skfadowe.
Ich wartosci wyznaczane sg metodg dekompozycji macierzy korelacji dla
zmiennych wyjsciowych C, okreslonej nastepujaca zaleznoscia:

=27 (4.2)
gdzie:
Z — macierz standaryzowanych danych wyjsciowych; n — ilos¢ obiektéw

4.1 Wektory i wartosci wiasne

Dekompozycja macierzy kwadratowej (a takg jest macierz korelacji),
zwana zagadnieniem wtasnym, obliczeniowo sprowadza sie do rozwigzania
uktadu réwnan postaci:

(Cll—/l)'vl+C12'172+'-'+C1n'17n=0
CZl'vl+(C22_A)'v2+“'+C2n'Un=O

(4.3)
Cn1'U1+Cn2'V2+".'+(Cnn—/1)'17n =0
co mozemy zapisa¢ w postaci réwnania macierzowego jako:
(C-—2Dv=(Cv—1v) =0 (4.4
i dalej jako:
Cv= v (4.5)

Kolumnowy wektor v, spetniajacy powyzszg zaleznosé nazywany jest
wektorem wtasnym macierzy, a zwigzana z nim wartos$¢ A wartoscig wtasng
macierzy. Cechg wektora wtasnego macierzy jest to, ze nie zmienia on swo-
jego kierunku po przeksztatceniu opisanym tg macierzg (mnozeniu lewo-
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stronnym), zmienia jedynie A—krotnie swa dtugos¢. llos¢ wektoréw wita-
snych i wartosci wtasnych odpowiada rozmiarowi macierzy poddawanej de-
kompozycji. Ponadto wektory wtasne macierzy sg wektorami ortogonal-
nymi, a ich sktadowe pomnozone przez pierwiastek wartosci wtasnej sg
rowne wspotczynnikom kombinacji liniowych zmiennych objasniajacych
tworzacych poszczegélne czynniki. Odpowiadajg one zatem wektorom
wierszowym macierzy A zaleznosci 4.1. lloczyn sktadowej wektora wtasnego
i pierwiastka odpowiadajgcej mu wartos$ci wtasnej, jest réwny tadunkowi
czynnikowemu dla odpowiedniej zmiennej objasniajgcej. Taki jest wno-
szony przez te zmienna fadunek informacji w przypadku danego czynnika.
Sama wartos¢ witasna zwigzana z wektorem wtasnym jest miarg informacji
(zmiennosci) jaka niesie ze sobg nowa zmienna — sktadowa gtéwna. Jest
kwadratem stosunku dtugosci gtownej sktadowej i dtugosci odpowiadajg-
cego jej wektora wiasnego — zawsze rownej jednosci.

Przyktadem mozliwie najprostszej analizy gtéwnych sktadowych jest
przeksztatcenie dwéch zmiennych objasniajgcych Xi i X w zmienne PC;
i PC,, zobrazowane graficznie na rysunku 11. Jesli dla celéw poznawczych
zatozymy pewien stopien korelacji miedzy tymi zmiennymi, ktéry jest
zresztg widoczny (niech to bedzie wartosé r = 0.95), to na podstawie macie-
rzy korelacji dla tego prostego przypadku mozemy dokona¢ takiego prze-
ksztatcenia prowadzac obliczenia samodzielnie.

(@) Xz PC1

PC2

X

(b)
PC2

PC1

Rys. 11. Przyktad prostego przeksztatcenia PCA dla dwdch zmiennych ob-
jasniajgcych X1 i X2

Zrédto: opr. wtasne
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Petna macierz korelacji ma zatem postaé:

¢= [0.}95 Of 5] (46)

Aby rozwigzad zagadnienie wtasne dla tej macierzy (tzn. obliczy¢ war-
tosci i wektory wtasne) musimy najpierw rozwigzaé rownanie charaktery-
styczne macierzy osobliwej (C — AI). Réwnanie charakterystyczne to nic in-
nego jak wyznacznik macierzy, a osobliwos¢ oznacza, ze wyznacznik ten
rowny jest zero. Pozwoli nam ono w pierwszym etapie wyznaczy¢ wartosci
wtasne macierzy.

1-1 095

det(C — AI) = det 095 11

|=a-n2-0952=0 (47)

Rozwigzaniem tego réwnania sg dwie wartos$ci wtasne A macierzy C
(co oczywiste ze wzgledu na rozmiar macierzy) — A; = 1.95; A, = 0.05. Ozna-
cza to, ze procent catkowitej zmiennosci (catkowitego tadunku informac;ji)
dla czynnika pierwszego, jest rowny A1/2 = 97.5%.

Obliczone wartosci wiasne nalezy wykorzysta¢ w kolejnym etapie,
pozwalajgcym na znalezienie wartosci sktadowych wektoréw wtasnych:

U1
(C—ADv="0 2] (4.8)
1-195 095 ] _ [—0.95 0.95 —0.95v; + 0.95v,
095 1-0.05" 1095 095 0.95v; + 0.95v, ] =

Wynikiem mnozenia macierzy opisanych zaleznoscig (C — A)v, jest
wektor kolumnowy (w ramce), ktérego sktadowe opisane sg rownaniami jak
wyzej. Po przyréwnaniu kazdego z nich do zera istnieje mozliwos¢ wyzna-
czenia sktadowych v, iv, obydwu wektoréw witasnych v; i v,. Poniewaz
w pierwszym przypadku v; = v,, w drugim natomiast v; = —v,, to wektory
wiasne sg postaci:

vi=[v v]Toraz v, =[v —v]T (4.9)
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Z obliczonych wartosci v, i v, widaé, ze wybor wektorow wiasnych
nie jest jednoznaczny. Sktadowe tych wektoréw moga by¢ dowolnymi war-
tosciami spetniajgcymi rownania 4.8. Dlatego tez, podaje sie je, jako wyli-
czone dla wektoréw unormowanych ||X]||=1:

dlavyi vz /VIiv; =V2vZ =vy2 =1 to:v =0.7071 (4.10)
teraz obydwa wektory wtasne mozna przedstawic jako:
v; = [0.7071 0.7071]7 oraz v, = [0.7071 —0.7071]" (4.11)

Obliczona wartos¢ 0.7071 odpowiada kosinusowi kata 45°. Mogtoby
to sugerowad, ze takie wartosci sktadowych wektoréw witasnych uzysku-
jemy tylko dla zaleznosci zmiennych wyjsciowych opisanych réwnaniem
X1 = X2. Tak jednak nie jest. Wartosci sktadowych wektorow v; i v, zalezg
tylko i wytgcznie od postaci macierzy korelacji i dla macierzy o rozmiarze
2x2 sg zawsze réwne 0.7071 i -0.7071. Rdéznica widoczna jest jedynie dla
wartosci wiasnych. Na przykfad dla wspétczynnika korelacji r = 0.9 wartosci
wtasne wynoszg A1 = 1.9; A; = 0.1. Zatem, bez wzgledu na posta¢ réwnania
prostej regresyjnej, dla dwéch zmiennych objasniajagcych skorelowanych
dowolnie silnie, otrzymamy zawsze wektory wtasne przedstawione réwna-
niami 4.11.

4.2 Przyktad PCA z wykorzystaniem oprogramowania Statistica

W oswojeniu sie z pewnymi pojeciami zwigzanymi z analizg gtéwnych
sktadowych z pewnoscig pomoze przyktad bardziej skomplikowany, niz ten
dla dwdéch zmiennych objasniajacych, zamieszczony powyzej. Jego analiza,
procz wyznaczenia czynnikdw gtéwnych, pozwoli na zapoznanie sie z regu-
tami pozwalajgcymi na dobdr odpowiedniej ich ilosci, na wtasciwe przygo-
towanie macierzy danych, na zapoznanie sie z mozliwosciami, jakie daje PCA
w przestrzeni probek i wreszcie na zapoznanie sie z zasadami interpretacji
wynikéw uzyskiwanych za pomoca tej metody.

Przyktadowe dane zaczerpniete zostaty ze statystycznych opracowan
Gtéwnego Urzedu Statystycznego i dotyczg procentowego udziatu energii
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elektrycznej ze Zrédet odnawialnych w catkowitym jej zuzyciu w kilku wy-
branych krajach UE, a takze dla poréwnania w catej Unii Europejskie;j.

Tab. 11. Struktura pozyskania energii z wybranych zrddet energii odna-
wialnej w wybranych krajach UE w 2012 roku w [%]

Kraj 2012 | biom | prom | wod | wiatr | biog | biop | geo | okom

UE| UE-28 |47.2| 51 |16.2| 10 | 6.8 | 65 |3.2| 4.9

AT | Austria | 50.1 | 2.1 |39.1| 2.2 |22 |25|04| 15

CZ| Czechy | 663 | 6.1 |56 | 1.1 |115|6.7 | O 2.6

EE | Estonia | 95.9 03] 35]03] 0 0 0

FI | Finlandia | 79.7 146 04 |06 | 28| O 1.9

LT | Litwa 82.8 3 3.9 1 9 (03 0

o | o | o | o

LV| totwa | 80.2 137 04 |22 |35 0 0

DE| Niemcy |359| 86 |55 |13.2|195| 9 |(03| 7.9

PL| Polska | 824 | 0.2 |21 | 4.8 2 8 |02]| 04

SK | Sfowacja | 55.9 | 2.9 |246| O 43 (105(04| 13

SE | Szwecja | 51.7 | 0.1 |36.7| 33 |07 34| O 4.2

Oznaczenia: biom — biomasa, prom — promieniowanie stoneczne,
wod — elektrownie wodne, wiatr — wiatrowe, biog — biogaz, biop — biopa-
liwa, geo — energia geotermalna, okom — odpady komunalne

Zrédto: GUS

Analize czynnikowg mozna prowadzi¢ w oparciu o macierz kowarian-
cji, a takze macierz korelacji. Jezeli analizowane zmienne sg poréwnywalne
w tym sensie, ze wyrazane sg w tych samych jednostkach, a wartosci sg tego
samego rzedu, to do dalszej analizy mozemy wykorzystac¢ zaréwno macierz
korelacji jak i macierz kowariancji. W przeciwnym przypadku analize sktado-
wych gtéwnych przeprowadza sie wykorzystujgc macierz korelacji. Skta-
dowe gtédwne otrzymane dla macierzy kowariancji i korelacji nie muszg by¢
takie same w przypadku, gdy zmienne nie spetniajg opisanych wyzej warun-
kow.
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W programie Statistica mozliwy jest wybdr pomiedzy jednym i drugim
rozwigzaniem. Standardowo, jako macierz poddawana dekompozycji wy-
bierana jest macierz korelacji, dlatego tez przy niej pozostaniemy. Jesli ko-
rzystamy z automatycznych rozwigzan (oprogramowania statystycznego),
w przypadku metody PCA nie musimy pamietaé o standaryzacji zmiennych
objasniajacych, ktéra jest konieczna przy wyznaczaniu macierzy korelacji
(zaleznos¢ 4.2). Aplikacja zrobi to za nas. Musimy jedynie pamietac, ze algo-
rytm PCA wbudowany w oprogramowanie do analizy statystycznej zwykle
usuwa zmienne i obiekty, ktére posiadajg braki danych. Nalezy je zatem,
jeslito mozliwe, uzupetni¢ wedtug opisanych wczesniej zasad. W sposéb au-
tomatyczny otrzymamy rowniez wszystkie wielkosci pozwalajgce na inter-
pretacje wynikow dla analizowanego zbioru danych wejsciowych (objasnia-
jacych).

Przystepujac do analizy naszych danych warto jest na poczatku przyj-
rzec sie ich macierzy korelacji. Pozwoli nam to na wstepng ocene, czy analiza
PCA moze by¢ dla nich efektywna:

Tab. 12. Macierz korelacji zmiennych na podstawie danych z tab. 11

Korelacje (energia NOWA.sta) Oznaczone wsp. korelacji sg istotne z p <.05000 N=11

Srednia | Odch.std biom prom wod wiatr biog biop geo okom
biom 66.1909| 19.1128| 1.0000
prom 2.2818 3.0459| -0.7189 1.0000
wod 14.6727| 13.6054| -0.5406| -0.1126/ 1.0000
wiatr 3.8909 4.1889| -0.5187| 0.6229| -0.2561| 1.0000|

Zmienna

biog 4.6455 5.9621| -0.6244| 0.9553| -0.2518| 0.6488| 1.0000
biop 5.6273 3.3610| -0.3532| 0.4671| -0.2241| 0.3059| 0.4821| 1.0000
geo 0.4364 0.9320| -0.4053| 0.3518| 0.0778| 0.5198| 0.1550| 0.1912| 1.0000

okom 2.2455 2.5113| -0.8298| 0.7824| 0.1414| 0.7593| 0.7767| 0.2556| 0.3620| 1.0000

Zrédto: opr. wtasne

W tabeli widocznych jest kilka wartosci, dla ktorych wspétczynniki ko-
relacji majg istotnie duzg wartos¢ (czcionka bold), a takze wartosé r > |0.5].
Duze wartosci wspotczynnikéw sg jak wiadomo cechg pozgdang w przy-
padku analizy PCA, poniewaz tylko wtedy analiza gtéwnych sktadowych
moze skutecznie zmniejszyc¢ ilos¢ parametréow opisujgcych obiekty. Najlep-
szym wskaznikiem skutecznosci redukcji wymiaru przestrzeni zmiennych
pierwotnych sg wartosci wtasne kazdego z czynnikéw (wektoréw witasnych)
Tab. 12. Im wieksza wartosé wtasna kilku pierwszych czynnikéw, tym wiek-
sza ilo$¢ informacji nadmiarowej zawarta byta w zmiennych wyjsciowych.
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Nalezy w tym miejscu przypomnieé, ze dla zmiennych standaryzowanych
suma wartosci wtasnych wszystkich czynnikdw modelu nie moze przekro-
czy¢ catkowitej wariancji zmiennych réwnej liczbowo ilosci zmiennych obja-
$niajacych. W przypadku naszych przyktadowych danych liczba ta jest
rowna 8.

Tab. 13. Wartosci wtasne gtéwnych sktadowych modelu

Wartosci wiasne (energia 2012.sta)
Nr czynnika Wartos¢ wt % ogotu Skumul. Skumul. %
warianc. wartos$¢ wt
1 4.331783 54.14728 4.331783 54.1473
2 1.545248 19.31560 5.877031 73.4629
3 0.945383 11.81729 6.822414 85.2802
4 0.766269 9.57836 7.588683 94.8585
5 0.324382 4.05478 7.913065 98.9133
6 0.078836 0.98546 7.991901 99.8988
7 0.008097 0.10121 7.999998 100.0000
8 0.000002 0.00003 8.000000 100.0000

Zrédto: opr. wtasne

Skutecznos¢ i jednoczesdnie sens analizy PCA na przytoczonych danych
jest zauwazalny. Potwierdzajg to wartosci w pierwszych trzech wierszach
tabeli 13. Skumulowane wartosci wtasne dla trzech pierwszych czynnikéw
siegajg 85.3% catkowitej wariancji zmiennych. Pierwsze cztery sktadowe
gtéwne wyjasniajg juz 94.9% catkowitej zmiennosci w przestrzeni pierwot-
nych zmiennych. W tym miejscu pojawia sie zawsze pytanie, jaki procent
zmiennosci jest zadowalajacy — ile czynnikédw nalezy uwzgledni¢ w modelu
powstatym dzieki analizie PCA. Istnieje kilka kryteriow pozwalajgcych pod-
ja¢ taka decyzje, ale jak mozna sie spodziewaé nie sg one nigdy wigzace,
a stopied wymiarowosci przestrzeni gtéwnych sktadowych jest rzeczg su-
biektywng i bardzo czesto zaleing od tego, co byto celem podstawowym
analizy — wizualizacja zaleznosci pomiedzy zmiennymi, czy moze wykorzy-
stanie czynnikéw do budowy modelu zaleznosci badanych zmiennych.
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Dokonujgc wyboru ilosci istotnych sktadowych musimy pamietad ist-
nieniu dwéch kategorii zmiennosci: wtasciwej, wynikajacej tylko z charak-
teru badanych obiektéw oraz niepozgdanej zmiennosci losowej, jaka obar-
czone sg pomiary wartosci cech obiektow. Wybierajgc sktadowe dokonu-
jemy zawsze wyboru pomiedzy tymi zawierajgcymi zmiennos¢ pozadang
i wynikajacg ze zmiennosci losowej. Wybor ten, z powodu wtasnosci czynni-
kéw nigdy w zasadzie nie prowadzi do powaznych btedéw. Zawsze bowiem
wybieramy te o najwiekszych wartosciach wtasnych, czyli te, w ktérych za-
warto$¢ zmiennosci niepozadanej jest najmniejsza.

W najbardziej typowych sytuacjach liczba uznanych jako istotne no-
wych zmiennych jest z reguty duzo mniejsza niz catkowita liczba skfado-
wych. Podstawowymi, najczesciej uwzglednianymi kryteriami ich wyboru sg
miedzy innymi: tzw. kryterium poglgdowosci, zasobu zmiennosci, spadku
wartosci wtlasnej, zredukowanych wartosci wtasnych czy wreszcie kilka
opartych o wskazniki liczbowe jak IND i rézne kryteria kompozytowe. Kryte-
rium poglagdowosci jest bezposrednio zwigzane z celem analizy polegajacym
tylko i wytgcznie na wizualizacji zaleznosci pomiedzy zmiennymi. Dlatego
najwfasciwszym wyborem sg tutaj w zaleznosci od rodzaju wykresu dwie lub
trzy gtéwne sktadowe. Kryterium zasobu zmiennosci mozna z kolei uznac za
najprostsze i w zwigzku z tym czesto watpliwe i mato elastyczne. Istniejg
przy tym dwa podejscia oceny istotnosci czynnikow: w pierwszym z nich,
podstawg decyzji jest skumulowana wartos¢ wtasna wybieranych czynni-
kéw wieksza niz 90 — 95 % catkowitej wariancji; w drugim podejsciu, jako
istotne uznaje sie jedynie te czynniki, ktérych wartos$é wiasna jest wieksza
od jednosci. Odrzucamy w tym przypadku czynniki, dla ktérych zaséb zmien-
nosci jest mniejszy niz zaséb zmiennosci pojedynczej zmiennej objasniaja-
cej. W przypadku tego kryterium bywa réwniez, ze przyjmowane jest inne
kryterium wartosci progowej — np. 0.75 lub 0.5.

Jednym z ‘graficznych’ kryteriow wyboru wiasciwej ilosci nowych
zmiennych (czytaj czynnikow) jest tzw. kryterium spadku wartosci wtasne;j.
W tym przypadku decyzje podejmujemy na podstawie zmiany ksztattu za-
leznosci przedstawiajgcej wartosci wtasne czynnikéw w funkcji ich numeru.
Punktem podziatu (odciecia) czynnikdw na istotne i nie, jest zmiana szybko-
$ci spadku wartosci wtasnej na wykresie. Zwykle przebieg takiego wykresu
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przedstawia szybki spadek wartosci wtasnych dla kilku pierwszych zmien-
nych, by w dalszej czesci przyja¢ charakter poziomej linii, obrazujgcej brak
zmian A.

Warto$ci wtasne (korelacje)
Ty lko zmienne akty wne

5.0 . . .
4.5 54.15%
4.0
3.5
3.0
2.5
2.0
1.5
1.0
0.5
0.0
-0.5

Warto$¢ wiasna

Numer wart. wtasnej

Rys. 12. Wykres osypiska dla wartosci wtasnych modelu PCA
Zrédto: opr. wtasne

W przypadku prezentowanego przyktadu, na podstawie opisanego
wyzej kryterium i wykresu 12, wybér czynnikdw istotnych nalezatoby ogra-
niczy¢ do pierwszych trzech/czterech gtéwnych sktadowych.

Wiekszg mozliwo$¢ wyboru i jednoczesnie mozliwos¢ podjecia bar-
dziej obiektywnej decyzji daje sytuacja, w ktérej mamy do czynienia z duzg
liczbg zmiennych modelu PCA — czynnikéw. Te bardziej zaawansowane kry-
teria oparte sg o analize statystyczng rozktadu wartosci wtasnych. Pierw-
szym z nich jest wskaznik IND, ktérego podstawg jest estymacja tak zwa-
nego btedu rzeczywistego RE,, ktdry jest zwigzany z wielkoscig sumarycznej
wariancji odrzucanych czynnikéw. Dla tzw. szerokich tablic chemometrycz-
nych (m > n, gdzie m jest iloscig zmiennych objasniajgcych natomiast n ilo-
$cig obiektoéw) btad ten przedstawia zaleznos¢:

n-yk A
REc = [Guom (412)
gdzie:

k —ilo$¢ czynnikdéw istotnych;
n — ilo$¢ obiektow;
m — ilo$¢ zmiennych

112



natomiast wartos$¢ ostateczng wskaznika kryterium IND oblicza sie jako:

RE}
(g-k)?
gdzie: (g — k) —to ilo$¢ nieuwzglednionych gtéwnych sktadowych

IND,, =

(4.13)

Optymalna liczba sktadowych gtéwnych odpowiada sytuacji, przy kté-
rej wartos¢ wskaznika osigga minimum lub zaczyna szybko rosnaé.

Kryterium zredukowanych wartosci wtasnych opiera sie na zatozeniu,
7e wartosci te, zwigzane ze zmiennoscig losowg (niepozadang), sg porow-
nywalne i statystycznie duzo mniejsze od zredukowanych wartosci wia-
snych sktadowych istotnych. Zredukowana wartos$¢ witasna k-tej sktadowej
dla szerokiej macierzy danych jest wyrazona zaleznoscia:

Ak

REVk = (n—k-1)m

(4.14)

Do pordéwnania réznicy pomiedzy wartosciami zredukowanymi, wyli-
czonymi dla ostatniej istotnej sktadowej i sumy wartosci zredukowanych dla
pozostatych sktadowych REV,,_,, stosuje sie test F Snedecora:

REV
= W;R (4.15)

Obliczong wartos¢, zgodnie z zasadami testowania hipotez, poréw-
nuje sie z odpowiednig, stablicowang wartoscig krytyczna, a pierwsze wy-
stgpienie zaleznosci F < F,, jest sygnatem wskazujgcym na ostatnig istotng
sktadowa.

Opisane kryteria bardzo czesto nie dajg wyraznych sygnatéw pozwa-
lajgcych na podjecie decyzji o istotnosci czynnikdw. W praktyce chemome-
trycznej bardzo czesto konstruuje sie wskazniki bedgce ztozeniem innych.
Przyktadem takiego kompozytowego, zobiektywizowanego, o wiekszej sku-
tecznosci jest np. wskaznik oparty na dwdch poprzednich. Bez wzgledu na
konstrukcje takich wskaznikdw, nie nalezy ich traktowac jako kryteriéw ab-
solutnych. W przypadkach trudnych i watpliwych najlepszym wskaznikiem
zawsze bedzie intuicja, doswiadczenie, a przede wszystkim optymalizacja
decyzji w zaleznosci od celu prowadzonej analizy.
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4.3 Interpretacja wynikow analizy gtéwnych skfadowych

Przeksztatcenie zmiennych wyjsciowych w nieskorelowane gtéwne
sktadowe, pomimo niezaprzeczalnych zalet posiada takze pewng wade. Jest
nig brak mozliwosci fizycznej interpretacji nowego ukfadu zmiennych. Od-
wzorowanie zmiennych objasniajgcych obiektéw w nowej przestrzeni czyn-
nikéw, zwykle o mniejszym wymiarze, powoduje czesciowg utrate informa-
cji na temat fizycznego charakteru zmiennych pierwotnych. W nowym ukta-
dzie zmiennych, wielkosciami, ktore moga okreslaé stopiert powigzania mie-
dzy osiami jednego i drugiego ukfadu sg korelacje pomiedzy nimi. Korelacje
reprezentowane poprzez tzw. fadunki czynnikowe okreslane dla nowych
zmiennych. W przypadku przyktadowych danych z tabeli 11, ich wartosci dla
kazdego czynnika przedstawia tabela ponizej. Cechg kazdego wiersza petne;j
tabeli tadunkéw czynnikowych, jest jego jednostkowa wartos$é, liczona jako
pierwiastek sumy kwadratow poszczegdlnych tadunkdw dla zmiennej obja-
$niajacej. Przy ograniczonej ilosci gtéwnych sktadowych, wielkos¢ ta, mniej-
sza niz 1, jest informacjg o stopniu wykorzystania zmiennosci zmiennej wyj-
Sciowej przez nowe zmienne — czynniki.

Tab. 14. tadunki czynnikowe dla zestawu zmiennych wyjsciowych na
przyktadzie tab. 11

tadunki czynnik (energia 2012.sta) Wyodrebn. : Sktadowe gtéwne

Zmienna | Czynnik| Czynnik | Czynnik | Czynnik | Czynnik | Czynnik | Czynnik | Czynnik
Yl V2 V3 V4 YS V6 V7 V8

biom |0.8319 (-0.5193| 0.1547 |-0.1006 | 0.0391 |-0.0516 | 0.0085 | 0.0011

prom |-0.9245|-0.1195|-0.1714 |-0.0475| 0.3058 | 0.0501 | 0.0586 | 0.0002

wod 0.0104 | 0.9755 |-0.1641 | 0.1304 |-0.0360 | 0.0543 | -0.0015 | 0.0008

wiatr [-0.8083|-0.1824 | 0.3657 |-0.2236|-0.3323 | 0.1381 | 0.0098 | 0.0002

biog |-0.8893|-0.2757 |-0.2929 |-0.1414 | 0.1482 | 0.0367 |-0.0642 | 0.0003

biop |-0.5195|-0.3568 |-0.1760 | 0.7379 |-0.1627 |-0.0282 | 0.0042 | 0.0002

geo |-0.4946| 0.1949 | 0.7824 | 0.2381 | 0.2163 | -0.0385|-0.0163 | 0.0001

okom [-0.9090| 0.1872 |-0.0498 | -0.2563 | -0.1498 | -0.2192 | 0.0088 | 0.0001

Zrédto: opr. wtasne

Analizujgc wartosci tadunkdéw czynnikowych dla poszczegdlnych skta-
dowych gtéwnych, mozna zauwazy¢, ze az pie¢ zmiennych objasniajacych
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jest ze sobg na tyle silnie skorelowanych, ze ich fadunki w pierwszym czyn-
niku sg wyzsze niz 0.8, a czesto bliskie wartosci 0.9. Pozostate trzy zmienne
wyjsciowe dotyczace ‘elektrowni wodnych’, ‘energii geotermalnej’ i ‘biopa-
liwa’ s3 silniej skorelowane odpowiednio z czynnikami 2, 3 i 4. Przy czym
zmienne objasniajgce odpowiadajgce ‘energii geotermalnej’ i ‘biopaliwu’
lezg wyraznie pomiedzy dwoma czynnikami, odpowiednio—1i3 oraz 1i4.
Duzy udziat w czynniku 2 ma takze zmienna odpowiadajgca procentowemu
udziatowi energii pozyskiwanej z ‘biomasy’.

Wszystkie te zaleznosci mozna zobrazowac graficznie, jako wektory
zmiennych wyjsciowych w przestrzeni czynnikéw. Dodatkowg informacja,
jaka dostajemy tworzgc wykresy, jest dtugosc tych wektoréw. Ich znacznie
mniejsza niz promien okregu dfugosé, jest dowodem na to, iz wychodzg one
poza ptaszczyzne projekcji okreslong wybranymi czynnikami. Sytuacje taka
obserwujemy dla zmiennych ‘geo’ i ‘biop’ w ptaszczyznie czynnikéw 1i 2, co
jest naturalne z uwagi na duzy udziat tych zmiennych w czynnikach 3 i 4.

Projekcja zmiennych na ptaszczyzne czynnikéw ( 1x 2)

Projekcja zmiennych na ptaszczyzne czynnikéw ( 1x 3)
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Rys. 13. Projekcje wektoréw zmiennych objasniajgcych w przestrzeni

czynnikéw

rédto: opr. wtasne
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Gdyby pokusic sie o krétkie, jako$ciowe podsumowanie prezentowa-
nych na diagramach zaleznosci, mozna by byto powiedzie¢, ze procentowy
udziat energii pochodzacej z takich zrodet odnawialnych jak elektrownie
wodne, zrdodta energii geotermalnej i biopaliwa, w wybranych krajach Unii
Europejskiej nie jest skorelowany z udziatem energii odnawialnej pochodza-
cej z pozostatych Zrdédet. Struktury procentowego udziatu energii ‘zielonej’
w catkowitej energii wytworzonej w tych krajach, rdznig sie przede wszyst-
kim pod wzgledem ilosci energii wyprodukowanej w elektrowniach wod-
nych.

Opis interpretacji wynikow analizy gtéwnych sktadowych jest dobrym
miejscem, aby jeszcze raz zastanowic sie nad fizycznym znaczeniem osi no-
wego, ortogonalnego uktadu zmiennych. Jak juz wczesniej zostato powie-
dziane, nadanie czynnikom cech podobnych do tych, jakie posiadaty osie
pierwotnego uktadu zmiennych jest w zasadzie niemozliwe. Dlatego tez
opracowane zostaty metody pozwalajgce na otrzymanie zbioru czynnikéw
dajacych sie interpretowad w tatwiejszy sposéb, a jednoczes$nie posiadaja-
cych wszystkie zalety czynnikéw wyjsciowych. Jedng z takich metod jest ro-
tacja uktadu gtéwnych sktadowych. Najbardziej uznanym i najczesciej sto-
sowanym algorytmem pozwalajgcym na takie przeksztatcenie jest metoda
VARIMAX. Algorytm ten zaktada mozliwos¢ takiej rotacji uktadu czynnikow,
ktéra prowadzi do jednoczesnej maksymalizacji wariancji (w praktyce
usrednienia) mozliwie duzej liczby wybranych wektoréow gtéwnych sktado-
wych. Stad nazwa metody.

Wariancja kazdego z wektordéw jest najwieksza, gdy tylko jedna z jego
sktadowych ma duzg wartos¢ bezwzgledng, podczas gdy pozostate s3 jak
najblizsze zeru. Nalezy wspomnie¢, ze inaczej niz jest to opisywane w réz-
nych zrédtach, przeksztatcenie VARIMAX, tak jak inne polegajgce na zmianie
tylko kierunku wektoréw gtéwnych sktadowych, niesie ze sobg brak zmian
sumy wariancji wektorow nowego uktadu. Po takiej transformacji uktadu
czynnikdéw bedacych wynikiem analizy PCA, potozenie jego nowych osi po-
krywa sie z potozeniem grup wektoréw kierunkowych uktadu zmiennych
objasniajgcych. Zatem nie jest przypadkowe i nadaje im takg samg interpre-
tacje, jaka posiadaty odpowiednie wektory kierunkowe uktadu wyjsciowych
zmiennych. Nowe kierunki ortogonalnych osi uktadu odzwierciadlajg teraz
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w duzym stopniu rzeczywiste relacje, jakie wystepowaty pomiedzy zmien-
nymi objasniajgcymi.

Rotacja uktadu gtéwnych sktadowych powoduje, ze jego nowe osie
nie mogg by¢ dalej nazywane czynnikami/gtéwnymi sktadowymi. Nie spet-
niajg one bowiem kryterium mozliwie maksymalnej zmiennosci kazdej ko-
lejnej osi uktadu gtéwnych sktadowych. Nowe osie, po obrocie maksymali-
zujgcym ich wariancje, pozostajg wcigz nieskorelowane, wzajemnie ortogo-
nalne. Przyjeto dla nich nowg nazwe variwektoréw. Nalezy tez wspomnie¢,
ze rotacji przestrzeni mozna dokonaé biorgc pod uwage jedynie pewna
liczbe, k istotnych czynnikdw. taczny tadunek zmiennosci po obrocie pozo-
staje zachowany. Dochodzi tylko do bardziej réwnomiernego jego rozktadu
w przestrzenie variwektorow.

Tab. 15. Rozktad tadunkéw czynnikowych przed i po obrocie VARIMAX dla
k czynnikéw

tadunki czynnik (energia 2012.sta) Wyodrebn. : Sktadowe gtéwne / variwektory

Zmienna | Czynnik |Czynnik| Czynnik |Czynnik|Vwektor|Vwektor|Vwektor| Vwektor
1 2 3 4 1 2 3 4

biom 0.8319 |-0.5193| 0.1547 |-0.1006|-0.7123| 0.6181 |-0.2396 | -0.2213

prom | -0.9245 |-0.1195| -0.1714 |-0.0475| 0.8863 | 0.0064 | 0.1368 | 0.3104

wod 0.0104 |0.9755| -0.1641 | 0.1304 |-0.0651 | -0.9865 | 0.0122 | -0.1350

wiatr | -0.8083 |-0.1824| 0.3657 |-0.2236| 0.7198 | 0.2372 | 0.5440 | 0.0100

biog -0.8893 (-0.2757| -0.2929 (-0.1414| 0.9293 | 0.1503 |-0.0256 | 0.2928

biop -0.5195 [-0.3568| -0.1760 | 0.7379 | 0.2360 | 0.0875 | 0.1020 | 0.9481

geo -0.4946 | 0.1949 | 0.7824 |0.2381 | 0.1408 |-0.1013 | 0.9536 | 0.1094

okom | -0.9090 |0.1872 | -0.0498 (-0.2563| 0.9082 |-0.2073 | 0.2483 | 0.0037

Zrédto: opr. wtasne

W przypadku analizowanych w tym rozdziale, przyktadowych danych
dotyczacych Zzrdodet energii odnawialnej w krajach UE widzimy, ze metoda
obrotu VARIMAX (Tab. 15) powoduje zmiany ilosciowe w tadunkach wszyst-
kich czynnikéw. Najbardziej widoczne sg one dla czynnika 3 i 4. Procz tego,
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dla czynnikéw 1 i 2 widoczna jest zmiana kierunku wektoréw o 180°. Efekt
rotacji widoczny jest najbardziej dla wektorow zmiennych objasniajacych,
ktére sg najmniej skorelowane z pozostatymi. W przyktadzie dotyczy to
zwtaszcza zmiennych opisujgcych procentowg zawartos¢ wyprodukowanej
energii w elektrowniach wodnych, z biopaliw i geotermalnej. Rotacja po-
zwala na bardziej oczywiste przypisanie ‘bytym czynnikom’ 2, 3 i 4 charak-
teru tych zmiennych. Inaczej, kierunki variwektoréw lepiej odzwierciedlajg
kierunki zmiennych wyjsciowych (objasniajgcych).

Po obrocie uktadu wektoréw gtéwnych sktadowych zmieniajg sie
rowniez ich wartos$ci wiasne. Jest to oczywiste, poniewaz jak wiemy, sg one
rowne sumie kwadratéw tadunkéw czynnikowych kazdego z nowych wek-
toréw. Zmiany tych wartosci po przeksztatceniu VARIMAX sg widoczne, gdy
poréwnamy wykresy osypisk dla kazdego uktadu.

Wartosci wtasne (korelacje)
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3.5
3.0
25
2.0

Warto$c wtasna

15
1.0
0.5

0.0

-0.5
0 1 2 3 4 5 6 7 8 9
—-o— PCA

Numer wart. wiasnej = VMAX

Rys. 14. Wykresy spadku wartosci wtasnych dla analizowanych danych
przyktadowych PCA — wartosci wtasne czynnikow; VMAX — wartosci wta-
sne variwektoréw

Zrédto: opr. wtasne

Poréwnanie krzywych spadku wartosci wtasnych w kolejnych czynni-
kach i variwektorach odpowiednio dla PCA — linia ciggta i PCA-VARIMAX —
linia przerywana, pozwala wyciggna¢ wniosek, ze w przypadku uktadu po
rotacji wartosci wtasne sg roztozone bardziej réwnomiernie pomiedzy piec
poczatkowych zmiennych, niz ma to miejsce dla gtéwnych sktadowych.
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W badaniach chemometrycznych wszelkiego rodzaju rotacje wyko-
nuje sie przewaznie uwzgledniajgc wszystkie czynniki, tj. dla petnowymiaro-
wego uktadu sktadowych gtéwnych. Takie podejscie sprzyja tatwiejszej de-
cyzji dotyczacej wyboru ilosci istotnych zmiennych. Wartosci wtasne vari-
wektoréw uktadajg sie zwykle w bardziej jednoznaczny sposob. Istnieje wy-
razniejszy podziat na wektory o niskich i wysokich wartosciach tej wielkosci.
Dzieki temu wystarczajgcym kryterium decyzyjnym moze by¢ szybkosé
spadku wartosci wtasnych w potgczeniu z ustalong wielkoscig minimalnego
zasobu zmiennosci.

4.4 Analiza przestrzeni obiektow

Macierze tadunkéw wektoréw dla nowych uktadédw zmiennych, bez
wzgledu na to czy sg nimi variwektory, czy gtéwne sktadowe zawierajg w
sobie informacje o potozeniu badanych obiektéw w nowej przestrzeni
zmiennych. Wspdtrzedne wskazujgce na potozenie kazdego z obiektéw
mozna wyliczy¢é mnozac macierz standaryzowanych zmiennych wyjscio-
wych Z (objasniajacych) przez macierz tadunkéw czynnikowych wektoréw
bedacych nowymi zmiennymi Ci (czynniki) i Vi (variwektory).

Sk = ZCk
Ry = ZV, (4.16)
gdzie:

Ski R — to odpowiednio macierz wspétrzednych obiektéw w przestrzeni

gtéwnych sktadowych i przestrzeni variwektorow.

Obliczone macierze w swoich wierszach zawierajg wspotrzedne
obiektéw w nowej, k-wymiarowej przestrzeni. Przeksztatcenie takie, zwig-
zane zwykle z redukcjg ilosci zmiennych opisujgcych obiekty, pozbawia nas
niewielka czesci informacji o nich, ale jego wielkg zaletg jest mozliwos¢ wy-
korzystania zdolnosci naszego mdzgu do analizy przestrzeni dwu—, tréjwy-
miarowej. W sytuacji, kiedy dwa, trzy czynniki (variwektory) zawierajg w so-
bie wiekszos¢ zmiennosci cech badanych obiektéw, mozemy pokusic sie o
interpretacje zaleznosci miedzy nimi (obiektami) na podstawie obrazéw
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rzutowania ich potozenia na dwuwymiarowg ptaszczyzne wybranych zmien-

nych, lub analize ich rozmieszczenia w przestrzeni tréojwymiarowej. Rzuto-
wanie takie zapewnia nam maksymalng ilos¢ informacji przy wskazanej ilo-
$ci istotnych zmiennych w nowej przestrzeni.

3.0
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25}
20
15}
10¢t
0.5}
0.0 }
-05 ¢
1.0k
15 ¢
20k
-2.5

Czynn. 2: 19.32%

&

3

Lo

<

0|

% g

-7

3.5

-3 -2 -1 0

Czynn. 1: 54.15%

Rzut przypadkéw na ptaszczyzne czynnikéw (1 x 3)

30}
25}
20t
15 ¢
1.0 ¢
05}
0.0 ¢
05
1.0 ¢
15t
-2.0

Czynn. 3: 11.82%

UE
0

%)
O

-1 0
0
54.15% b)

120



Rzut przypadkéw na ptaszczyzne czynnikow ( 3 x 2)
3.0 T r r r . . . . .
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c)

Rys. 15. Rzuty potozenia obiektéw na ptaszczyzny czynnikéw: a) 1-2,
b) 1-3ic) 2-3

Zrédto: opr. wtasne

Wykresy zamieszczone na rysunku 15 to witasnie wynik rzutowania
potozenia obiektdw (panstw) na ptaszczyzny czynnikéw gtéwnych, dla ana-
lizowanych przyktadowych danych dotyczacych energii odnawialnej. Rzuto-
wania takie, nazywane mapami liniowymi, dostarczajg przede wszystkim in-
formacji o potozeniu obiektéw wzgledem siebie. Ich relacje zwykle mozna
podzieli¢ na trzy przypadki: rownomierne rozmieszczenie w przestrzeni, co
pozwala na wniosek, ze pomiedzy zmiennymi istnieje co najwyzej zaleznos¢
liniowa, a obiekty s3 z tej samej populacji; widoczna zaleznos¢ nieliniowa
rozmieszczenia — obiekty rozmieszczone sg wzdtuz pewnej krzywej, ktorej
ksztatt dostarcza nam informacji o stopniu nieliniowosci zaleznosci i jej ty-
pie; widoczne skupienia obiektow — na podstawie takiego obrazu mapy li-
niowej mozemy mowic o tendencjach obiektéw do tworzenia grup o podob-
nych wartosciach sktadowych wektoréw zmiennych objasniajgcych, a takze
o obiektach odosobnionych. Jest to przypadek interesujacy, gdy prowa-
dzimy badania pod kagtem podobieristwa obiektow.

Analiza map liniowych dla naszych danych pozwala na znalezienie
dwéch z wyzej opisanych zaleznosci. Przypadek rownomiernego rozmiesz-
czenia obiektow mogtby przedstawia¢ jedynie wykres 15a (ptaszczyzna:
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czynnik 1 — czynnik 2). Ostateczne wnioski nalezy jednak wyciggac na pod-
stawie ogladu wiekszej ilosci rzutéw, przynajmniej dwdch, co pozwala na
‘upewnienie sie’, czy rzeczywiscie rzut na ptaszczyzne czynnikéw 1-2 od-
zwierciedla jednoznacznie rGwnomierne rozmieszczenie punktéw/krajow w
przestrzeni. Przygladajac sie pozostatym rzutom widzimy, ze tak jednak nie
jest. W perspektywie ptaszczyzny czynnikédw 1-3 widzimy dwa punkty od-
biegajace od pozostatych. Odpowiadajg one wektorowi wartosci srednich
dla Unii i wektorowi wartosci zmiennych wyjsciowych dla Niemiec. Dlaczego
tak jest, odpowiedz daje nam analiza wartosci tablicy z danymi wyjscio-
wymi. Dodatkowo, na ptaszczyznie czynnikow 1-3 widzimy najwyrazniej li-
niowg zaleznos$é/zgrupowanie punktow/krajéw. Oznacza to ich przynajm-
niej czesciowe podobienstwo z punktu widzenia struktury procentowego
udziatu energii ‘zielonej’ w jej catkowitym zuzyciu. CzeSciowe, poniewaz wi-
dzimy, ze w ptaszczyznach prostopadtych do 1-3, skupienie nie sg juz tak
zwarte. Ciekawa cechg jest to, ze na wszystkich ptaszczyznach rzutowania
mozemy obserwowac bliskie sobie punkty odpowiadajgce zawsze tym sa-
mym krajom. Oznacza to catkowitg zgodnos¢ struktury procentowego
udziatu energii odnawialnej pochodzgcej z réznych Zrédet w tych krajach.
Przyczyna takiego podobienstwa moze leze¢ na przyktad w bliskosci ich geo-
graficznego potozenia i tym samym na podobnej dostepnosci okreslonych
zrédet energii. Innym powodem moze by¢ podobny stopien rozwoju gospo-
darczego takich panstw i w zwigzku z tym podobny stopien uprzemystowie-
nia pozwalajgcy na stosowanie tych samych technologii w dziedzinie ener-
getyki. Takie pary to Szwecja i Austria, Litwa i Polska oraz totwa i Finlandia.

Podsumowujac najwazniejsze, zebrane w rozdziale informacje doty-
czace metody zwanej analizg gtdwnych sktadowych, badz tez analizg czyn-
nikow gtdwnych, musimy podkresli¢, ze jest to jedna z najczesciej stosowa-
nych metod analizy czynnikowej, ktéra daje mozliwos$¢ skutecznej analizy
wstepnej nieznanego zbioru danych. Analize takg mozna ukierunkowaé na
badanie uktadu zmiennych objasniajgcych, a takie zaleinosci obiektéw
w nowej przestrzeni zmiennych — czynnikow/gtéwnych sktadowych. Naj-
wazniejszym celem analizy PCA jest mozliwo$¢ redukcji wymiarowosci prze-
strzeni zmiennych, co utatwia tworzenie innych modeli chemometrycznych,
a takze wizualizacja 2D i 3D problemdw opisywanych ich wielowymiarowym
uktadem.
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5 ANALIZA SKUPIEN

Metody analizy chemometrycznej, znane pod ogdlna nazwa analizy
skupien (rozpoznawania wzorcéw, ang. pattern recognition) to metody,
ktérych algorytmy dostarczajg sposobéw pozwalajgcych na grupowanie
obiektéw opisywanych za pomocg wektora cech, a takze na tworzenie sku-
pien (grup, klastrow) zmiennych, jak moze to mieé miejsce np. w przypadku
analizy podobienstwa. We wszystkich metodach analizy skupief obowia-
zuje ogdlna zasada, ze obiekty nalezgce do pojedynczego klastra powinny
by¢ do siebie jak najbardziej podobne, natomiast nalezace do réznych sku-
pied — przeciwnie. Przy czym ich niepodobienstwo powinno by¢ tym wiek-
sze im wieksza jest odlegtos¢ skupien w przestrzeni zmiennych. Nie jest to
problem, ktéry tatwo rozwigzaé. Istnieje wielka liczba mozliwych algoryt-
mow prowadzgcych do tego celu. W zalezno$ci od ilosci informacji jakie po-
siadamy na temat analizowanego zbioru obiektdw, rozrézniane sg dwie
klasy metod rozpoznawania wzorcéw. Rozpoznawanie nienadzorowane
(bez nauczyciela, ang. unsupervised patter recognition) oraz nadzorowane
(z nauczycielem, ang. supervised patter recognition). Z kazda z klas zwigzany
jest gtéwny algorytm grupowania, okreslajacy sposéb tworzenia klastrow.
Hierarchiczny aglomeracyjny lub podziatowy, generujacy sekwencje réznej
ilosci skupien i tak zwany pfaski (uczenie nadzorowane), w przypadku kto-
rego liczba klastréw jest z géry zatozona i nie zmienia sie. Rozpoznawanie
nienadzorowane prowadzone jest bez wstepnych zatozen o ilosci i rodzaju
mozliwych klastréw. Stosujemy je, gdy chcemy rozpozna¢ wewnetrzng
strukture zbioru elementdéw, a w szczegdlnosci, gdy chcemy wykryé obec-
nos¢ ewentualnych podobienstw obiektdw i/lub cech. Jest rzeczg intuicyjnie
oczywistg, ze w przypadku grupowania nadzorowanego konieczna jest
wstepna znajomos¢ struktury zbioru obiektow. Podstawowg informacja jest
liczba grup, na jakie dzieli sie zbidr oraz znajomosc¢ cech przedstawiciela kaz-
dej z nich. Na tej podstawie algorytmy rozpoznawania nadzorowanego
umozliwiajg klasyfikacje (przyporzadkowanie do odpowiednich grup) obiek-
téw nowych, niezdefiniowanych.

Najczesciej wykorzystywanymi przyktadami obu rodzajéw metod s3
odpowiednio analiza podobienstwa (jako analiza rozpoznawcza) oraz jedna
z metod nadzorowanego rozpoznawania obrazéw, jaka jest grupowanie
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metodgy k-$rednich. Metoda znana jako analiza podobienistwa, zostanie
krétko zaprezentowana w dalszej czesci tekstu wraz z przyktadem jej wyko-
nania.

5.1 Anadaliza podobienstwa (Cluster Analysis)

Analiza podobienstwa jest jedng z najstarszych, najczesciej stosowa-
nych metod chemometrycznych, ktére noszg wspdlna nazwe metod grupo-
wania lub z angielskiego — rozpoznawania wzorcow (pattern recognition).
Jest metodg analizy danych pozwalajgcg na tworzenie naturalnych skupien
(klastrow) obiektéw, ktdére sg do siebie podobne a ich podobieristwo mozna
interpretowad za pomocg wektora cech. Te naturalne skupienia tworzone
sg z wykorzystaniem algorytméw, w przypadku ktorych nie musimy z géry
dysponowac informacjg na temat mozliwych niejednorodnosci w analizo-
wanym zbiorze obiektéw. Algorytmy analizy podobienstwa wykorzystujg
pojecie odlegtosci obiektow (lub cech — co jest istothe w poszukiwaniach
zmiennych niosgcych podobne informacje) w przestrzeni zmiennych przy
zatozeniu, ze obiekty podobne bedg w niej potozone blisko siebie. Przed
przystgpieniem do analizy nie jest znana ani liczba klastréw, ani przynalez-
nos¢ obiektéw do ewentualnych grup. Wynik analizy, stanowi zatem mate-
riat wyjsciowy do okreslenia wewnetrznej struktury wielowymiarowego
zbioru obiektéw i/lub ich cech. Analiza podobieristwa moze by¢ celem sama
w sobie, ale najczesciej jest wstepem do kolejnych etapdw analizy chemo-
metrycznej. Jej wynik wykorzystywany jest gtéwnie jako zrédto danych do
redukcji liczby zmiennych niezaleznych i tym samym redukcje wymiarowo-
Sci przestrzeni zmiennych, a takze jako sposdb na graficzng interpretacje
wewnetrznej struktury zbioru badanych obiektow.

Algorytm grupowania hierarchicznego aglomeracyjnego, bo to na
nim gtéwnie oparta jest analiza podobienstwa, bazuje na pojeciu odlegtosci
obiektow lub zmiennych w przestrzeni wielowymiarowej i polega na se-
kwencyjnym grupowaniu kolejnych elementow w klastry. Poczgtkowo
kazdy z elementéw zbioru tworzy osobng grupe. W kolejnym kroku poszu-
kiwane sg dwa z nich, najbardziej do siebie podobne (najmniej odlegte)
i tworzona jest z nich nowa grupa, w tym przypadku dwuelementowa.
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Powtarzany w ten sposdb krok poréwnywania odlegtosci pojedynczych ele-
mentéw lub pdzniejich grup iich faczenia, prowadzi w koricowym etapie do
powstania jednej grupy, sktadajgcej sie ze wszystkich elementéw analizo-
wanego zbioru. Koricowy wynik nie jest oczywiscie celem analizy. Na kté-
ryms z etapdw grupowania (jego wybor jest rzeczg subiektywnga) nalezy bo-
wiem je zakonczyé, wybierajgc najbardziej sensowny w interpretacji podziat
catego zbioru. Najpopularniejszym, graficznym wynikiem opisanej analizy
jest drzewo klastrow zwane dendrogramem.

- C\ \/ D “/\
\A B/ /
\\\ /

obiekt:
a Y bABCDEFG

Rys. 16. Grupowanie hierarchiczne; a — obiekty w przestrzeni, b — den-

drogram
Zrédto: opr. wtasne

0Os$ pozioma dendrogramu (rysunek b) nie ma charakteru osi liczbo-
wej i przedstawia zawsze nazwy (etykiety) elementdw, ktérych grupowanie
dotyczy. Pionowa natomiast jest osig, na ktérej odktadana jest wartosé po-
dobienstwa lub odlegtosci pomiedzy obiektami. Przy konstrukcji dendro-
gramu wykorzystywana jest macierz odlegtosci oparta na dowolnej funkcji
matematycznej spetniajgcej przedstawione dalej warunki.

Przedmiotem analizy jest jak zwykle macierz danych X, zawierajaca
w kazdym wierszu wektor zmiennych okreslajgcych potozenie pojedyn-
czego obiektu w przestrzeni cech. Macierz te, podobnie jak ma to miejsce
w przypadku wiekszosci metod chemometrycznych, nalezy do analizy przy-
gotowad. Przygotowanie, jak juz wczesniej byta mowa obejmuje dwa etapy:
kompletowanie niepetnych danych (macierz nie powinna zawieraé pustych
miejsc) oraz transformacje zmiennych. Précz specyficznych transformacii
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kolumn macierzy X majgcych na celu ujednolicenie rozktadu btedéw w ca-
tym zestawie zmiennych, przeprowadza sie takie opisane wczesniej trans-
formacje jak skalowanie przedziatowe, skalowanie wariancyjne czy autoska-
lowanie (standaryzacja). W praktyce stosowane jest zwykle autoskalowa-
nie. Powodem tego jest jego uniwersalnosé, polegajaca na takim przeksztat-
ceniu wartosci zmiennych, po ktérym posiadajg one wszystkie cechy, jakie
nadajg im skalowanie przedziatowe i wariancyjne jednoczesnie. Standaryza-
cja zmiennych (zaleznos¢ 2.5) prowadzi bowiem do ujednolicenia ich wa-
riancji i zakresu zmiennosci, co zapewnia wspétmiernos¢ niesionej przez nie
tadunkoéw informacji. W przypadku analizy podobienstwa réwnos$¢ wariancji
zmiennych jest cechg pozgdang, podyktowang specyfikqg matematycznych
sposobdw okreslania podobienstwa (odlegtosci) obiektow w przestrzeni
zmiennych.

Nalezy w tym miejscu wyraznie zaznaczy¢, ze w rozpoznawczej anali-
zie chemometrycznej, a takg jest analiza podobienstwa, mozemy rozwigzy-
wac problem podobieristwa zmiennych (cech) i/lub podobienstwa obiek-
tow w przestrzeni zmiennych. Z matematycznego punktu widzenia, zasad-
nicza réznica pomiedzy jednym i drugim podejsciem ogranicza sie w pierw-
szym przypadku: do analizy podobienstwa wektorow kolumnowych macie-
rzy danych X, a w drugim: do analizy podobienstwa jej wektoréw wierszo-
wych.

Pojawia sie wiec koniecznos¢ zdefiniowania prawidtowej i miarodaj-
nej wielko$ci podobierdstwa wektoréw zz i zs w wielowymiarowej prze-
strzeni danych. Pomocne w rozwigzaniu tego problemu sg zasady geometrii
analitycznej, ktdre okreslajg, ze wyrazeniem definiujgcym odlegtos¢ dwadch
punktéw d(zg,zs) w dowolnej przestrzeni wielowymiarowej jest kazda funk-
cja spetniajgca trzy nastepujgce warunki:

1. Odlegtos¢ punktu od samego siebie jest rowna zero

d(zg,zg) = d(zs5,25) = 0 5.1)

2. Odlegtos¢ punktu R od punktu S jest rowna odlegtosci punktu S od
punktu R, czyli nie zalezy od kierunku pomiaru (kolejnosci punktéw)

d(zg, zs5) = d(zs, zg) (5.2)
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3. Suma odlegtosci punktow R i S od dowolnego punktu T nie moze by¢
mniejsza niz odlegtos¢ bezposrednia punktow R i S

d(zg,zr) + d(zs,z7) < d(zg, z5) (5.3)

Istnieje wiec nieskonczenie wiele funkcji, ktére moga spetniac te wa-
runki. Mogg one by¢ podstawa do zdefiniowania wykorzystywanej w che-
mometrii wielkosci okreslajagcej podobienstwo punktéw (obiektéw lub
cech) w zbiorze. Podobieristwo to w ogdlnej postaci mozemy zdefiniowac
jako:

Sps = 1 — 2Rz (5.4)

gdzie:
Sgrs — podobienstwo (wartosci od 0 do 1);
dmax — Najwieksza mozliwa odlegtos¢ punktow.

Algorytm analizy podobienstwa juz na poczgtkowych etapach wy-
maga od nas okreslenia odlegtosci pomiedzy (poczatkowo) punktami, po-
tem grupami punktéw w przestrzeni wielowymiarowej. O ile nie ma z tym
problemu, gdy chodzi o pojedynczy punkt, to w przypadku zbioru punktow
pojawiaja sie juz rédzne sposoby okreslenia tej wielkosci. W praktyce, najcze-
Sciej wykorzystywanymi sg: odlegtos$¢ najblizszego sasiada w grupach (ang.
single link), czyli takich dwdéch elementéw po jednym z kazdej grupy, dla
ktérych odlegtosé jest najmniejsza; odlegtos¢ najdalszego sasiada (ang.
complete link), dla ktérej interpretacja jest oczywista, oraz odlegtosc sred-
nia (ang. average link), w przypadku ktérej wartos¢ obliczana jest na pod-
stawie zaleznosci:

— ZRZS dT,S (55)

Istnieje jeszcze wiele metod okreslania odlegtosci miedzy zbiorami
punktow. Jedna, o ktdérej warto wspomniec z uwagi na jej ostatnio rosngca
popularnosé i obecnos¢ w kazdej aplikacji z rodzaju statystycznych, jest me-
toda Ward’a (ang. incremental sum of squares). Jej cechg odrézniajaca jg od

127



wymienionych wczesniej metod jest to, ze do oszacowania odlegtosci mie-
dzy skupieniami wykorzystuje analize wariancji. Metoda ta zmierza do mi-
nimalizacji wariancji w grupach i jej maksymalizacji pomiedzy skupieniami,
ktére mogg zosta¢ uformowane na kazdym etapie tgczenia zbiorow.

Kazde z rozwigzan daje w efekcie nieco odmienny diagram. Gdy ele-
menty majg tendencje do tworzenia wyraznych skupien kulistych, metoda
najblizszego sgsiada daje dobre wyniki. W przypadku innych ksztattéw kla-
stréw, lub gdy zalezy nam na podkresleniu nawet niewielkich réznic pomie-
dzy elementami, lepsze wyniki wydaje sie przynosi¢ zastosowanie odlegto-
$ci najdalszego sgsiada. Metoda Ward’a natomiast, traktowana jest jako
bardzo efektywna, dajgca najbardziej naturalne skupiska elementéw anali-
zowanych zbiorow.

5.1.1 Podobieristwo zmiennych

Analiza rozpoznawcza podobienstwa cech, wykonywana jest zwykle
celem okreslenia mozliwosci redukcji wymiarowosci przestrzeni zmiennych.
W przypadku kolumnowych wektoréw cech, pomimo réznorodnosci defini-
cji odlegtosci spotykanych w literaturze, podstawowg wielkoscig, na ktérej
oparte sg miary odlegtosci cech, wydaje sie by¢ wspodtczynnik korelacji
zmiennych —r. Jest on uzasadniony pojeciowo, gdyz ma prostg interpretacje
geometryczng: jest rowny kosinusowi kata a pomiedzy wektorami zmien-
nych, ktérych podobienstwo jest analizowane.

r = cos(x) (5.6)

Wykorzystanie wspoétczynnika korelacji jako miary odlegtosci wekto-

row nie jest mozliwe, poniewaz funkcja r nie spetnia warunkéw przedsta-

wionych zaleznosciami 5.1 — 5.3. Mozliwe jest natomiast wykorzystanie

w tym celu funkcji sinus kata a miedzy wektorami zz i zs (jej wartosci bez-
wzglednej):

ds = |sin(a)| = V1 —r? (5.7)

Podobng w swych wtasnosciach miarg, majaca najszersze zastosowa-
nie jest funkcja wartosci bezwzglednej tangensa kata a:
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1-r2

d" = |tg(a)| = (5.8)

r2

Obie miary wykazujg najwiekszg odlegtosé dla zmiennych ortogonal-
nych (r=0; o =90° a najmniejszg, rowng 0 (podobienstwo rowne 1) dla
zmiennych opisywanych wektorami réwnolegtymi lub antyréwnolegtymi,
ktore zawierajg jedynie informacje wspdlng, w 100% te sama. Inng jeszcze
miarg, wykorzystywang w programach statystycznych jest dopetnienie do
jednosci wartosci absolutnej wspétczynnika korelacji r:

dP =1—|r| (5.9)

Jest to prosta obliczeniowo miara, ktérej wartosci zawsze zawarte sg
w przedziale 0 = 1. Podobnie jak w przypadku miary tangensowej i sinus
wektory réwnolegte i antyrdwnolegte majg odlegto$é réwng 0, a ortogo-
nalne najwieksza, ale skoficzong réwna 1.

Warto wspomnie¢, ze miary odlegtosci oparte na wspdtczynniku ko-
relacji nie wymagajg autoskalowania zmiennych. Bez wzgledu na to czy ja-
kakolwiek transformacja z grupy skalowania przedziatowego, czy tez skalo-
wania wariancyjnego zostanie przeprowadzona lub nie, wartos¢ wspotczyn-
nika r pozostanie dla kazdej z pary wektoréw taka sama. PrzesledZmy teraz
na przyktadzie sposdb prowadzenia analizy podobienstwa zmiennych i jej
efekty w zaleznosci od wyboru metody okreslania odlegtosci miedzy skupi-
skami i rodzaju zastosowanej miary odlegtosci. Jako dane do analizy postuzg
wyniki badan biegtosci laboratoriéw, ktérych celem byto okreslenie procen-
towej zawartosSci pewnych pierwiastkéw w tej samej prébce zuzlu. W kaz-
dym z pieciu laboratoridw pomiary dla tej samej prébki wykonywane byty
po 3 razy, a wyniki pomiaréw (% zawartosci pierwiastkdw) przedstawione
zostaty w tabeli 16.

Jedli celem przeprowadzenia analizy chcielibysmy wykorzystac jedng
z aplikacji statystycznych o darmowym dostepie (wybdr jest naprawde
duzy) nie zawsze znajdziemy w nich wybdr miar odlegtosci opartych na
wspotczynniku korelacji. Podobnie jest w przypadku programu ‘Statistica’.
Nie ma mozliwosci wykorzystania tangensowe]j miary odlegtosci czy funkcji
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Tab. 16. Testy miedzylaboratoryjne, badania biegtosci

Kod | Lab | Prébka Si Al Fe Ti Na Mg Ca

Al | A 1 53.30 | 12.40 10.30 | 1.20 | 0.30 | 2.80 | 13.90
A2 | A 2 52.80 | 12.30 10.20 | 1.20 | 0.20 | 2.70 | 13.80
A3 | A 3 52.90 | 12.30 10.20 | 1.20 | 0.20 | 2.70 | 13.90
B1 B 1 69.00 | 11.34 9.01 | 1.00 | 0.20 | 2.80 | 14.10
B2 B 2 57.00 10.35 8.37 1.00 | 0.20 | 2.50 | 13.70
B3 B 3 61.00 | 10.39 8.44 | 1.00 | 0.20 | 2.60 | 14.00
C1 C 1 53.30 | 12.25 10.63 | 1.20 | 0.20 | 2.50 | 13.60
Cc2 C 2 53.40 12.47 10.69 | 1.30 | 0.40 | 2.50 | 13.70
c3 C 3 53.20 | 12.18 9.85 | 1.20 | 0.20 | 2.30 | 13.50
D1 D 1 55.30 | 12.80 10.00 | 1.17 | 0.13 | 3.00 | 14.22
D2 D 2 54.70 | 12.40 9.90 | 1.17 | 0.13 | 2.70 | 13.92
D3 D 3 54.80 | 12.50 10.00 | 1.17 | 0.13 | 2.81 | 13.95
El E 1 53.90 | 12.60 9.60 | 1.40 | 0.18 | 3.40 | 13.00
E2 E 2 54.10 | 12.80 9.70 | 1.40 | 0.19 | 3.50 | 13.30
E3 E 3 53.80 | 12.30 9.50 | 1.30 | 0.17 | 3.30 | 12.90

Zrédto: opr. whasne, dane: Doerffel & Zwanziger

sinus. Mozna natomiast dokona¢ automatycznej analizy podobienstwa,
opartej o wspomniane miary odlegtosci, na podstawie macierzy odlegtosci.
Nalezy ja tylko wczesniej przygotowacé na przyktad w arkuszu kalkulacyjnym.
Nie jest to pracochtonne, czy skomplikowane. Kopiujemy zawartos¢ tabeli
16 do Excela, nastepnie korzystajac z funkcji ‘Korelacja’” w module ‘Analiza
danych’ (Rys. 17) tworzymy tabele wspdtczynnikow korelacji pomiedzy
zmiennymi i dalej na jej podstawie macierz odlegtosci tangensowych korzy-
stajgc z zaleznosci 5.7.
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Rys. 17. Wykorzystanie Excel’a do obliczenia macierzy wspétczynnikédw
korelacji

Zrédto: opr. whasne

Tab. 17. Macierz odlegtosci tangensowych cech

Si Al Fe Ti Na Mg Ca

Si 0.0000 | 1.3196 1.2073 1.1205 | 9.6602 | 15.7286 2.3264

Al 1.3196 | 0.0000 0.6920 0.7420 | 44.4786 | 2.1072 4.0958

Fe | 1.2073 | 0.6920 0.0000 1.4509 | 3.0534 | 15.2829 | 2657.0934

Ti 1.1205 | 0.7420 1.4509 0.0000 | 6.8569 | 1.3030 1.0369

Na | 9.6602 | 44.4786 3.0534 6.8569 | 0.0000 | 3.1613 50.6708

Mg | 15.7286 | 2.1072 15.2829 |1.3030| 3.1613 | 0.0000 1.6572

Ca | 2.3264 | 4.0958 | 2657.0934 |1.0369|50.6708 | 1.6572 0.0000

Zrédto: opr. wtasne

Wykorzystujac plik macierzy odlegtosci w programie ‘Statistica’ na-
lezy pamietac, ze musi on posiadac odpowiedni format. Jednym z wymogow
jest petna, symetryczna macierz odlegtosci, tak jak w tabeli 17. Diagram
wigzkowy podobienstwa, uzyskany poprzez tworzenie skupier metoda naj-
blizszego sgsiada oraz na podstawie odlegtosci tangensowych zmiennych,
przedstawiony jest na wykresie ponizej — wykres a. Obok, celem poréwna-
nia diagram wykonany tg samg metodg grupowania, ale tworzony na pod-
stawie odlegtosci bedacej dopetnieniem do jednosci wspdtczynnika korela-
cji Pearsona.
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Rys. 18. Diagramy wigzkowe podobiefistwa zmiennych utworzone metoda
najblizszego sgsiada: a — tangensowa miara odlegtosci, b — miara odlegto-
$ci 1-r Pearsona

Zrédto: opr. wtasne

Jak nalezato sie spodziewaé, wybdr funkcji okreslajacej odlegtosé
musi mie¢ wptyw na efekt koficowy analizy. Jego wielkos¢ jest zalezna od
rodzajow skupien i zwykle jest tym mniejsza im sg one wyrazniejsze i bar-
dziej sferyczne. W naszym przyktadzie obserwujemy w zasadzie brak réznic
grupowania dla czteroelementowej grupy Al, Fe, Ti, Mg. Elementy te sg wi-
doczne zaréwno na rysunku 18 a jak i 18 b jako praktycznie jedno skupienie.
Poréwnujgc oba diagramy widzimy tez, ze wspdlny wniosek mozna wycia-
gnac¢ na temat pierwiastka sodu — jest on nieco oddalony od wspomnianej
wczesniej grupy. Natomiast réznice miedzy diagramami sg znaczace, gdy
porownamy je pod katem zawartosci wapnia i krzemu. Dla odlegtosci tan-
gensowej, Ca i Si sg potozone w tym samym skupieniu co Al, Fe, Ti, Mg, ale
dla miary odlegtosci 1 — r Pearsona tworzg one dalekie, odrebne skupienie.
Takie porédwnania diagramdw i wyciggane na ich podstawie wnioski, czesto
z powodu rdznic nie sg oczywiste. Ich niejednoznacznos$¢ upowaznia do uo-
goblnienia, ze w zréznicowanych wynikach analizy nalezy raczej szukaé podo-
biefnstw. Mozna je wtedy traktowac, jako uzasadnienie wnioskéw najbar-
dziej prawidtowych.
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Jeszcze wiekszy wptyw na wynik analizy podobienstwa ma wybdér me-
tody obliczania odlegtosci skupien od siebie (najblizszego sgsiada, najdal-
szego, Ward’a itp.). | zndw nalezy podkresli¢, ze im podziat na klastry jest
mniej wyrazny tym jest on wiekszy. Dobrym przyktadem réznic moze by¢
analiza tego samego zbioru danych wykonana z wykorzystaniem metod naj-
blizszego sgsiada i Ward’a, gdy miarg odlegtosci jest wyrazenie 1 —r Pear-
sona i odlegtos¢ euklidesowa (5.10), ktéra zawsze wymaga standaryzacji
zmiennych:

dfj = \/Zi’l:l(zik —z3)’ (5.10)
gdzie:
m — ilo$¢ elementdéw wektora;
i,j — symbole wektorow

Zaleznos$¢ 5.10 jest niczym innym jak tylko suma kwadratéw rdznic
odpowiadajgcych sobie elementéw wektoréw, ktérych odlegtosé jest mie-
rzona.

Poréwnujac diagramy (rysunek 19) mozna wyciggngé¢ ogdlny wnio-
sek, ze wiekszy wptyw na ich ksztatt ma metoda szacowania odlegtosci niz
wyrazenie okreslajgce jej miare. Rdznica jest wyrazna dla sodu, ktéry
w przypadku metody Ward’a wyraznie dotgcza do grupy Ca, Si, a w przy-
padku metody pojedynczego wigzania (najblizszego sasiada) do grupy pier-
wiastkow Al, Fe, Ti, Mg, ale odlegtos¢ obu grup nie jest tak duza jak w przy-
padku metody Ward’a.

Z powodu niedostatecznej ilosci informacji dotyczgcych samego po-
miaru, wyjasnienie powodu, dla ktérego obserwujemy takie wtasnie skupie-
nia cech dla przyktadowych danych nie jest mozliwe. Mozna natomiast
stwierdzié, ze metoda Ward’a uwypukla réznice pomiedzy zbiorami elemen-
téw i jest najchetniej i najczesciej stosowana w analizie podobienstwa,
zwtaszcza w analizie podobienstwa obiektéw.
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Rys. 19. Réznice w diagramach spowodowane metodg szacowania odle-
gtosci zbioréw

Zrédto: opr. wtasne
5.1.2 Podobienstwo obiektow

Analiza podobienistwa przestrzeni zmiennych objasniajgcych jest
tylko czescig petnej analizy podobienstwa. Dopetnieniem jest analiza podo-
biefstwa probek (obiektow), ktdrg mozna okreslié, jako poszukiwanie po-
dobienstwa elementéw ze wzgledu na wartosci opisujacych je cech. Ten typ
analizy jest prdobg znalezienia wspdlnej przestrzeni dla réznigcych sie cha-
rakterem wielkosci fizycznych, chemicznych czy biologicznych jednoczesnie
charakteryzujgcych obiekty. W przypadku analizy podobienistwa obiektéw,
najpowszechniej wykorzystywang miarg odlegtosci jest miara euklidesowa
(5.10). Inne rodzaje miar, ktore sg dostepne na przyktad w aplikacji ‘Stati-
stica’ to odlegtos¢ miejska ‘Manhattan’ czy tez odlegto$¢ Czebyszewa.
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Wszystkie one wymagajg standaryzacji (autoskalowania) zmiennych, ktéra
eliminuje nadmierng wage zmiennych o wysokich wartosciach nominal-
nych.

Wptyw autoskalowania na diagram wigzkowy podobienstwa obiek-
téw (laboratorium — pomiar) dla danych z analizowanego wczesniej przy-
ktadu badan kompetencji laboratoridow przedstawia rysunek 20a i 20b.

a b
Diagram drzewa Diagram drzewa
Metoda Warda Metoda Warda
Odlegt. euklidesowa Odlegt. euklidesowa
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Rys. 20. Analiza podobienistwa obiektdw: a — zmienne standaryzowane,
b —zmienne niestandaryzowane

Zrédto: opr. wtasne

Jakosciowe rdznice wydajg sie by¢ niewielkie, ale jest to przypadek,
gdy rzedy wartosci mierzonych wielkosci dla pojedynczego obiektu nie s3g
bardzo zréznicowane. Na obu diagramach mozemy zaobserwowac najbar-
dziej zgodne ilosciowo wyniki dla laboratoriow A i C. Skalowanie uwypukla
pewne odchylenia pomiaréw C2 i Al od tej reguty. Bliskie wartosci, podobne
do tych jakie uzyskujg laboratoria A, C, otrzymuje laboratorium D. Na dia-
gramie 20a widzimy, ze sg one poréwnywalne do tego stopnia, ze tworzg
skupienie blizej niz obcigzone wiekszym btedem pomiary C2 i Al. Nie da sie
tego zaobserwowac na mniej szczegétowym diagramie 20b. Najwieksze rdz-
nice pomiedzy diagramami obserwujemy dla skupien laboratoriéw E i B. Dla
danych nieskalowanych laboratorium E nie odstaje ze swymi pomiarami od
A, CiD. Inaczej jest w przypadku danych standaryzowanych. Tu wyniki uzy-
skane przez E tworzg odlegte od nich skupienie. Grupa wynikdéw uzyskanych
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przez laboratorium B jest najbardziej niezgodna z pozostatymi. R6znice uwy-
pukla dodatkowo brak skalowania, co oznacza, ze mogg one by¢ obcigzone
wiekszym btedem dla zmiennej o wysokich wartosciach nominalnych.

Skupienia utworzone z wykorzystaniem danych przed i po transfor-
macji réznig sie jak wida¢ niewiele. Natomiast widoczng na pierwszy rzut
oka cechg odrézniajgcg oba diagramy sg wartosci odlegtosci miedzy skupie-
niami i wynikajgcy z tych rdznic inny ksztatt kazdego z nich. Widzimy zatem,
ze ujednolicenie zakresdw wartosci zmiennych i ich wariancji pozwala na
bardziej szczegétowg ocene skupien i tym samym na ocene podobienstwa
miedzy obiektami z ‘blizszej perspektywy’.

5.2 Klasyfikacja

Klasyfikacja, nazywana czesto nadzorowanym rozpoznawaniem
wzorcow, (obrazéw, nadzorowanym uczeniem) jest nieodtgczng cechg che-
mii. Tablica Mendelejewa pierwiastkéw, grupowanie zwigzkéw organicz-
nych wedtug ich wtasciwosci, rodzaje reakcji chemicznych sg niczym innym
jak przyktadami klasyfikacji w chemii. Klasyfikacja nie stracita na znaczeniu,
wrecz przeciwnie, takze w przypadku nowoczesnej chemii. Nowoczesne za-
stosowania klasyfikacji pozwalajg na odpowiedZ na wiele pytan analitycz-
nych, jak choéby czy spektrogram uzyskany metodg NMR odpowiada kon-
kretnemu zwigzkowi, czy na podstawie chromatogramu materiatu biolo-
gicznego pacjenta nalezy zakwalifikowaé do grupy chorych, lub obcigzonych
ryzykiem zachorowania, i w koricu czy obserwowany w podczerwieni proces
technologiczny produkcji elementu pozwala zaklasyfikowaé go do zbioru
elementow bez wad technologicznych. Podobnych przyktadéw mozna po-
dawac wiele...

Dlatego klasyfikacja obiektow jest jednym z typowych zastosowan
technik chemometrycznych. Polega ona na przypisaniu obiektu opisanego
zestawem mierzalnych cech do jednej z roztacznych klas. Klasyfikacja ma
ponadto charakter jakosciowy tj. obiekt nalezy lub nie nalezy do danej klasy.
Nie moze naleze¢ do niej czesciowo, czyli naleze¢ jednoczesnie do kilku klas.
Warunkiem koniecznym klasyfikacji jest znajomos¢ liczby klas i znajomos¢
zestawu cech przedstawiciela kazdej z nich. Dowolnos¢ dotyczy jedynie wy-
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boru regut (metody) klasyfikacji. Ich cecha charakterystyczng z punktu wi-
dzenia chemometrii jest to, ze zmienne objasniajgce nie definiujg bezpo-
srednio klas odpowiedzi obiektu. Definiuje je model matematyczny oparty
0 zmienne.

5.2.1 Nadzorowane rozpoznawanie wzorcow

Spetnienie warunkdéw znajomosci liczby klas i znajomosci sktadowych
wektora cech przedstawicieli kazdej z nich, nazywane jest uczeniem nadzo-
rowanym (nadzorowanym rozpoznawaniem wzorcéw). Metoda ta sktada
sie z trzech zaleznych od siebie krokéw, ktére z racji realizowanych funkgji
przyjmujg ich nazwy. Sg to: przetwornik, preprocesor i klasyfikator. Bez
wzgledu na rodzaj metody klasyfikacji kazdy z blokéw, pomimo czestych
réznic samych operacji, wykonuje zawsze podobne dziatania.

Do zadan przetwornika nalezy przygotowanie danych do dalszej ana-
lizy. Jak wiemy sktadajg sie one z prostokatnej macierzy obserwacji
X o n wierszach i m kolumnach oraz (dotyczy uczenia nadzorowanego) do-
datkowego wektora kolumnowego q przynaleznosci klasowej o n wierszach.
Dla tak przygotowanych danych, kazdemu obiektowi odpowiada m elemen-
towy wektor obrazu w m wymiarowej, euklidesowej przestrzeni obrazu.
Kazdemu obiektowi (punktowi) odpowiada réwniez, opisana jakosciowo
elementem wektora q, przynaleznos¢ do okreslonej klasy. Dodatkowo,
przetwornik realizuje zadanie uzupetniania brakujgcych danych. Obie ma-
cierze, X oraz q nie mogg zawierac pustych miejsc, a gdy nie jest mozliwym
podanie petnej informac;ji dla ktéregos z wierszy (obiektéw), wiersz ten na-
lezy wykluczy¢ ze zbioru danych.

Rolg preprocesora jest opracowanie wektoréw obrazu pod kgtem
wyodrebnienia jedynie przydatnych cech obiektéw. Zwykle polega ona na
selekcji najwazniejszych zmiennych objasniajacych, a takze ewentualnych
ich transformacjach, majgcych na celu zwiekszenie skutecznosci klasyfikacji.
Warto w tym miejscu zwrdéci¢ uwage na jeszcze jeden (précz weczesniej omo-
wionych) sposdb transformacji, jakim jest skalowanie wazone. Pozwala ono
bowiem na uwypuklenie cech (wczesniej poddanych standaryzacji), ktére
maja wiekszy wptyw na jakos¢ klasyfikacji niz inne. Wazenie cech polega na
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przemnozeniu kazdej z wartosci cechy przez wczesniej odpowiednio zdefi-
niowang dla niej wage. W efekcie cechy silnie réznicujgce obiekty zostajg
‘rozciagniete’, co zwykle utatwia prace klasyfikatora. Ponadto wagi pozwa-
lajg na selekcje cech, co umozliwia ograniczenie liczby zmiennych do mini-
mum przy jak najmniejszej utracie informacji przez nie niesionej. Nalezy
w tym miejscu zadaé istotne pytanie, jakimi sposobami mozna wyznaczy¢
wiasciwe wagi cech? Istniejg dwie podstawowe metody ich wyznaczania.
Pierwsza oparta jest na analizie rozktadéw wartosci cechy w poszczegdlnych
klasach, druga na analizie wariancji cechy i wykorzystaniu w tym celu staty-
styki F Fishera-Snedecora.

Analiza rozktadéw wartosci cech w klasach jest najmniej skompliko-
wana w przypadku dwéch skupied. Najczesciej stosowanym sposobem
oceny cechy do rdznicowania klas jest w tym przypadku tzw. stosunek
Fishera, bedacy jednoczesnie jej wagg. Mozna go wyznaczy¢ dla kazdej
z cech (po standaryzacji zmiennych — wazne: dla wszystkich elementéw
zbioru) z zaleznosci:

W = Fiyp = ZAZE] (5.11)

gdzie:
Z, i Zg $rednie wartosci standaryzowanej cechy odpowiednio dla klasy A i B;
s4,s4 — wariancja cechy odpowiednio w klasie A i B.

W przypadku, gdy mamy do czynienia z iloScig klas wiekszg niz dwie,
wyrazenie na wage klasy przybiera postaé:

w = Zz i) (5.12)

gdzie:
P =q(q — 1)/2 —to ilo$¢ wszystkich par klas;
q —ilos¢ klas.

Jak wida¢, jest to wartosc srednia wielkosci w wyznaczonych z zalez-

nosci 5.11 dla wszystkich par klas. Im jest ona wieksza od zera tym wiekszg
moc rdéznicujgca obiekty posiada dana cecha.
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Wagi cech oparte o analize wariancji obliczane sg, jako wartosci sta-
tystyki F Fishera-Snedecora (w statystyce wykorzystywana do oceny istot-
nosci réznic wariancji). Jest to iloraz wariancji pomiedzy klasami do sumy
wariancji wewnetrznych we wszystkich klasach. Rdwnania opisujgce te wiel-
kosci to odpowiednio 5.13 i 5.14:

2 _ 2EiniEi-2)?
Sig == (5.13)
kK wh —\2
ie1 XL, (2ji=7Z)
2 _ ~i=14j=1\")
Sy = TSk (5.14)

gdzie:

k —to ilo$¢ klas,

i — numer klasy,

n; — liczba prébek w klasie i,

j — numer prébki w klasie i,

z;j; — wartos¢ cechy dla j—tej probki i-tej klasy.

Wazenie cech to bardzo skuteczne narzedzie analityczne. Daje ono
informacje, czy dany zestaw zmiennych objasniajgcych zawiera wystarcza-
jacy ilos¢ informacji dla przeprowadzenia klasyfikacji. Daje rdwniez, o czym
byta mowa, mozliwos¢ selekcji najwazniejszych z punktu widzenia klasyfika-
cji cech. Selekcja cech to jeszcze jeden proces realizowany przez preproce-
sor. Oparty jest on na powszechnie przyjetych zatozeniach, ze dostateczng
zdolnos¢ do klasyfikacji posiadajg zmienne z wagami powyzej wartosci 0.5,
gdy szacowane sg na podstawie stosunku Fishera. W przypadku analizy wa-
riancji wagi zmiennych ‘istotnych’ powinny byc¢ wieksze od 2.

Ostatnim blokiem procesu klasyfikacji, ktéry na podstawie zbioru
uczacego realizuje zadanie wypracowania regut decyzyjnych jest klasyfika-
tor. Reguty te, to matematyczne zaleznosci okreslajace przynaleznosc do
klas. Wartosci obliczane na ich podstawie dla okreslonego obiektu decyduja
0 jego przynaleznosci do jednego ze zbiorow.

Sam proces poszukiwania wtasciwych funkcji rozstrzygajgcych nazy-
wany jest procesem uczenia klasyfikatora. Zwykle jest to proces iteracyjny,
ktory zatrzymywany jest dla warunku z géry okreslonej liczby przypadkow
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prawidtowych klasyfikacji obiektéw zbioru uczgcego. W kazdym kroku wa-
runek ten jest sprawdzany i w zaleznosci od wyniku podejmowana jest dal-
sza decyzja, co do sposobu dziatania. Moze to by¢ polecenie dalszej nauki
klasyfikatora, ponowne rozpoczecie nauki z innego punktu poczatkowego
lub tez ponowne przygotowanie danych zlecane preprocesorowi i zmiana
typu klasyfikatora.

Po zakonczeniu procesu uczenia, klasyfikator poddawany jest ocenie.
Za pomocay testowego zbioru obiektéw, zbioru niebiorgcego udziatu w ucze-
niu, sprawdzana jest skutecznos¢ klasyfikatora. Obiekty w takim zbiorze mu-
szg by¢ znane uzytkownikowi kontrolujgcemu proces tworzenia klasyfika-
tora. Tylko wtedy mozliwa jest ocena jego pracy. Dopiero zadowalajaca
ocena klasyfikatora pozwala na jego zastosowanie do przewidywania przy-
naleznosci nieznanych obiektéw do odpowiednich klas.

Uczenie i jego przebieg jest cechy zalezng od rodzaju klasyfikatora.
Nadzorowana analiza skupien oparta jest dzi$ na wielu réznych algorytmach
realizujgcych proces klasyfikacji i proces poszukiwania funkcji rozstrzygaja-
cych. Kazdy z nich posiada okreslone wady i zalety. Zostang one omdwione
na przyktadzie kilku najpopularniejszych, najczesciej stosowanych metod
klasyfikacji.

5.2.2 Metody klasyfikacji
Klasyfikator Bayesa

Pomimo braku mozliwosci praktycznego zastosowania, prezentacje
najbardziej popularnych metod klasyfikacji warto jest rozpoczagé od klasyfi-
katora Bayesa. Jest to klasyfikator ‘teoretyczny’, ktéry wnidst znaczacy
wktad w rozwdj teorii klasyfikacji. Najwiekszg jego zaletg w badaniach teo-
retycznych jest brak procesu iteracyjnego. Funkcja decyzyjna otrzymywana
jest w tym przypadku w sposéb analityczny, przy zatozeniu, ze obiekty
w kazdej klasie majg okreslony rozktad prawdopodobienstwa znalezienia sie
w niej. Przy tym najczesciej zaktada sie, ze jest to wielowymiarowy, zgodny
z wymiarem przestrzeni cech, rozktad normalny. Najwieksza zaleta klasyfi-
katora Bayesa jest jednoczesnie jego podstawowg wadg, ktdra nie pozwala
na jego uczenie sie.
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Sposdb dziatania klasyfikatora ogranicza sie do dwdch etapdw. Pierw-
szy z nich polega na wyznaczeniu parametrow rozktadéw cech obiektéw
w kazdej klasie, czego rezultatem jest znalezienie elementu reprezentuja-
cego $rodek kazdej klasy. Dalej, na podstawie macierzy kowariancji (ZTZ, -
gdzie Z to macierz standaryzowanych cech obiektéw w klasie) klasyfikator
szacuje prawdopodobienstwo przynaleznosci obiektu do kazdej z klas. Osta-
tecznie, na podstawie tej wartosci obiekt jest przypisywany do jednej z klas
— oczywiscie tej o najwyzszym prawdopodobieristwie przynaleznosci. Précz
tego znajac potozenie Srodkéw klas i parametry rozktadéw cech w klasach
klasyfikator moze okresli¢ granice hiperprzestrzeni (hiperobszaréow), w kto-
rych prawdopodobienstwa przynaleznosci do klas sg sobie réwne. Ksztatty
powierzchni hiperobszaréw zalezg tylko i wytgcznie od wartosci elementéw
w macierzy kowariancji. Jesli macierze sg identyczne, istnieje tylko jedna
powierzchnia rozdzielajgca obszary. Dla dwuwymiarowe] przestrzeni cech
jest nig linia prosta, dla przestrzeni tréjwymiarowej — ptaszczyzna, dla prze-
strzeni wielowymiarowej — oczywiscie hiperptaszczyzna. Natomiast ksztatt
powierzchni granicznej jest hiperptaszczyzng stopnia drugiego, gdy macie-
rze kowariancji nie sg sobie réwne. Podsumowujac, warto doda¢, ze wymadg
znajomosci rozktadéw zmiennych w klasach jest rzeczg ktopotliwg, dlatego
klasyfikator Bayesa rzadko znajduje zastosowanie w praktyce.

Liniowa maszyna uczaca sie (LLM — Linear Learning Machine)

Najprostszym klasyfikatorem, opartym na liniowej funkcji decyzyjnej,
tworzacej w przestrzeni wielowymiarowej hiperptaszczyzne dzielgca jg na
dwa obszary jest liniowa maszyna uczgca sie. Funkcje decyzyjng mozna opi-
sa¢ w tym przypadku zaleznoscia:

ag +ayzy +azz, + -+ agz, =0 (5.15)

Klasyfikator taki jest liniowym ze wzgledu na wszystkie cechy, jakie
opisujg obiekt. Klasyfikowane obiekty mogg sie znalezé w klasie A lub B za-
leznie od wartosci funkcji 5.15. Zwykle kryterium podziatu jest znak wartosci
funkcji wynikajacej z oszacowania. Odpowiednie wartosci wspdtczynnikow
rownania 5.15 nie sg mozliwe do wyznaczenia na drodze analitycznej.
W tym celu wykorzystywany jest iteracyjny algorytm ‘uczenia’ klasyfikatora.
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Jest on realizowany poprzez sprzezenie zwrotne i obejmuje trzy etapy.
Pierwszym z nich jest wybér poczatkowych wartosci parametréw funkcji.
Istnieje tu zwykle catkowita dowolno$¢, chociaz dowodzi sie, ze potozenie
punktu poczatkowego ma wptyw na szybkosé uczenia sie klasyfikatora i ja-
kos¢ uzyskiwanych potem wynikdw jego pracy. Dlatego najczestszym spo-
sobem jego wyboru jest wykorzystanie sktadowych wektora tgczgcego
Srodki obu klas. W drugim etapie, dla kolejnych punktéw zbioru uczacego
obliczamy wyrazenie definiujace jego przynaleznosé do zbioru (przynalez-
nos¢ ta jest oczywiscie znana):

S =Zizoaiz; (5.16)
gdzie:zo = 1

W trzecim kroku, na podstawie obliczonej wartosci S sprawdzamy
zgodnosé przynaleznosci elementu uczacego do whasciwego zbioru. Jesli nie
jest ona whasciwa, modyfikowane sg parametry funkcji decyzyjnej 5.15:

a' =a+cz (5.17)

_ as

zTz
gdzie:
a — stary wektor wspétczynnikow,
a’ — nowy wektor wspétczynnikéw,
z — wektor wspotrzednych Zle sklasyfikowanego obiektu,
o — parametr zalezny od wersji algorytmu.

Powyzsze etapy powtarzane sg dopdki zachodzi koniecznos¢ korekty
parametréow funkcji decyzyjnej. Brak koniecznosci korekty jest warunkiem
zakonczenia procedury uczenia klasyfikatora. Jesli nie jest on spetniony przy
zatozonej z géry ilosci iteracji wynik uczenia jest negatywny. Moze on wtedy
sugerowad, ze nie istnieje hiperptaszczyzna poprawnie dzielgca obiekty ze
zbioru uczacego na klasy. Uzyskanie pozytywnego wyniku uczenia klasyfika-
tora LLM jest mozliwe tylko wtedy, gdy zbiér elementéw jest liniowo sepa-
rowalny, tzn. elementy sg tak roztozone w przestrzeni, ze nie zachodzi na-
ktadanie sie klas, a obie klasy tworzg zwarte, sferyczne skupienia. Mozna
wykazaé, ze dla normalnych rozktadéw punktéw w populacjach obu klas,
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warunkiem liniowej separowalnosci jest rownos¢ macierzy kowariancji obu
klas (w innych przypadkach jest to hiperpowierzchnia stopnia drugiego).
Klasyfikator LLM mozemy tez wykorzystywac do klasyfikacji obiektédw nale-
zacych do wiecej niz dwdch klas. Uzyskujemy wtedy bardziej skompliko-
wany podziat przestrzeni zmiennych, a ich interpretacja matematyczna jest
utrudniona.

Klasyfikator LLM posiada takze ceche pewnej niejednoznacznosci po-
dziatu zbioru elementéw na klasy. Jest to jego mankament i wynika z faktu
mozliwosci wyboru réznych punktéw poczatkowych w procesie uczenia.
Otrzymujemy wtedy wiele rozwigzan spetniajgcych kryteria poprawnej kla-
syfikacji. Dodatkowo dla tego typu klasyfikatora nie istnieje narzedzie teo-
retyczne pozwalajgce na oszacowanie jakosci prognostycznej tych réwno-
rzednych hiperptaszczyzn decyzyjnych. Mozna to zrobi¢ jedynie metoda wa-
lidacji z wykorzystaniem zbioréw testowych obiektow, ktérych przynalez-
nos$¢ do zdefiniowanych klas jest wczedniej znana.

Analiza dyskryminacyjna

W przestrzeni wielu zmiennych objasniajgcych, jako klasyfikator sto-
sowano poczatkowo opisang wyzej liniowg maszyne uczaca sie — LLM. Cze-
sto brak zadowalajgcych wynikéw i wymienione wady klasyfikatora byty po-
wodem poszukiwan nowego algorytmu dla klasyfikatora liniowego. Ich
efektem byt algorytm operujgcy w przestrzeni jedynie kilku najwazniejszych
cech opisujgcych obiekty. Poniewaz wybér cech dokonywany jest w tym al-
gorytmie poprzez odrzucenie zmiennych mniej réznicujacych obiekty, sam
algorytm nazwany zostat liniowg analiza dyskryminacyjna (LDA — Linear Di-
scriminant Analysis).

W literaturze dotyczacej statystyki panuje obecnie poglad, ze analiza
dyskryminacyjna to m. in. metoda klasyfikacji bedaca niezwykle efektyw-
nym narzedziem eksploracji danych. Zadaniem klasyfikatora opartego o al-
gorytmy dyskryminacyjne jest rozstrzyganie, ktére cechy obiektu w najsku-
teczniejszy sposob rdznicujg elementy zbioru, tj. dzielg konkretny zbidr
przypadkéw na wystepujgce w naturalny sposdb klasy. Innymi stowy, ana-
liza dyskryminacyjna umozliwia podziat elementéw zbioru ze wzgledu na
wartosci wybranych cech (w procesie eliminacji innych) i dzieki temu, na
predykcje przynaleznosci dowolnego obiektu do danej grupy. Zasadniczg
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czescig algorytmu jest zatem znalezienie takich zmiennych, zazwyczaj réz-
nigcych sie znacznie wartosciami srednich, ktére bedg podstawg do okre-
Slenia funkcji dyskryminacji, bedgcej liniowa kombinacjg wybranych cech.
Prostym przyktadem wiekszych mozliwosci funkcji dyskryminacji (zdolnosci
klasyfikacyjnych) w poréwnaniu z pojedynczymi zmiennymi, jest podziat
obiektéw, ktére reprezentowane sg przez dwie, wybrane w tym celu cechy.
Punkty odpowiadajace klasyfikowanym obiektom mozna przedstawié
w tym przypadku w uktadzie wspétrzednych XY (2D).
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Rys. 21. a) Dwie zmienne i ich rozktady analizowane osobno, b) rozktady
zmiennej Y dla funkcji dyskryminacyjnej (zawsze liniowej) dla kazdego ze
zbioréw

Zrédto: [6]
Liniowa kombinacja wartosci zmiennych X; i X5, pozwala na okresle-
nie funkcji dyskryminacji postaci:

Y = a1X1 + azXz (519)

Jak fatwo zauwazy¢ (rysunek 21) zmienna Y jest zdecydowanie sku-
teczniejszym klasyfikatorem, niz kazda ze zmiennych X; i X, osobno. Jest to
oczywisty wniosek, kiedy przyjrzymy sie rozktadom wszystkich wspomnia-
nych zmiennych (Y, X1 i X;). Elementem, ktory rdzni je zasadniczo jest poto-
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zenie ich sSrodkow (wartosci oczekiwanych). Najwiekszg ich réznice obser-
wujemy dla obliczanej na podstawie wartosci funkcji dyskryminacji zmien-
nej Y. Funkcja dyskryminacji maksymalizuje bowiem rdznice ‘uniwersalnej’
zmienne] Y miedzy klasami obiektow.

Niewiele bardziej skomplikowanym od przedstawionego przypad-
kiem jest klasyfikacja obiektéw w tréjwymiarowej przestrzeni zmiennych.
Dziatanie algorytmu i wykorzystanie go w celu okreslenia wagi zmiennych
wyjsciowych oraz eliminacji zmiennych nieistotnych dla funkcji decyzyjne;j,
przedstawione zostanie krétko na danych przyktadowych. Danych dotyczg-
cych zawartosci cukrow i sorbitolu w soku jabtkowym pochodzgcym z réz-
nych zrddet, regionéw kraju. Celem takiej analizy bedzie oczywiscie stwo-
rzenie modelu pozwalajacego na okreslenie regionu pochodzenia owocéw
na podstawie sktadu ich cukrow.

Tab. 18. Zawarto$¢ (g/dm?3) cukréw i sorbitolu w jabtkach z réznych regio-

now kraju
region sacharoza glukoza fruktoza sorbitol
A 20 6 40 4.3
A 27 11 49 2.9
A 26 10 47 2.5
A 34 5 47 2.9
A 29 16 40 7.2
B 6 26 49 3.8
B 10 22 47 3.5
B 14 21 51 6.3
B 10 20 49 3.2
B 19 49 3.5
C 17 55 5.3
C 21 59 33
C 15 20 68 4.9
C 14 19 74 5.6
C 9 15 57 5.4

Zrédto: opr. whasne

Aby przeprowadzié¢ klasyfikacje obiektow z grup A, B i C, wykorzystany
zostanie w tym celu program Statistica i jego modut analizy wielowymiaro-
wej, w ktéry to znajdziemy analize dyskryminacyjng. Musimy pamietac, ze
w przypadku trzech zbioréw obiektéw otrzymamy trzy proste decyzyjne, dla
ktorych algorytm kazdorazowo okresli nam wage zmiennych wyjsciowych
w modelu. Na tej podstawie oraz na podstawie pozostatych parametréw
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(statystyka Fishera, p, lambda Wilksa) bedziemy mogli podja¢ decyzje o ich

pozostawieniu badz usunieciu z rownania funkcji dyskryminacji.
Najprostszy z mozliwych sposobéw analizy pozwolit na uzyskanie ta-

kich oto wynikéw dotyczgcych parametréow dla zmiennych wyjsciowych:

Tab. 19. Parametry opisujace istotno$¢ oryginalnych zmiennych w mo-
delu

Podsumowanie analizy funkcji dyskryminacyjnej. (analiza dyskryminacyjna.sta)
Zm. w modelu: 4;Grupujaca: probka (3 grup) Lambda Wilksa: .01630 przyb. F (8,18)=15.373
N=15 p<.0000
Czastkowa Lambda
Wilksa F usun.(2,9) p Toler. 1-Toler. (R-kwad)

sach 0.234112 14.72154 0.001453 0.534504 0.465496
gluk 0.595076 3.06207 0.096733 0.861879 0.138121
fruk 0.185312 19.78335, 0.000508 0.544379 0.455621
sorb 0.729875 1.66544 0.242448 0.722961 0.277039

Zrédto: opr. wtasne

Tab. 20. Wagi poszczegélnych zmiennych w réwnaniach dyskryminacji

. Funkcje klasyfikacyjne; (analiza dyskryminacyjna.sta) — wagi zmiennych std.
Zmienna
A B C

sach 15.0393 -3.69699 -11.3423
gluk -1.8291 2.93096 -1.1018
fruk -9.6115 0.36291 9.2486
sorb -2.1914 -0.22939 2.4207
Stata -15.6370 -3.53711 -9.8807

Zrédto: opr. wtasne

Analiza danych pozwala ustalié, ze istotnymi cechami w modelu s3
jedynie dwie zmienne — zawartos¢ sacharozy oraz zawartos¢ fruktozy (war-
tosci pogrubione w tabeli 14). Wniosek taki pozwalajg wyciggna¢ odpowied-
nio niskie i wysokie wartosci parametrow: czgstkowa Lambda Wilksa i sta-
tystyki F usuniecia, potwierdzajgce wysokg moc dyskryminacyjng zmien-
nych. Na istotno$¢ wybranych zmiennych wskazuje rowniez parametr p,
ktéry przyjmuje w obu przypadkach wartosci ponizej wspoétczynnika istot-
nosci dla poziomu ufnosci 95%. Podobng wartosé tego parametru obserwu-
jemy dla catego modelu, p = 0.000.

W tabeli 20 zamieszczone zostaty wartosci bedgace wagami dla po-
szczegblnych zmiennych objasniajgcych. Nalezy je interpretowaé jako
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wspotczynniki kierunkowe prostych decyzyjnych w wielowymiarowej prze-
strzeni zmiennych. Sposdb ich wykorzystania dobrze obrazowaé moze przy-
ktad klasyfikacji jabtek o takich oto wartosciach badanych zwigzkéw w so-
kach: 11; 23; 59; 3.9 g/dm? odpowiednio sacharozy, glukozy, fruktozy i sor-
bitolu. Chcac dokonac klasyfikacji (okreslenia regionu pochodzenia owo-
cow) mozna wybrac jedynie dwie z tych wielkosci, odpowiadajgce istotnym
zmiennym w modelu, co upraszcza obliczenia. Mozna réwniez wykorzystac
peten zestaw zmiennych, poniewaz nie jest on w tym przypadku zbyt liczny.

Obliczone wartosci liniowej funkcji dyskryminacji dla kazdej pary sku-
pien, z wykorzystaniem jedynie dwdch istotnych, standaryzowanych zmien-
nych przedstawiajg sie nastepujaco:

A:-15.64 +15.04 * 11 —9.61 *59 =-417.2

B: -3.54 — 3.70*11 +0.36 *59

-22.8

C: -9.88 —11.34*11 +9,25*59 = 411.1

Takie wartosci funkcji dyskryminacji z najwiekszym prawdopodo-
biedstwem pozwalajg sadzi¢, ze owoce o takiej zawartosci cukréw i sorbi-
tolu pochodzg z regionu C — najwyzsza wartosc funkcji decyzyjne;j.

Ogdlne réwnanie funkcji dyskryminacyjnej jest rownaniem podob-
nym do réwnania regresji liniowej wielu zmiennych. Wspoétczynniki kierun-
kowe tego réwnania nazywane sg dyskryminacyjnymi, czesto wagami.
Okreslajg one waznos¢ oryginalnych zmiennych sktadowych wchodzacych
w jego sktad. Wagi zmiennych objasniajgcych szacuje sie dopdki funkcja li-
niowa niewystarczajgco dobrze separuje istniejgce, naturalne grupy anali-
zowanych obiektéw. Inaczej, wartosci funkcji dyskryminacji wyliczane dla
obiektéw z réznych grup powinny sie rézni¢ miedzy sobg mozliwie jak naj-
bardziej. Nalezy w tym miejscu zaznaczyé, ze separacja wiekszej ilosci klas
w przestrzeni zmiennych jest w przypadku klasyfikatoréow liniowych zada-
niem stosunkowo skomplikowanym. Zmuszeni jestesmy do okreslenia funk-
cji dyskryminacji dla kazdej pary skupien, co prowadzi do podziatu wielowy-
miarowej przestrzeni zmiennych ztozonym uktadem hiperptaszczyzn decy-
zyjnych.
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Metoda k-najblizszych sgsiadéw (kNN — k — Nearest Neighbour)

Algorytm k najblizszych sgsiadéw jest ogdlnie rzecz biorgc algoryt-
mem regresji nieparametrycznej. W statystyce wykorzystywany jest do pre-
dykcji wartosci jakosciowej zmiennej losowej. Jego zastosowanie jako kla-
syfikatora wynika z jego prostoty i braku koniecznosci wykonywania ztozo-
nych obliczen statystycznych. Jako klasyfikator, metoda kNN jest znana i wy-
korzystywana w chemii i innych dziedzinach nauki od okoto 30 lat. Podsta-
wowym zatozeniem algorytmu tego klasyfikatora jest to, ze obiekty poto-
zone blisko siebie w przestrzeni zmiennych nalezg do tej samej klasy — sg
obiektami podobnymi. Konsekwencjg jaka z tego wynika, jest mozliwos¢
klasyfikacji obiektow na podstawie znajomosci przynaleznosci klasowej wy-
branej liczby obiektéw sgsiadujacych z klasyfikowanym.

Podstawowym problemem, jaki nalezy rozwigzaé¢ w przypadku kNN
jest liczba obiektéw k, potrzebnych do przypisania kolejnego elementu do
wiasciwego zbioru. Liczba ta w duzej mierze zalezy od samej struktury sku-
pien. Jesli klasy (skupienia) sg wyraznie odseparowane, wtedy do podjecia
decyzji o przynaleznosci nowego obiektu do klasy, wystarczy analiza przy-
naleznosci jednego, najblizszego sgsiada; k=1. W przypadkach bardziej
skomplikowanych, gdy odlegtosci miedzy obiektami sg poréwnywalne z od-
legtosciami skupien, wybdr jednego sgsiada moze powodowac niewtasciwg,
przypadkowa klasyfikacje nowego elementu. Dlatego tez duzo bardziej pra-
widtowe wyniki klasyfikacji uzyskuje sie, gdy ocenimy przynaleznosé do
klasy wiekszej ilosci obiektow sgsiadujgcych z klasyfikowanym. Dobrg regutg
jest przyjecie nieparzystej liczby obiektéw sasiadujgcych. Pozwala ona na
uzyskanie rozwigzania dla obiektéow sgsiadujgcych przynaleznych do réz-
nych skupien. Z praktyki wynika, ze najlepsze wyniki uzyskuje sie dla nie-
wielkiej, nieparzystej wartosci parametru k = 3, k = 5. Obrazem przyktado-
wego dziatania klasyfikatora 3 NN jest rysunek ponizej (Rys. 22).
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Rys. 22. Schemat dziatania algorytmu 3-NN (linia ciggta) i 5-NN (linia
przerywana)

Zrédto: opr. whasne

Wykorzystywane miary odlegtosci obiektéw klasyfikowanych od ich
sgsiadéw w przypadku algorytmu kNN s3g typowe. Podstawg jest odlegtosé
euklidesowa (zaleznos¢ 5.10) a takze jej kwadrat. Jezeli cechy opisujgce
obiekty wyrazane sg w réznych jednostkach, to celem zmniejszenia wptywu
ich wartosci nominalnych na mierzong odlegto$¢ mozna zastosowac miare
zwang wazong odlegtoscig euklidesowa:

df; = \/Z;cn=1wii2(zik - ij)z (5.18)
gdzie:
m — ilos$¢ elementéw wektora;
i,j — symbole wektorow;
W — waga zmiennej

Ciekawg cechg omawianego klasyfikatora kNN jest to, ze nie wymaga
on uczenia. W tym sensie jest on podobny do klasyfikatora Bayesa. Nie wy-
maga natomiast, co jest niewatpliwg zaletg, znajomosci typow rozktadow
zmiennych dla obiektéw w skupieniach. Dlatego jest on uwazany za typowy
klasyfikator nieparametryczny. Cechg dajgcg mu przewage na klasyfikato-
rem LLM i LDA jest zdolnos¢ rozrdzniania klas przy braku ich liniowej sepa-
rowalnosci. Pozwala to na uzyskanie poprawnych wynikéw w przypadkach
tak skomplikowanych jak ‘wyspowy’ charakter klasy (otoczonej obiektami
innych klas), niespdjnosci przestrzennej obszaréw klasy czy wreszcie, gdy
dochodzi do czesciowego pokrywania sie przestrzeni zmiennych réznych
klas.
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tatwoscé wykorzystania omawianego klasyfikatora okupiona jest pew-
nymi jego wadami. Gtdwnym mankamentem jest fakt, ze nie definiuje on
w sposOb matematyczny linii podziatu pomiedzy skupieniami. Odpowiedzi
kNN majg charakter jedynie jakoSciowy, co oznacza, ze aby otrzymaé odpo-
wiedz klasyfikatora dotyczgca nowego obiektu, zawsze musimy dyspono-
wac petnym zbiorem sklasyfikowanych juz przypadkéw.

W przypadku kNN istnieje rowniez problem oceny wiarygodnosci kla-
syfikacji tg metodg. Nie istnieje bowiem zadna ogdlnie przyjeta metoda
i miara walidacji klasyfikacji pojedynczego obiektu.

Klasyfikator SIMCA

Klasyfikator SIMCA (Simple Modeling of Class Analogy) z punktu wi-
dzenia specyfiki algorytmu jest najbardziej uniwersalnym, faczagcym w sobie
zalety wszystkich wczesniej wymienionych typow klasyfikatoréw. Jego uni-
wersalnosé pozwala na rozwigzywanie takich zagadniern chemometrycznych
jak okreslenie przynaleznosci danej prébki do konkretnej populacji. Mo-
zemy tu moéwié na przyktad o problemie wartosci odbiegajgcych, btedéw
grubych. Innym problemem, mozliwym do rozwigzania za pomocg tego kla-
syfikatora, jest okreslenie stopnia dopasowania obiektu do okreslonej klasy
na podstawie jego cech. Takich mozliwosci nie dawaty nam nieparame-
tryczne klasyfikatory liniowe, kNN i parametryczny klasyfikator Bayesa.

Algorytm klasyfikatora SIMCA oparty jest o metode gtéwnych sktado-
wych. Dla kazdej z klas tworzony jest jej indywidualny model w oparciu je-
dynie o kilka istotnych sktadowych. Modelem tak stworzonej klasy jest
pewna objetos¢ (hiperobjetos¢ w przestrzeni wielu sktadowych), ktoérg
mozna utozsamiac z przedziatem ufnosci dla wartosci bedacej Srodkiem da-
nej klasy. Przy czym srodek ten wyznaczany jest, jako punkt przestrzeni
okreslony wartos$ciami srednimi kazdego z czynnikéw. W tak stworzonym
modelu klasy, z okreslonym poziomem prawdopodobienstwa powinny sie
znalez¢ wszystkie obiekty do niej nalezace. Niezalezna analiza PCA prowa-
dzona dla kazdej klasy osobno, pozwala na minimalizacje rozmiaréw prze-
strzeni kazdej klasy i bardziej precyzyjne dopasowanie nalezgcych do nigj
obiektow.
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Kryterium przynaleznosci obiektu do danej klasy, jest stosunek wa-
riancji resztowej dla badanego obiektu w klasie np. A (siZ)A i wariancji resz-

towej dla tej klasy (s3) 4.

_ D,
&)

F

(5.19)

Stosunek ten (F) to statystyka Fishera-Snedecora, dajgca wiarygodne
wyniki, gdy rozktad réznic e; (pomiedzy rzeczywistg wartoscig k—tej zmien-
nej i—tego obiektu a wartoscig obliczong na podstawie modelu) nie odbiega
w sposob istotny od rozktadu normalnego. Wariancje wykorzystywane
w tescie opisujg wyrazenia:

wariancja resztowa klasy A — pierwiastek z niej to promien ufnosci klasy

2 _ Z?I:1 Z¥=1(eik)124
(s0)a = (N—S—1)(M-5) (5.20)

gdzie:

N — liczba obiektéw w klasie A;

M —liczba cech w klasie A;

S —liczba istotnych sktadowych w klasie A;

ejr — réznica miedzy rzeczywistg wartoscig k—tej zmiennej i-tego obiektu
a wartoscig obliczong na podstawie modelu.

wariancja resztowa i—tego obiektu klasy A

(s7), = Z%;I(—fs"))?‘ (5.21)

Jedli test F (5.19) nie wykaze istotnosci rdznic wariancji resztowych
modelu klasy i nowo klasyfikowanego obiektu, to obiekt uznajemy za przy-
nalezny do danej klasy. W przeciwnym przypadku (F = F,,.) uznajemy go za
obiekt odosobniony, ktéry moze by¢ przedstawicielem obiektéw nowej
klasy lub, jak czesto sie zdarza, obiektem obcigzonym btedem grubym. Po-
twierdzeniem przynaleznosci (lub nie) obiektu do klasy moze byé poréwna-
nie jego wartosci cech z przecietnym zakresem cech dla klasy (okreslonym
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promieniem ufnosci — (sq) 4). Najtrudniejszym, jesli chodzi o podjecie decy-
zji przynaleznosci obiektu do klasy, jest przypadek, kiedy da sie stwierdzi¢
przynalezno$¢ do dwdch/kilku klas jednoczesnie. Sytuacja taka wskazuje na
nakfadanie sie przestrzenne klas i zwykle zwiekszenie liczby sktadowych dla
poszczegdlnych modeli skupien rozwigzuje problem niejednoznacznosci.

Zastosowanie klasyfikatora SIMCA w przypadku klas tworzgcych bar-
dziej lub mniej zwarte odseparowane skupienia nie nastrecza wiekszych kto-
potow. Ciekawa jego cechg jest mozliwos¢ zastosowania, kiedy obiekty jed-
nej z klas nie tworzg widocznego skupienia, ale s3 rownomiernie roztozone
w catej przestrzeni zmiennych — tak zwany przypadek asymetryczny. Przy-
padek taki wystepuje czesto w badaniach sSrodowiskowych, np. jakosci wéd,
gleby powietrza. Parametry opisujgce jakos¢ srodowiska mogg przyjmowad
w zasadzie dowolne wartosci, jednak obiekty ‘jakosciowo dobre’ cechuje
zestaw cech tylko z pewnego przedziatu, ktéry moze by¢ podstawa do stwo-
rzenia zwartego modelu klasy. Rezygnacja z budowy modelu dla klasy roz-
proszonej pozwala na eliminacje obiektow odlegtych od ‘jakosciowo do-
brych’, czyli eliminacje obiektéw rozproszonych z przedziatu ufnosci dla
klasy.

Jak w przypadku kazdego klasyfikatora mozemy méwié, a takze doko-
na¢ walidacji skutecznosci klasyfikacji z wykorzystaniem algorytmu SIMCA.
Wielkoscig oceniajaca ilosciowo jego zdolnos¢ do podziatu obiektéw ‘a , b’
na dwie klasy A i B jest parametr opisany rGwnaniem:

(s5) 4+ (s8)p
(s2)4+(sh)p

gdzie: (sg)A — wariancja resztowa obiektu ‘b’ w klasie A; itd. ...

(5.22)

Im wieksza wartos¢ parametru D, 5, tym wigksza zdolnos¢ klasyfika-
tora do prawidtowego podziatu elementdw na klasy, co w duzej mierze za-
lezy od samej struktury danych wejsciowych i prawidtowej ilosci istotnych
sktadowych klasy.
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Jednymi z najistotniejszych elementéw wyksztatcenia chemika sg umiejet-
nosci prawidtowego prowadzenia pomiaréw, jak i interpretacji uzyskanych
wynikow.

Badania analityczne prowadzone sa za pomocg nowoczesnych technik po-
miarowych, ktére skracajg czas analiz i dostarczaja duzych ilosci wynikéow.
Metrologia i walidacja to wcigz rozwijajace sie dziedziny, taczace wiedze
zzakresu chemii analitycznej i fizycznej, matematyki, statystyki. Pozwalaja
one na weryfikacje uzyskiwanych danych i umozliwiajg poréwnywanie ich
miedzy laboratoriami.

Obszerne zbiory danych pomiarowych sa trudne do efektywnej interpreta-
¢ji. Z pomocg przychodzi tu chemometria — nowa dziedzina wiedzy, ktéra
zajmuje sie wydobywaniem uzytecznych informacji z wielowymiarowych
danych pomiarowych, bazujgc na metodach m.in. statystki i matematyki.
Skrypt skierowany jest gtéwnie do studentéw kierunkéw chemicznych
i przyrodniczych, ale bedzie przydatny réwniez tym wszystkim, ktorzy
w swoim zyciu zawodowym wykonujg pomiary chemiczne oraz zajmujg
sie interpretacjg uzyskanych wynikéw badan.
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