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A.1.6. Bia ly szum . . . . . . . . . . . . . . . . . . . . . . . . . . 184
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Wst ↪ep

Umieralność i prawid lowości z ni ↪a zwi ↪azane s ↪a przedmiotem dociekań
od wielu stuleci. Już z pocz ↪atku III wieku pochodzi tzw. tablica Ulpiana,
opracowana dla celów fiskalnych przez rzymskiego prawnika Dominatiusa
Ulpianusa. Tablica przedstawia wartości dalszego trwania życia obywa-
teli Imperium Rzymskiego. Przekazy historyczne nie zawieraj ↪a wzmianki
o zastosowanej metodzie obliczeń i materia lach źród lowych, dlatego ta-
blica Ulpiana ma g lównie wartość historyczn ↪a (por. [93], s. 102–103).

Za ojca metodologii tablic wymieralności uznaje si ↪e J. Graunta, który
w roku 1662 opublikowa l prac ↪e Natural and Political Observations Made
upon the Bills of Mortality. Przedstawi l w niej porz ↪adek wymierania ge-
neracji mieszkańców Londynu w formie liczb osób dożywaj ↪acych wieku
6, 16, 26, . . . , 86 lat. Graunt opar l swoje analizy na rejestrach londyńskich
parafii, nie precyzuj ↪ac jednak, jakiego okresu dotyczy ly.

Kontynuatorem badań Graunta by l angielski astronom E. Halley, który
w artykule z roku 1693 An Estimate of the Degrees of the Mortality of
Mankind Draws from Curious Tables of the Births and Funerals at the City
of Breslaw przedstawi l tablice wymieralności dla populacji mieszkańców
Wroc lawia. Inne, wczesne prace na temat modeli umieralności pochodz ↪a
z wieku XIX (np. [40], [106]).

Autorem wspó lczesnej metodologii budowy tablic wymieralności jest
C. L. Chiang [25]. Obecnie tablice tego rodzaju określa si ↪e także mianem
tablic trwania życia (life tables). W Polsce wspomnianego terminu zacz ↪eto
używać w latach siedemdziesi ↪atych ubieg lego wieku.

Gwa ltowny rozwój teorii i zastosowań modeli umieralności obserwu-
jemy szczególnie w ostatnich czterech dekadach, o czym świadcz ↪a liczne
opracowania monograficzne poruszaj ↪ace t ↪e tematyk ↪e (np. [36], [38], [48],
[57], [77], [91], [93], [105], [107]).

Opisywane w literaturze matematyczne modele umieralności można
podzielić na dwie grupy [14], tj. na modele statyczne lub stacjonarne
oraz modele dynamiczne. Pierwsz ↪a, najliczniejsz ↪a grup ↪e stanowi ↪a mo-
dele, w których prawdopodobieństwa zgonów lub cz ↪astkowe wspó lczynniki
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zgonów s ↪a przedstawiane za pomoc ↪a funkcji zmiennej rzeczywistej lub
zmiennej rozmytej z pewnymi, estymowanymi parametrami ([20], [21],
[23], [24], [31], [41], [42], [43], [47], [59], [65], [88], [89], [90]). Drug ↪a
grup ↪e tworz ↪a modele dynamiczne, w których prawdopodobieństwa lub
wspó lczynniki zgonów wyrażane s ↪a m.in. w postaci rozwi ↪azań stocha-
stycznych równań różniczkowych ([2], [9], [11], [13], [16], [17], [26], [27],
[30], [37], [44], [45], [54], [69], [82], [92], [94], [96], [104], [112]). Popu-
larny obecnie model Lee–Cartera [65], podobnie jak jego rozmyta wersja
Koissi–Shapiro [59], należ ↪a do pierwszej grupy. Jednak niektóre uogólnie-
nia modelu Lee–Cartera można zaliczyć również do grupy drugiej. Przyk la-
dem jest dynamiczny, hybrydowy model typu Lee–Cartera, zapropono-
wany w pracy A. Rossy i L. Sochy [92].

Modele dynamiczne opisane stochastycznymi równaniami różniczko-
wymi okaza ly si ↪e niewystarczaj ↪ace do opisu procesów demograficznych.
Nie nadawa ly si ↪e one zw laszcza do opisu zjawisk zmiennych w czasie
ci ↪ag lym, z uwagi na odmienne zachowanie w różnych przedzia lach czaso-
wych. To sk loni lo naukowców do zaproponowania nowego rodzaju modeli,
zwanych hybrydowymi, w których wyst ↪epuje wzajemna interakcja mi ↪edzy
ci ↪ag l ↪a i dyskretn ↪a dynamik ↪a.

Wprowadzone modele hybrydowe lub prze l ↪aczaj ↪ace [15] by ly uogól-
nieniem modeli z przekaźnikami, wyst ↪epuj ↪acych w automatyce oraz modeli
o zmiennej strukturze [56] opisuj ↪acych zjawiska w mechanice, ekonomii lub
w naukach empirycznych. Pojawi ly si ↪e również prace, w których autorzy
wprowadzili z lożone modele, które można uznać za modele hybrydowe (np.
[12], [13], [44], [92]).

W dalszych rozważaniach przez uk lad hybrydowy b ↪edziemy rozumieli
pewn ↪a rodzin ↪e modeli statycznych lub dynamicznych, które b ↪ed ↪a prze l ↪a-
czane wed lug jakiegoś prawa prze l ↪aczeń. Dynamiczne modele b ↪ed ↪a opi-
sane stochastycznymi równaniami różniczkowymi. Z uwagi na to, że tylko
dla niewielkiej klasy równań można znaleźć ich rozwi ↪azania analityczne
i maj ↪a one dosyć z lożon ↪a budow ↪e, zaproponujemy now ↪a grup ↪e modeli
hybrydowych, zwanych momentowymi uk ladami hybrydowymi. Idea tych
modeli polega na zast ↪apieniu równań stochastycznych odpowiadaj ↪acymi
im równaniami różniczkowymi dla momentów.

G lówn ↪a trudności ↪a zwi ↪azan ↪a z zastosowaniem popularnego obecnie
stochastycznego modelu Lee–Cartera jest za lożenie o jednorodności sk lad-
nika losowego, którego zwykle nie potwierdzaj ↪a wyniki analiz empirycz-
nych. Trudność ta sk lania do poszukiwania rozwi ↪azań, uchylaj ↪acych wspo-
mniane za lożenie. Jedn ↪a z możliwości jest przeniesienie rozważań na grunt
teorii liczb rozmytych.
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Prób ↪e tak ↪a podj ↪eli M. C. Koissi i A. F. Shapiro [59], proponuj ↪ac
tzw. rozmyty model Lee–Cartera. W ich modelu zarówno obserwacje em-
piryczne, jak i parametry modelu traktowane s ↪a w kategoriach liczb roz-
mytych, opisanych trójk ↪atnymi, symetrycznymi funkcjami przynależności.

Model Koissi–Shapiro niesie jednak ze sob ↪a trudności zwi ↪azane z esty-
macj ↪a parametrów, które wynikaj ↪a z konieczności poszukiwania minimum
funkcji zawieraj ↪acej operator typu maksimum. Tego rodzaju zadania nie
można rozwi ↪azać za pomoc ↪a standardowych algorytmów optymalizacyj-
nych. Problem ten można jednak uprościć, wykorzystuj ↪ac algebr ↪e skiero-
wanych liczb rozmytych, opracowan ↪a i opublikowan ↪a przez W. Kosińskiego
z zespo lem [61], [62]. Efekty jej zastosowania w odniesieniu do modelu
Koissi–Shapiro opublikowane zosta ly w monografii zbiorowej pod redakcj ↪a
A. Rossy [91], a także w artykule A. Szymańskiego i A. Rossy [104].

Dalej id ↪aca modyfikacja umożliwia zast ↪apienie algebry Banacha skie-
rowanych liczb rozmytych przez algebr ↪e Banacha C∗. Jej wykorzystanie
pozwala odwo lać si ↪e do twierdzenia Gelfanda–Mazura, wskazuj ↪acego na
izomorfizm izometryczny pomi ↪edzy algebr ↪a C

∗ a algebr ↪a Banacha funkcji
zespolonych. W ten sposób problem optymalizacyjny może być przenie-
siony na teren analizy zespolonej. Jest to wed lug naszej najlepszej wiedzy
nowatorskim podej́sciem do zagadnienia modelowania umieralności.

Struktura ksi ↪ażki jest nast ↪epuj ↪aca. W rozdziale 1 zosta ly omówione
podstawowe poj ↪ecia i modele umieralności, zaczerpni ↪ete z literatury. Roz-
dzia l 2 stanowi wprowadzenie w tematyk ↪e hybrydowych modeli dynamicz-
nych. W rozdziale 3 przedstawione zosta ly dynamiczne, hybrydowe modele
umieralności, w szczególności hybrydowy model Lee–Cartera oraz uogól-
niony model Milevskiego–Promislowa oraz ich wersje dyskretno-czasowe,
s luż ↪ace do estymacji parametrów. W rozdziale 4 prezentowane s ↪a teore-
tyczne podstawy rozmytych modeli umieralności na gruncie algebry skie-
rowanych liczb rozmytych, natomiast rozdzia l 5 zawiera kilka propozycji
modeli umieralności b ↪ed ↪acych uogólnieniem modelu rozmytego. Oparte
s ↪a one na algebrze zmodyfikowanych liczb rozmytych oraz funkcji zespolo-
nych. W ostatnim rozdziale zawarte zosta ly rezultaty estymacji i ewaluacji
zaproponowanych modeli.

Autorzy dzi ↪ekuj ↪a prof. Grażynie Trzpiot za cenne uwagi i sugestie za-
warte w recenzji wydawniczej niniejszej monografii. Ksi ↪ażka skierowana
jest do studentów, doktorantów i specjalistów z zakresu demografii, sta-
tystyki i ekonomii.

Publikacja zosta la sfinansowana ze środków Narodowego Centrum Na-
uki przyznanych na podstawie decyzji nr DEC-2011/01/B/HS4/02882.





Rozdzia l 1

Modele umieralności

1.1. Wprowadzenie

Uznaje si ↪e, że umieralność jest relatywnie  latwa do modelowania i pro-
gnozowania. Jednak w d lugim horyzoncie prognozy, pod wp lywem róż-
norodnych zaburzeń, mog ↪a zachodzić nieregularne zmiany w przebiegu
tego procesu. Przyk ladem może być kryzys zdrowotny w Polsce w latach
siedemdziesi ↪atych i osiemdziesi ↪atych ubieg lego stulecia ([78]). Kluczow ↪a
rol ↪e odgrywa wówczas dobór adekwatnego modelu. Przedmiotem modelo-
wania s ↪a zazwyczaj tablicowe mierniki umieralności, do których należ ↪a
g lównie cz ↪astkowe wspó lczynniki zgonów lub warunkowe prawdopodo-
bieństwa zgonów. Na ich podstawie dokonuje si ↪e prognozowania innych
wielkości, np. średniego czasu dalszego trwania życia.

1.2. Podstawowe tablicowe mierniki umieralności

Definicja cz ↪astkowych (grupowych) wspó lczynników zgonów odwo luje
si ↪e do ogólnej definicji wspó lczynnika demograficznego, rozumianego jako
iloraz liczby zdarzeń demograficznych określonego rodzaju do  l ↪acznego
czasu ekspozycji na ryzyko wyst ↪apienia zdarzenia w rzeczywistej lub hipo-
tetycznej kohorcie ([85], s. 5–32). Dalej przedstawiona zostanie definicja
cz ↪astkowych, kohortowych wspó lczynników demograficznych, wyznacza-
nych dla ustalonej kohorty (generacji) osób. Definicje kohortowo-przekro-
jowych lub przekrojowych wspó lczynników demograficznych znaleźć moż-
na w monografii [91], s. 229–231.

Za lóżmy, że rozważamy pewn ↪a podzbiorowość jednostek, wyodr ↪ebnio-
nych w danej kohorcie s. Oznaczmy t ↪e podzbiorowość symbolem x. Zwy-
kle indeks x wskazuje na podpopulacj ↪e jednostek (osób) wyodr ↪ebnionych
ze wzgl ↪edu na wiek, a dok ladniej – b ↪ed ↪acych w wieku x ukończonych lat.
W takim przypadku x przybiera wartości ze zbioru {0, 1, . . . , X}, gdzie
X jest górn ↪a granic ↪a wieku.
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Kohortowy, cz ↪astkowy wspó lczynnik demograficzny dla osób w wieku
x w kohorcie s można oznaczyć symbolem W

(s)
x . W ogólnym przypadku,

tj. dla grupy wieku [x, x + n) (n > 1, n ∈ N), bardziej adekwatnym jest

oznaczenie nW
(s)
x .

Definicja 1.1. Cz ↪astkowym, kohortowym wspó lczynnikiem demograficz-
nym nazywamy iloraz liczby zdarzeń demograficznych Z

(s)
x w x-tej pod-

zbiorowości w kohorcie s, do  l ↪acznego czasu ekspozycji K
(s)
x na ryzyko

wyst ↪apienia danego zdarzenia w tej podzbiorowości, czyli

W (s)
x =

Z
(s)
x

K
(s)
x

C, (1.2.1)

gdzie C oznacza zadan ↪a sta l ↪a (np. C = 10 000).

Gdy analizowanymi zdarzeniami demograficznymi s ↪a zgony, wówczas
lew ↪a stron ↪e (1.2.1) zwyk lo si ↪e oznaczać symbolem m

(s)
x , gdy n = 1 lub

symbolem nm
(s)
x , gdy n > 1.

Ważnymi miernikami w analizie demograficznej, poza wspó lczynnikami
cz ↪astkowymi, s ↪a prawdopodobieństwa warunkowe.

Definicja 1.2. Warunkowe, kohortowe prawdopodobieństwo zdarzeń de-
mograficznych jest ilorazem liczby zdarzeń Z

(s)
x zaobserwowanych w s-tej

kohorcie osób b ↪ed ↪acych w wieku x ukończonych lat, do liczby L
(s)
x osób

dożywaj ↪acych wieku x, czyli

q(s)
x =

Z
(s)
x

L
(s)
x

. (1.2.2)

W przypadku, gdy rozważamy przedzia l wieku [x, x + n), dla n > 1,
wówczas warunkowe, kohortowe przwdopodobieństwo zdarzeń demogra-
ficznych oznaczamy symbolem nq

(s)
x . Dalej, dla uproszczenia notacji, po-

mini ↪ety zostanie symbol (s), oznaczaj ↪acy kohort ↪e.

1.3. Zwi ↪azek kohortowych wspó lczynników zgonów
i prawdopodobieństw zgonów

Niech nZx oraz nKx oznaczaj ↪a odpowiednio liczb ↪e zgonów i czas eks-
pozycji na ryzyko zgonu w danej kohorcie osób, b ↪ed ↪acych w grupie wieku
[x, x+ n) lat.
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Niech nax b ↪edzie średnim czasem życia osób należ ↪acych do tej grupy,
które nie doży ly (x + n)-tych urodzin. Ponadto, niech Lx oznacza liczb ↪e
dożywaj ↪acych wieku x ukończonych lat w badanej kohorcie. Wymienione
wielkości  l ↪acz ↪a nast ↪epuj ↪ace relacje

nKx = nLx − nnZx + nax nZx (1.3.1)

oraz

nKx = nLx+n + nax nZx. (1.3.2)

Ponadto, mamy
Lx = Lx+n + nZx. (1.3.3)

Na podstawie (1.3.1) otrzymujemy

Lx =
nKx

n
+ nZx − nZx nax

n
=

nKx + (n− nax)nZx
n

,

st ↪ad

nqx =
nZx
Lx

=
nnZx

nKx + (n− nax)nZx
=

=
n nZx
nKx

nKx
nKx

+ (n− nax) n
Zx

nKx

=
nnmx

1 + (n− nax)nmx

.

Otrzymalísmy zwi ↪azek

nqx =
nnmx

1 + (n− nax)nmx

. (1.3.4)

Wzór (1.3.4) przedstawia relacj ↪e pomi ↪edzy kohortowym wspó lczynni-
kiem zgonów nmx a prawdopodobieństwem zgonów nqx. W przypadku
szczególnym, gdy n = 1, mamy z (1.3.4)

qx =
mx

1 + (1− ax)mx

. (1.3.5)

1.4. Modele interpolacyjne

Niech Lx+y dla y ∈ [0, n] oznacza liczb ↪e dożywaj ↪acych wieku x+ y lat.
Liczb ↪e Lx+y traktować b ↪edziemy jako ci ↪ag l ↪a funkcj ↪e zmiennej y∈ [0, n].
Zak ladać b ↪edziemy dalej liniow ↪a b ↪adź wyk ladnicz ↪a postać tej funkcji.
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1.4.1. Model interpolacji liniowej

Za lóżmy, że Lx+y dla ustalonego x jest liniow ↪a funkcj ↪a zmiennej y,
czyli

Lx+y = a+ by dla y ∈ [0, n]. (1.4.1)

Parametry tej funkcji określamy w taki sposób, aby funkcja przyjmowa la
zadan ↪a wartość Lx dla y = 0 oraz Lx+n dla y = n. Warunki te możemy
zapisać nast ↪epuj ↪aco

Lx = a dla y = 0, Lx+n = a+ bn dla y = n. (1.4.2)

Z przedstawionych warunków wynika, że

a = Lx, b =
Lx+n − Lx

n
= −nZx

n
, (1.4.3)

gdzie nZx jest liczb ↪a zgonów w przedziale wieku [x, x+ n).

W rezultacie, (1.4.1) możemy zapisać wzorem

Lx+y = a+ by = Lx − nZx
n
y. (1.4.4)

Obliczymy teraz czas ekspozycji nKx na ryzyko zgonu w przedziale
[x, x+n). Gdy Lx+n jest funkcj ↪a ca lkowaln ↪a na przedziale [0, n], wówczas
czas ekspozycji nKx oblicza si ↪e jako ca lk ↪e oznaczon ↪a z tej funkcji. W tym
przypadku funkcja Lx+y jest ca lkowalna, ponieważ ma postać (1.4.1).
Mamy zatem

nKx =

∫ n

0

Lx+ydy =

∫ n

0

(Lx − nZx
n
y)dy =

= nLx − nZx
n

1

2
y2
∣∣∣n
0

= nLx −
n

2
nZx.

(1.4.5)

Ponieważ Lx, Lx+n  l ↪aczy relacja (1.3.3), wi ↪ec otrzymujemy

nKx = nLx+n +
n

2
nZx. (1.4.6)

Z porównania otrzymanego wyniku z ogólnym wyrażeniem (1.3.2), defi-
niuj ↪acym czas ekspozycji

nKx = nLx+n + nax nZx, (1.4.7)
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wnioskujemy ostatecznie, że wspó lczynnik nax równy jest

nax =
n

2
. (1.4.8)

W modelu interpolacji liniowej formu la (1.3.4), definiuj ↪aca relacj ↪e po-
mi ↪edzy prawdopodobieństwem nqx oraz cz ↪astkowym wspó lczynnikiem zgo-
nów nmx, sprowadza si ↪e do postaci

nqx =
nnmx

1 + (n− n
2
)nmx

=
2nnmx

2 + nnmx

. (1.4.9)

W szczególnym przypadku, gdy n = 1, otrzymujemy

qx =
mx

1 + (1− 1
2
)mx

=
2mx

2 +mx

. (1.4.10)

1.4.2. Model interpolacji wyk ladniczej

Przyjmijmy teraz, że Lx+y dla y ∈ [0, n] jest funkcj ↪a wyk ladnicz ↪a
zmiennej y, określon ↪a wzorem

Lx+y = aby, y ∈ [0, n], (1.4.11)

przy warunkach ograniczaj ↪acych

Lx = a dla y = 0,

Lx+n = abn dla y = n,

(1.4.12)

przy czym Lx oraz Lx+n s ↪a zadane z góry.

Z powyższych warunków wynika, że

a = Lx, b =

(
Lx+n

Lx

)1
n

. (1.4.13)

St ↪ad funkcja Lx+y zdefiiowana w (1.4.11) ma postać

Lx+y = Lx

(
Lx+n

Lx

)y
n

. (1.4.14)

Oznaczmy
1− nqx = npx. (1.4.15)
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Z faktu, że
Lx+n

Lx
= npx, (1.4.16)

otrzymujemy na podstawie (1.4.14)

Lx+y = Lx (npx)
y
n. (1.4.17)

Obliczymy czas ekspozycji nKx jako ca lk ↪e na przedziale [0, n] z funkcji
Lx+y. Mamy

Kx =

∫ n

0

Lx+ydy =

∫ n

0

Lx (npx)
y
n dy =

= Lx

∫ n

0

exp{y
n

ln npx}dy.

(1.4.18)

Ostatnie przekszta lcenie pod ca lk ↪a wynika z faktu, że

az ≡ ez ln a dla dowolnej, dodatniej sta lej a. (1.4.19)

Dokonamy zamiany zmiennych. Niech

z =
y

n
ln npx, st ↪ad dy =

n

ln npx
dz. (1.4.20)

Mamy wtedy

nKx = nLx

∫ ln npx

0

ez

ln npx
dz =

=
nLx

ln npx

∫ ln npx

0

ezdz =
nLx

ln npx
ez
∣∣∣ln npx
0

=

=
nLx

ln npx

(
eln npx − e0

)
=

nLx
ln npx

(npx − 1) =

= − nLx
ln npx

nqx.

(1.4.21)

Z relacji Lx nqx = nZx, otrzymujemy

nKx = −n nZx
ln npx

. (1.4.22)
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Przyrównuj ↪ac otrzymany wynik do prawej strony wzoru (1.3.2), definiu-
j ↪acego czas ekspozycji nKx, tj. do wyrażenia

nLx+n + nax nZx, (1.4.23)

uzyskujemy równość

−n nZx
ln npx

= nLx+n + nax nZx. (1.4.24)

Ostatecznie, wzór na wspó lczynnik nax ma postać

nax = −nLx+n

nZx
− n

ln npx
= −nnpx

nqx
− n

ln npx
=

= n− n

nqx
− n

ln(1− nqx)
.

(1.4.25)

Zbadamy teraz zwi ↪azek pomi ↪edzy wspó lczynnikiem zgonów nmx oraz
prawdopodobieństwem zgonów nqx w modelu interpolacji wyk ladniczej.
Z definicji cz ↪astkowego wspó lczynnika zgonów mamy

nmx =
nZx

nKx

C. (1.4.26)

Przyjmijmy dalej C = 1. Korzystaj ↪ac z (1.4.22), wzór (1.4.26) sprowadza
si ↪e do postaci

nmx =
nZx

nKx

=
nZx

−n nZx
ln npx

= − 1

n
ln npx = − 1

n
ln(1− nqx), (1.4.27)

otrzymalísmy

nmx = − 1

n
ln(1− nqx). (1.4.28)

Relacj ↪e wi ↪aż ↪ac ↪a wspó lczynniki i prawdopodobieństwa zgonów można także
zapisać równoważnie wzorem

nqx = 1− e−n nmx. (1.4.29)

W przypadku szczególnym, gdy n = 1, powyższ ↪a formu l ↪e można zredu-
kować do postaci

qx = 1− e−mx . (1.4.30)
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1.5. Inne tablicowe mierniki umieralności

Cz ↪astkowe wspó lczynniki zgonów nmx i warunkowe prawdopodobień-
stwa zgonów nqx stanowi ↪a podstawowe mierniki umieralności. Nazywamy
je także miernikami tablicowymi, oblicza si ↪e je bowiem dla arbitralnie
określonych przedzia lów wieku [x, x+n), n ∈ N i można je zapisać w for-
mie tabelarycznej. Modele umieralności oparte na tego rodzaju charakte-
rystykach tablicowych zaliczyć można do tzw. modeli dyskretnych.

Inne ważne tablicowe mierniki umieralności s ↪a konstruowane na pod-
stawie wspó lczynników zgonów mx lub warunkowych prawdopodobieństw
zgonów qx dla rocznych grup wieku [x, x+1). Do nich należ ↪a m.in. fundusz
życia Tx oraz średnie dalsze trwanie życia ex. Mierniki te s ↪a definiowane
wzorami:
– Fundusz życia Tx, czyli pozosta ly czas życia wszystkich dożywaj ↪acych

wieku x  l ↪acznie

Tx =
∞∑
y=x

Ky, (1.5.1)

– Średnie dalsze trwanie życia ex, czyli średni czas życia osób w wieku
x ukończonych lat

ex =
Tx
Lx
. (1.5.2)

W praktyce wyznaczenie wymienionych wielkości na podstawie ob-
serwacji rzeczywistych wymaga zwykle d lugiego oczekiwania przez czas
życia wszystkich cz lonków danej generacji (tzw. uj ↪ecie kohortowe). Z tego
powodu na potrzeby statystyki publicznej zak lada si ↪e zwykle pewn ↪a hi-
potetyczn ↪a generacj ↪e, w której proces wymierania jest zgodny z obser-
wowanymi miernikami umieralności we wszystkich generacjach, żyj ↪acych
jednoczeście w tym samym okresie, przy czym okresem tym jest zazwyczaj
ustalony rok kalendarzowy (uj ↪ecie przekrojowe). Tego rodzaju rozwi ↪azanie
pozwala na wyznaczanie bież ↪acych, tablicowych mierników umieralności
dla wszystkich grup wieku i dla każdego okresu. Mierniki przekrojowe
zapisuje si ↪e, dodaj ↪ac indeks okresu t, którego dotycz ↪a, np. mx,t, qx,t, ex,t.

1.6. Zwi ↪azek kohortowych wspó lczynników zgonów
i nat ↪eżenia zgonów

Analiza umieralności za pomoc ↪a mierników tablicowych wymaga po-
dzia lu na pewne arbitralne przedzia ly wieku [x, x + n), gdzie x, n s ↪a licz-
bami nieujemnymi, ca lkowitymi.
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W niektórych zastosowaniach ważne jest obliczanie określonych cha-
rakterystyk dla dowolnego wieku x i dla przedzia lu [x, x + y) o dowolnie
ma lej d lugości y > 0. Uj ↪ecie takie jest możliwe, gdy potraktujemy czas
życia jako zmienn ↪a losow ↪a o ci ↪ag lym rozk ladzie prawdopodobieństwa.

Definicja 1.3. Niech X b ↪edzie nieujemn ↪a i ci ↪ag la zmienn ↪a losow ↪a repre-
zentuj ↪ac ↪a czas życia noworodka. Niech FX b ↪edzie dystrybuant ↪a rozk ladu
zmiennej X, czyli

FX(x) = P (X < x), (1.6.1)

tak ↪a, że FX(0) = 0.
Funkcj ↪a przeżycia SX zmiennej X nazywamy funkcj ↪e komplementarn ↪a

do FX , czyli

SX(x) = 1− FX(x). (1.6.2)

Dalej, dla uproszczenia, funkcje FX , SX b ↪ed ↪a oznaczone odpowiednio
przez F i S. Z definicji 1.3 wynika, że dla ustalonego x ≥ 0 wartość
S(x) określa prawdopodobieństwo zdarzenia, że losowo wybrany noworo-
dek dożyje wieku x.

Definicja 1.4. Za lóżmy, że x ≥ 0 jest ustalon ↪a liczb ↪a rzeczywist ↪a. Niech

Y (x) = X − x dla X ≥ x. (1.6.3)

Zmienn ↪a Y (x) nazywamy pozosta lym czasem życia osoby w wieku x.

Dystrybuanta zmiennej losowej Y (x) dla zadanego y ≥ 0 wyraża si ↪e
wzorem

FY (x)(y) = P (Y (x) < y) =

= P (X − x < y | X ≥ x) = P (X < x+ y | X ≥ x) =

= 1− P (X ≥ x+ y | X ≥ x) =

= 1− P (X ≥ y + x)

P (X ≥ x)
= 1− S(x+ y)

S(x)
.

(1.6.4)

Dla x = 0 mamy Y (0) = X i FY (0) = F , a wi ↪ec zmienna X jest szczegól-
nym przypadkiem Y (x).
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Definicja 1.5. Niech F ′ oznacza pochodn ↪a dystrybuanty F , czyli funkcj ↪e
g ↪estości f zmiennej X. Funkcj ↪a nat ↪eżenia (intensywności) zgonów nazy-
wamy iloraz

µ(x) =
f(x)

S(x)
, x ≥ 0. (1.6.5)

Wyrażenie µ(x)dx oznacza w przybliżeniu prawdopodobieństwo zgonu
w przedziale [x, x+ dx) dla osoby w wieku x.

Ca lkuj ↪ac stronami (1.6.5) na przedziale [0, x], otrzymamy∫ x

0

µ(z)dz =

∫ x

0

f(z)

S(z)
dz. (1.6.6)

Dokonamy zamiany zmiennych pod ca lk ↪a. Niech v = S(z). Mamy wtedy

dv = S ′(z)dz. (1.6.7)

Ponieważ S = 1−F , a wi ↪ec pochodna S(z) wzgl ↪edem z równa jest −f(z),
wobec czego mamy dv = −f(z)dz. Otrzymujemy∫ x

0

µ(z)dz=−
∫ S(x)

1

1

v
dv=− ln v

∣∣∣S(x)

1
= − lnS(x). (1.6.8)

Prawdziwe s ↪a wi ↪ec nast ↪epuj ↪ace zwi ↪azki

S(x)=exp

{
−
∫ x

0

µ(z)dz

}
(1.6.9)

oraz

F (x)=1−exp

{
−
∫ x

0

µ(z)dz

}
. (1.6.10)

Mamy także

FY (x)(y) = 1− S(x+ y)

S(x)
= 1−

exp
{
−
∫ x+y

0
µ(z)dz

}
exp

{
−
∫ x

0
µ(z)dz

} =

= 1− exp

{
−
∫ x+y

x

µ(z)dz

}
.

(1.6.11)

Wynika z powyższego, że funkcja intensywności µ jednoznacznie identyfi-
kuje rozk lady zmiennych losowych X i Y (x).
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Na podstawie otrzymanych wzorów można  latwo obliczyć g ↪estość fY (x)

zmiennej losowej Y (x). Ponieważ zachodzi

FY (x)(y) = 1− S(x+ y)

S(x)
, x ≥ 0, (1.6.12)

a wi ↪ec dla dowolnego y ≥ 0 mamy

fY (x)(y) =
dFY (x)(y)

dy
= − 1

S(x)

dS(x+ y)

dy
=

= − 1

S(x)
(−f(x+ y)) =

f(x+ y)

S(x)
=

=
f(x+ y)

S(x+ y)

S(x+ y)

S(x)
= µ(x+ y) ypx =

= µ(x+ y) exp

{
−
∫ x+y

x

µ(z)dz

}
,

(1.6.13)

gdzie ypx = 1− yqx.

Zbadamy teraz zwi ↪azek pomi ↪edzy nat ↪eżeniem zgonów µ(x) a kohorto-
wym wspó lczynnikiem zgonów nmx. Wspó lczynnik nmx jest miernikiem
zdefiniowanym dla kohorty osób, należ ↪acych do ustalonej grupy wieku
[x, x+ n). Ma on postać

nmx =
nZx

nKx

. (1.6.14)

Warto przypomnieć, że nZx reprezentuje liczb ↪e zgonów w przedziale wieku
[x, x+ n) lat. Można j ↪a zapisać za pomoc ↪a różnicy

nZx = Lx − Lx+n, (1.6.15)

gdzie Lx oznacza liczb ↪e osób w kohorcie, dożywaj ↪acych x-tych urodzin.
Czas ekspozycji na ryzyko zgonu w podanym przedziale wyraża si ↪e wzorem

nKx = nLx+n + nax nZx. (1.6.16)

Zbadamy granic ↪e limn→0 nmx, zak ladaj ↪ac, że n jest dodatni ↪a liczb ↪a
rzeczywist ↪a, niekoniecznie ca lkowit ↪a.
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Zauważmy, że dla ma lych n czas ekspozycji nKx może być przybliżony
wzorem

nKx ≈ nLx. (1.6.17)

Przybliżenie to jest tym lepsze, im mniejsza jest d lugość n przedzia lu.

Dla n→ 0 mamy

lim
n→0

nmx = lim
n→0

Lx − Lx+n

nLx
. (1.6.18)

Z definicji pochodnej funkcji wynika, że

lim
n→0

Lx − Lx+n

n
= −L′x, (1.6.19)

a st ↪ad otrzymujemy

lim
n→0

nmx = −L
′
x

Lx
. (1.6.20)

Ponieważ zachodzi zwi ↪azek Lx = L0S(x), gdzie L0 oznacza pocz ↪atkow ↪a
liczebność badanej generacji, a wi ↪ec mamy dalej

lim
n→0

nmx = −L0S
′(x)

L0S(x)
=
f(x)

S(x)
= µ(x), (1.6.21)

z czego wynika, że intensywność zgonów µ(x) jest granic ↪a, do której d ↪aży
kohortowy wspó lczynnik zgonów nmx, gdy n→ 0.

1.7. Prawa umieralności

W literaturze podejmowano wiele prób definiowania funkcji intensyw-
ności zgonów µ, nazywanej także ,,prawem umieralności”. Bardziej znane
to model wyk ladniczy, model de Moivre’a, model Gompertza–Makehama
i model Weibulla (por. [36], [79]).

Model wyk ladniczy zak lada sta le nat ↪eżenie zgonów

µ(x) ≡ µ = const, x ≥ 0. (1.7.1)

Model ten nie jest adekwatny do populacji ludzkich, ponieważ zak lada,
że nat ↪eżenie zgonów jest jednakowe dla dowolnego wieku x. Z tego po-
wodu w modelach demograficznych przyjmuje si ↪e bardziej realistyczne
za lożenie, że µ(x) jest przedzia lami sta la, co dla dostatecznie w ↪askich prze-
dzia lów wieku może być dobrym przybliżeniem rzeczywistego nat ↪eżenia
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zgonów. Za lożenie o sta lej intensywności zgonów w określonych przedzia-
 lach wieku jest de facto sprowadzeniem problemu do uj ↪ecia rozważanego
w paragrafie 1.4.2.

Model de Moivre’a z roku 1725 zak lada istnienie pewnego, nieprzekra-
czalnego wieku granicznego X. Nat ↪eżenie zgonów w tym modelu wyraża
si ↪e formu l ↪a

µ(x) =
1

X − x
, dla 0 < x < X. (1.7.2)

Z kolei model Gompertza z roku 1825 ma nast ↪epuj ↪ac ↪a postać

µ(x) = Bcx, B > 0, c ≥ 1, x ≥ 0. (1.7.3)

Model ten oparty jest na za lożeniu, że intensywność zgonów rośnie wyk lad-
niczo wraz z wiekiem. Propozycja Gompertza zosta la zmodyfikowana w ro-
ku 1860 przez Makehama do postaci

µ(x) = A+Bcx, A,B > 0, c ≥ 1, x ≥ 0. (1.7.4)

Sta la A reprezentuje t ↪e cz ↪eść nat ↪eżenia wymierania, która nie zależy od
wieku. Model (1.7.4) nosi nazw ↪e prawa umieralności Gompertza–Make-
hama i jest cz ↪esto wykorzystywany w analizach aktuarialnych.

W propozycji Weibulla z roku 1939 [108] funkcja µ ma postać

µ(x) = axb−1, a, b > 0, x ≥ 0. (1.7.5)

Rodzina rozk ladów Weibulla charakteryzuje si ↪e monotoniczn ↪a funkcj ↪a in-
tensywności (rosn ↪ac ↪a, malej ↪ac ↪a lub sta l ↪a). Model ten jest stosowany g lów-
nie w analizach niezawodności urz ↪adzeń, rzadziej do modelowania zjawisk
demograficznych.

Historyczne propozycje praw umieralności zebrane zosta ly m.in. w mo-
nografii pod redakcj ↪a E. Tabeau [105] (por. tablica 1.1).

Należy zaznaczyć, że we wspó lczesnej literaturze znaleźć można wiele
prac poświ ↪econych tematyce modelowania rozk ladu czasu życia, zarówno
w uj ↪eciu dyskretnym ([25], [48]), jak i ci ↪ag lym. Proponowanymi w litera-
turze rozk ladami ci ↪ag lymi s ↪a m.in. uogólniony rozk lad gamma, rozk lad
Pareto, rozk lad logarytmiczno-normalny b ↪adź logarytmiczno-logistyczny
(np. [5], [6], [18], [19], [33], [46], [70], [84], [86], [87], [101], [102], [111]).
Rozważane s ↪a też pewne klasy rozk ladów z niemonotoniczn ↪a funkcj ↪a inten-
sywności, w tym z funkcj ↪a kwadratow ↪a, a także ogólniej – wielomianow ↪a
lub w kszta lcie ,,wanny” (np. [7], [49], [58], [63], [83]).
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Tablica 1.1. Prawa umieralności (modele historyczne)

Autor, rok Postać funkcji µx, S(x) lub qx

De Moivre, 1725 µx = 1
X−x ,

Gompertz, 1825 µx = Bcx, B > 0, c ≥ 1

Makeham, 1860 µx = A+Bcx, A,B > 0, c ≥ 1

Opperman, 1870 µx = a√
x

+ b+ c
√
x

Thiele, 1872 µx = a1e
−b1x + a2e

− 1
2 b2(x−c)

2

+ a3e
b3x

Wittstein, 1883 qx = 1
ma
−(mx)n + a−(M−x)

n

Steffenson, 1930 log10 S(x) = 10−A
√
x−B + C

Perks, 1932 µx = A+Bcx

kc−x+1+Dcx

Harper, 1936 log10 S(x) = A+ 10B
√
x+Cx+D

Weibull, 1939 µx = axb−1

Van der Maen, 1943 µx = A+Bx+ Cx2 + 1
N−x

µx = A+Bcx + c
N−x

Źród lo: [105], s. 7.

W latach sześćdziesi ↪atych ubieg lego wieku pojawi ly si ↪e parametryczne
modele regresji dla funkcji intensywności, zak ladaj ↪ace multiplikatywn ↪a
zależność tej funkcji od ustalonej, bazowej funkcji intensywności (zwa-
nej też funkcj ↪a hazardu) i pewnej nieliniowej funkcji wektora zmiennych
objaśniaj ↪acych (czynników ryzyka). Sta ly si ↪e one punktem wyj́scia popu-
larnego obecnie tzw. semiparametrycznego modelu Coxa. Estymacja tego
rodzaju modeli sprowadza si ↪e do estymacji funkcji hazardu bazowego oraz
wspó lczynników regresji przy zmiennych objaśniaj ↪acych ([35], [39], [116]).

W modelu Coxa funkcja nat ↪eżenia zgonów równa jest iloczynowi do-
wolnej, bazowej funkcji intensywności oraz wyk ladniczej funkcji wektora
zmiennych objaśniaj ↪acych. Jest to model semiparametryczny, ponieważ
zak lada dowoln ↪a postać funkcji bazowej i parametryczn ↪a postać funkcji
czynników ryzyka. Przy za lożeniu, że zmienne objaśniaj ↪ace nie zależ ↪a od
czasu, a bazowa funkcja intensywności jest jednakowa dla jednostek danej
populacji, model Coxa nosi nazw ↪e modelu proporcjonalnych hazardów.
Parametry modelu szacuje si ↪e poprzez maksymalizacj ↪e tzw. funkcji cz ↪ast-
kowej wiarygodności ([27], [28]).
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Pewn ↪a alternatyw ↪a w stosunku do multiplikatywnych modeli regresji
funkcji hazardu s ↪a addytywne modele regresji i modele proporcjonalnych
ilorazów szans ([10], [52], [67], [80]). Szeroko znane s ↪a także modele nie-
parametryczne, w tym model Kaplana–Meiera dla funkcji przeżycia oraz
model Nelsona–Aalena dla funkcji skumulowanej intensywności ([1], [55],
[75]).

1.8. Wybrane modele umieralności

D lugookresowe obserwacje dotycz ↪ace tablicowych lub funkcyjnych cha-
rakterystyk rozk ladu czasu trwania życia pozwalaj ↪a zauważyć, że podle-
gaj ↪a one zmianom w czasie. Przyk ladowo, z obserwacji nat ↪eżenia zgonów
w krajach rozwini ↪etych wynika, że cz ↪astkowe wspó lczynniki zgonów maj ↪a
tendencj ↪e spadkow ↪a w wielu grupach wieku, zarówno wśród m ↪eżczyzn,
jak i kobiet, przy jednoczesnym podnoszeniu si ↪e górnej granicy trwania
życia. Zmiany w czasie wykazuj ↪a także inne parametry tablic wymie-
ralności, np. średnie dalsze trwanie życia czy też warunkowe prawdopodo-
bieństwa zgonów. Można je zatem traktować jak procesy stochastyczne,
które cechuje, obok ogólnej tendencji, pewna stochastyczna zmienność.

Tendencje i prawid lowości obserwowane w krajach rozwini ↪etych w dru-
giej po lowie XX wieku w odniesieniu do zjawiska umieralności i czasu
trwania życia można podsumować nast ↪epuj ↪aco ([109]):

– normalne trwanie życia (wiek, na który przypada najwi ↪eksza inten-
sywność zgonów w okresie starości), przesuwa si ↪e w kierunku coraz
starszych grup wieku,

– wzrasta koncentracja zgonów wokó l wartości normalnej,

– krzywa przeżycia przybiera kszta lt prostok ↪ata (tzw. zjawisko rektan-
gularyzacji rozk ladu, które jest konsekwencj ↪a wymienionych wyżej ten-
dencji),

– wzrasta średnia d lugość życia,

– wśród osób m lodych, zw laszcza dwudziestoparoletnich m ↪eżczyzn, roś-
nie liczba i udzia l zgonów powodowanych przyczynami zewn ↪etrznymi,
takimi jak urazy, wypadki, zatrucia.

W literaturze podj ↪eto próby budowy modeli umieralności z wykorzy-
staniem aparatu stochastycznego. Jednym z bardziej obecnie rozpowszech-
nionych jest stochastyczny model umieralności Lee–Cartera.
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1.8.1. Model Lee–Cartera

Model Lee–Cartera [65] można zdefiniować wzorem

lnmx,t = αx + βxκt + εx,t (1.8.1)

lub równoważnie
mx,t = exp {αx + βxκt + εx,t}, (1.8.2)

gdzie:

x ∈ {x1, . . . , xn}, jest indeksem oznaczaj ↪acym wiek w ukończonych
latach,

t ∈ {t1, . . . , tm} jest indeksem wskazuj ↪acym na kolejne okresy czasu
(lata kalendarzowe),

mx,t jest cz ↪astkowym (kohortowym, przekrojowym lub przekrojowo-ko-
hortowym) wspó lczynnikiem zgonów w grupie wieku x w okresie t,

αx, βx oraz κt s ↪a parametrami modelu, przy czym αx, βx zależ ↪a od
wieku x, natomiast κt – od czasu t,

εx,t s ↪a sk ladnikami losowymi, co do których zak lada si ↪e, iż s ↪a wza-
jemnie niezależne, o jednakowych rozk ladach normalnych z wartości ↪a
oczekiwan ↪a równ ↪a 0 i jednakow ↪a, sta l ↪a wariancj ↪a.

Dalej zak ladać b ↪edziemy, że indeks x przybiera wartości ze zbioru
{0, 1, . . . , X}, gdzie X oznacza górn ↪a granic ↪e wieku. Przyjmiemy także,
że t przyjmuje wartości ze zbioru liczb naturalnych {1, 2, . . . , T}, gdzie
1, 2, . . . , T s ↪a umownymi indeksami kolejnych lat kalendarzowych, obj ↪e-
tych analiz ↪a.

Ze wzgl ↪edu na iloczyn parametrów βx oraz κt w formule (1.8.1), model
Lee–Cartera określany jest mianem modelu biliniowego.

Uk lad równań (1.8.1) lub (1.8.2) nie ma jednoznacznego rozwi ↪aza-
nia bez dodatkowych warunków ograniczaj ↪acych. Za lóżmy, że dla pew-
nego zestawu parametrów {αx}, {βx} oraz {κt} prawdziwy jest model
(1.8.1).  Latwo sprawdzić, że dla dowolnej sta lej c i dla zbioru parametrów
{αx − cβx}, {βx}, {κt + c} lub {αx}, {cβx}, {κt/c} model ten jest także
prawdziwy. Dla zapewnienia jednoznaczności rozwi ↪azania konieczne jest
zatem przyj ↪ecie dodatkowych warunków ograniczaj ↪acych. W tym celu
zak lada si ↪e, że suma parametrów βx wynosi 1, natomiast suma para-
metrów κt jest równa 0, czyli

X∑
x=0

βx = 1 (1.8.3)
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oraz
T∑
t=1

κt = 0. (1.8.4)

Parametry αx i βx nie zależ ↪a od czasu t, co oznacza, że raz wyznaczone
mog ↪a być użyte do prognozowania wspó lczynników zgonów w przysz lych
okresach, tj. dla t > T . Parametrami zmieniaj ↪acymi si ↪e wraz z czasem
s ↪a natomiast wskaźniki κt, które można modelować, wykorzystuj ↪ac wy-
brane metody analizy szeregów czasowych. Autorzy, R. D. Lee i L. Car-
ter, wykorzystali w tym celu model b l ↪adzenia przypadkowego, jednakże
w literaturze spotkać można także propozycje zastosowania do tego celu
np. modeli ARIMA (por. [76]).

Model b l ↪adzenia przypadkowego z dryfem opisany jest formu l ↪a

κt = δ + κt−1 + ξt, (1.8.5)

gdzie δ jest pewn ↪a sta l ↪a (dryf), a ξt sk ladnikiem losowym.

Parametr δ w (1.8.5) przyjmuje na ogó l wartości ujemne, co wska-
zuje na trend spadkowy umieralności. Losowe fluktuacje wokó l trendu s ↪a
reprezentowane przez niezależne sk ladniki losowe ξt, każdy o rozk ladzie
normalnym, z wartości ↪a oczekiwan ↪a równ ↪a 0 i skończon ↪a wariancj ↪a.

Prognozy dotycz ↪ace przewidywanych wartości κt, oparte na formule
(1.8.5), w po l ↪aczeniu z oszacowaniami αx i βx, pozwalaj ↪a na sporz ↪adzenie
prognoz cz ↪astkowych wspó lczynników zgonów m̃x,t dla przysz lych okre-
sów, zgodnie ze wzorem

m̃x,t = exp{αx + βxκ̃t}, (1.8.6)

gdzie κ̃t oznacza prognoz ↪e parametru κt wyznaczon ↪a dla t > T z modelu
(1.8.5).

Na podstawie prognoz wspó lczynników zgonów możliwe jest prognozo-
wanie w dalszej kolejności innych tablicowych charakterystyk umieralnoś-
ci, np. średniego dalszego trwania życia dla osób dożywaj ↪acych ustalonego
wieku x.

Metoda estymacji parametrów modelu (1.8.1), zaproponowana przez
R. D. Lee i L. Cartera, odwo luje si ↪e do koncepcji dekompozycji SVD (Sin-
gular Value Decomposition). Polega ona na rozk ladzie macierzy obserwacji
na trzy macierze, tj. macierz wartości osobliwych oraz lew ↪a i praw ↪a ma-
cierz wektorów osobliwych.
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Idea faktoryzacji macierzy obserwacji opiera si ↪e na twierdzeniu o de-
kompozycji macierzy1. Każd ↪a macierz prostok ↪atn ↪a Wm×n można bowiem
przedstawić w postaci

W = UDVT, (1.8.7)

gdzie Dm×n jest postaci

D =

[
Σ 0
0 0

]
, (1.8.8)

przy czym

Σ =


d1 0 . . . , 0
0 d2 . . . 0
. . . . . . . . . , . . .
0 0 . . . dr

, (1.8.9)

gdzie r oznacza liczb ↪e niezerowych wartości osobliwych d1, d2, . . . , dr.

Wartości osobliwe macierzy W wyznacza si ↪e jako pierwiastki kwadra-
towe wartości w lasnych macierzy WTW. Macierz V = [v1,v2, . . . ,vn]
o wymiarach n× n jest ortogonaln ↪a macierz ↪a prawych wektorów osobli-
wych, b ↪ed ↪acych równocześnie wektorami w lasnymi macierzy kwadratowej
WTW. Z kolei macierz U = [u1,u2, . . . ,um] o wymiarach m × m jest
macierz ↪a ortogonaln ↪a lewych wektorów osobliwych, gdzie ui = 1

di
Wvi dla

i = 1, 2, . . . , r.
Z (1.8.7) wynika, że każdy element wx,t macierzy W może być zapisany

w postaci sumy

wx,t =
r∑
i=1

diux,ivt,i, (1.8.10)

gdzie:
ux,i oznacza x-ty element i-tego wektora kolumnowego macierzy U,
vt,i jest t-tym elementem i-tego wektora kolumnowego macierzy V,
di jest i-t ↪a wartości ↪a osobliw ↪a macierzy W.

Należy dodać, że suma wyrazów vt,i wektorów kolumnowych macierzy
V jest równa

T∑
t=1

vt,i = 0, dla i = 1, 2, . . . , r. (1.8.11)

1 SVD odkryta zosta la niezależnie przez kilku autorów: E. Beltrami w 1873 r.,
C. Jordan w 1875 r., J. Sylvester w 1889 r., L. Autonne w 1913 r., C. Eckart i G. Young
w 1936 r.
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Niech ax, bx, kt oznaczaj ↪a estymatory parametrów αx, βx, κt w modelu
Lee–Cartera. Ponadto, niech elementami wx,t macierzy W b ↪ed ↪a wyrażenia

wx,t = lnmx,t − ax. (1.8.12)

Z (1.8.10) mamy

lnmx,t − ax =
r∑
i=1

diux,ivt,i (1.8.13)

lub równoważnie

lnmx,t = ax +
r∑
i=1

diux,ivt,i. (1.8.14)

Redukuj ↪ac liczb ↪e sk ladników pod sum ↪a do pierwszego wyrazu oraz ozna-
czaj ↪ac pozosta le sk ladniki symbolem εx,t, otrzymujemy

lnmx,t = ax + d1ux,1vt,1 + εx,t (1.8.15)

Przyjmijmy oznaczenia

bx =
ux,1∑X
x=0 ux,1

, kt = d1vt,1

X∑
x=0

ux,1. (1.8.16)

Wówczas (1.8.15) przybiera postać

lnmx,t = ax + bxkt + εx,t, (1.8.17)

gdzie
X∑
x=0

bx = 1,
T∑
t=1

kt = 0. (1.8.18)

Orzymalísmy model Lee–Cartera (1.8.1) z warunkami (1.8.3)–(1.8.4).

Wzory (1.8.16) definiuj ↪a estymatory bx, kt parametrów βx, κt, wyzna-
czone metod ↪a SVD. Korzysta si ↪e w nich z pierwszej wartości osobliwej oraz
sk ladowych pierwszego lewego i pierwszego prawego wektora osobliwego
macierzy W o elementach (1.8.12).

W ogólnym przypadku rozważać można rozwini ↪ecie z uwzgl ↪ednienem
wszystkich niezerowych wartości i wektorów osobliwych, które po odpo-
wiedniej zmianie oznaczeń prowadzi do wzoru

lnmx,t = ax +
r∑
i=1

b(i)
x k

(i)
t . (1.8.19)
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W celu znalezienia estymatora ax parametru αx, skorzystamy z za loże-
nia, iż sk ladniki losowe εx,t w modelu (1.8.1) maj ↪a wartość oczekiwan ↪a
równ ↪a 0, czyli

E[εx,t] = 0. (1.8.20)

Wyznaczymy analogiczny moment zwyk ly pierwszego rz ↪edu z próby, tj. na
podstawie danych z szeregów czasowych

{lnmx,t, t = 1, 2, . . . , T}.

Korzystaj ↪ac z w lasności (1.8.20), przyrównamy do 0 sum ↪e reszt, czyli
wyrażenie

T∑
t=1

[lnmx,t − (ax+bxkt)]. (1.8.21)

Mamy
T∑
t=1

[lnmx,t − (ax+bxkt)] = 0, (1.8.22)

co po przekszta lceniach daje

Tax + bx

T∑
t=1

kt =
T∑
t=1

lnmx,t. (1.8.23)

Uwzgl ↪edniaj ↪ac dodatkowo warunek (1.8.4), otrzymujemy

ax =
1

T

T∑
t=1

lnmx,t. (1.8.24)

Wyrazy ax reprezentuj ↪a zatem średni poziom umieralności w poszcze-
gólnych grupach wieku x, uśredniony wzgl ↪edem czasu t. Wspó lczynniki
bx opisuj ↪a z kolei profile umieralności wed lug wieku. Charakteryzuj ↪a bo-
wiem ,,wrażliwość” poziomu umieralności w poszczególnych grupach wieku
na zmiany wskaźników kt. Te ostatnie wyrażaj ↪a ogóln ↪a tendencj ↪e zmian
umieralności w czasie.

Ze wzgl ↪edu na za lożenie o jednorodności sk ladników losowych εx,t,
Brouhns i in. [20] zaproponowali inn ↪a metod ↪e estymacji, odnosz ↪ac ↪a si ↪e
do rozk ladu liczby zgonów, w którym model (1.8.2) opisuje intensywność
zgonów.

Jeśli przyjmiemy za lożenie o sta lej intensywności zgonów w rocznych
przedzia lach wieku w ustalonych latach kalendarzowych, wówczas liczby
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zgonów Dx,t zaobserwowane w poszczególnych grupach wieku i kolejnych
latach okresu obserwacji s ↪a niezależnymi zmiennymi losowymi, o rozk la-
dzie Poissona z parametrem λx,t = Kx,tmx,t, czyli

Dx,t ∼ Poisson(Kx,tmx,t), x = 0, 1, . . . , X, t = 1, 2, . . . , T, (1.8.25)

gdzie Kx,t oznacza czas ekspozycji na ryzyko zgonu w ci ↪agu roku t w grupie
osób w wieku x ukończonych lat.

Estymatory parametrów αx, βx, κt wyznaczamy w tym przypadku me-
tod ↪a najwi ↪ekszej wiarygodności. Funkcja wiarygodności ma postać

L(αx, βx, κt|Dx,t, Kx,t) =
X∏
x=0

T∏
t=1

e−Kx,tmx,t
(Kx,tmx,t)

Dx,t

Dx,t!
. (1.8.26)

Logarytm naturalny funkcji (1.8.26) po uproszczeniach wyraża si ↪e wzorem

lnL(αx, βx, κt|Dx,t, Kx,t)=
X∑
x=0

T∑
t=1

Dx,t ln (mx,t)−Kx,tmx,t+C, (1.8.27)

gdzie C jest pewn ↪a sta l ↪a, niezależn ↪a od estymowanych parametrów.

Zak ladaj ↪ac, że prawdziwy jest zwi ↪azek wyrażony w postaci modelu
Lee–Cartera (1.8.1) lub równoważnie (1.8.2), logarytm naturalny funkcji
wiarygodności przybiera postać

lnL(αx,βx, κt|Dx,t,Kx,t) =

=
X∑
x=0

T∑
t=1

Dx,t (αx + βxκt)−Kx,t exp{αx + βxκt}+ C.

(1.8.28)

Za estymatory parametrów αx, βx, κt przyjmujemy takie ich wartości
ax, bx, kt, dla których funkcja (1.8.28) osi ↪aga wartość najwi ↪eksz ↪a. Maksi-
mum funkcji (1.8.28) wyznacza si ↪e iteracyjnie (por. [20]).

1.8.2. Modyfikacje i uogólnienia modelu Lee–Cartera

Cz ↪esto spotykane w literaturze modyfikacje modelu Lee–Cartera po-
legaj ↪a na uwzgl ↪ednieniu kolejnych sk ladowych sumy po prawej stronie
(1.8.14), co po zmianie oznaczeń prowadzi do relacji (1.8.19).

W niektórych pracach można znaleźć propozycje modeli, w których
wyrażenia po lewej stronie (1.8.1) s ↪a zast ↪apione przez tzw. logity warun-
kowych prawdopodobieństw zgonów, czyli wyrażenia

ηx,t ≡ logit qx,t = ln
qx,t

1− qx,t
. (1.8.29)
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Mi ↪edzy kohortowymi wspó lczynnikami zgonów i warunkowymi praw-
dopodobieństwami zgonów zachodzi ogólna relacja (1.3.5), która w zależ-
ności od przyj ↪etego modelu interpolacyjnego (por. paragraf 1.4) sprowa-
dza si ↪e do formu ly (1.4.10) w przypadku interpolacji liniowej lub (1.4.30)
w przypadku interpolacji wyk ladniczej, czyli odpowiednio

qx,t =
2mx,t

2 +mx,t

(1.8.30)

lub
qx,t = 1− exp{−mx,t}. (1.8.31)

Niektóre rozszerzenia modelu Lee–Cartera uwzgl ↪edniaj ↪a uj ↪ecie, w któ-
rym rozważa si ↪e tzw. efekt kohortowy w postaci dodatkowego parametru
γ

(i)
t−x. Indeks dolny t−x przy parametrze γ

(i)
t−x, wskazuje na rok urodzenia

generacji osób, które ukończy ly x lat w roku t. Uzasadnieniem przema-
wiaj ↪acym za dodaniem tego parametru jest fakt, że nat ↪eżenie zgonów
ma niekiedy specyficzny przebieg w przypadku różnych generacji obj ↪etych
badaniem.

Kilka modyfikacji lub uogólnień, w tym sam model Lee–Cartera, przed-
stawionych zosta lo w pracach [23] oraz [22] w postaci nast ↪epuj ↪acych modeli

M1 : logmx,t = αx + β(1)
x κ

(1)
t ,

M2 : logmx,t = αx + β(1)
x κ

(1)
t + β(2)

x γ
(2)
t−x,

M3 : logmx,t = αx + κ
(1)
t + γ

(2)
t−x,

M4 : logmx,t =
∑
i,j

θijB
ay
ij (x, t),

M5 : ηx,t = κ
(1)
t + κ

(2)
t (x− x̄),

M6 : ηx,t = κ
(1)
t + κ

(2)
t (x− x̄) + γ

(3)
t−x,

M7 : ηx,t = κ
(1)
t + κ

(2)
t (x− x̄) + κ

(3)
t ((x− x̄)2 − σ2

x) + γ
(4)
t−x,

M8 : ηx,t = κ
(1)
t + κ

(2)
t (x− x̄) + γ

(3)
t−x(xc − x),

(1.8.32)

gdzie:
αx oraz β

(i)
x s ↪a parametrami reprezentuj ↪acymi efekty wieku x,

κ
(i)
t s ↪a parametrami reprezentuj ↪acymi efekty czasu kalendarzowego t,

γ
(i)
t−x s ↪a parametrami odpowiedzialnymi za efekty kohortowe, wyni-

kaj ↪ace z przynależności do generacji osób urodzonych w roku t− x,

xc jest ustalon ↪a sta l ↪a,
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x̄ oraz σ2
x reprezentuj ↪a odpowiednio średni ↪a i wariancj ↪e wieku w ramach

grup wieku, uwzgl ↪ednionych w badaniu, czyli

x̄ =
1

n

xn∑
x=x1

x, σ2
x =

1

n

xn∑
x=x1

(x− x̄)2, (1.8.33)

Bay
ij (x, t) oraz θij oznaczaj ↪a odpowiednio sklejane funkcje bazowe (spli-

nes) oraz przypisane do nich wagi.

Wybór modelu w konkretnym przypadku zależy od wiedzy i przekonań
dotycz ↪acych kszta ltowania si ↪e zjawiska umieralności w konkretnej popu-
lacji.

Model M1 w (1.8.32) jest standardowym modelem Lee–Cartera, a M2
jest jego uogólnieniem, uwzgl ↪ednia bowiem dodatkowo efekty kohortowe.
Obydwa modele s ↪a równoważne, gdy przyjmiemy γ

(2)
t−x = 0.

Podobnie, jak w przypadku M1, również w modelu M2 wyst ↪epuje pro-
blem z identyfikacj ↪a parametrów, dlatego nak lada si ↪e dodatkowe warunki
ograniczaj ↪ace postaci∑

x

β(i)
x = 1, i = 1, 2,

∑
t

κ
(1)
t = 0,

∑
x,t

γ
(2)
t−x = 0. (1.8.34)

Z warunku drugiego i trzeciego wynika, że parametry αx reprezentuj ↪a
średnie logarytmów wspó lczynników zgonów w badanym okresie, czyli
średni poziom umieralności dla każdej grupy wieku x. Estymacja pozosta-
 lych parametrów przeprowadzana jest metod ↪a iteracyjn ↪a (zob. [90]).

Szczególnym przypadkiem M2 jest model M3, gdy β
(1)
x = β

(2)
x = 1.

Również w tym modelu nak lada si ↪e warunki ograniczaj ↪ace∑
t

κ
(1)
t = 0,

∑
x,t

γ
(2)
t−x = 0. (1.8.35)

W modelu M4 przyjmuje si ↪e, że istnieje pewna wyg ladzona powierzch-
nia, reprezentuj ↪aca rozk lad logarytmów cz ↪astkowych wspó lczynników zgo-
nów wzgl ↪edem wieku x i czasu t.

Podej́scie to różni si ↪e zasadniczo od modeli M1–M3, w których nie
zak lada si ↪e ,,g ladkiego” przej́scia wspó lczynnika zgonów z jednej grupy
wieku do nast ↪epnej lub z jednego roku kalendarzowego do kolejnego.

Odmienn ↪a klas ↪e stanowi ↪a modele M5–M8, w których po lewej stronie
wyst ↪epuj ↪a logity (1.8.29) zamiast logarytmów wspó lczynników zgonów.
Modele te nazywać b ↪edziemy logitowymi modelami umieralności. Wyko-
rzystuje si ↪e tu analogiczne parametry, jak w przypadku modeli M1–M4.
Reprezentuj ↪a one efekty wieku, czasu lub efekty kohortowe.
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Najprostszy model z tej grupy to model M5 z dwoma parametrami
κ

(1)
t , κ

(2)
t . Nie wyst ↪epuje w tym przypadku problem z identyfikacj ↪a para-

metrów. Kolejne trzy modele M6–M8 stanowi ↪a rozszerzenie M5 poprzez
dodanie efektów kohortowych. Ze wzgl ↪edu jednak na niejednoznaczność
tych parametrów, nak lada si ↪e tu dodatkowe warunki ograniczaj ↪ace.
W modelu M6 warunki te s ↪a postaci

∑
c∈C

γ(3)
c = 0,

∑
c∈C

cγ(3)
c = 0. (1.8.36)

gdzie c = t − x, natomiast C jest zbiorem lat, w których urodzi ly si ↪e
generacje poddane analizie.

Ograniczenia (1.8.36) wynikaj ↪a z koncepcji aproksymacji po lożenia nie-

znanych parametrów γ
(3)
c za pomoc ↪a funkcji liniowej o ogólnej postaci

f(c) = φ1+φ2c, gdzie φ1, φ2 s ↪a pewnymi skalarami. Warunki (1.8.36) spra-
wiaj ↪a, że funkcja f(c) pokrywa si ↪e z osi ↪a poziom ↪a uk ladu wspó lrz ↪ednych,
czyli zachodz ↪a równości φ1 =φ2 = 0. Innymi s lowy, warunki (1.8.36) gwa-

rantuj ↪a, iż wyznaczone oceny parametrów γ
(3)
c oscyluj ↪a wokó l zera, nie

wykazuj ↪ac trendu liniowego.

W modelu M7 warunki ograniczaj ↪ace nak ladane na parametry kohor-
towe s ↪a bardziej rozbudowane (por. [23])

∑
c∈C

γ(4)
c = 0,

∑
c∈C

cγ(4)
c = 0,

∑
c∈C

c2γ(4)
c = 0. (1.8.37)

Zak lada si ↪e tu bowiem, że funkcja aproksymuj ↪aca po lożenie parametrów
γ

(4)
c jest funkcj ↪a kwadratow ↪a o ogólnej postaci f(c) = φ1+φ2c+φ3c

2. Przy
warunkach (1.8.37) funkcja f(c) pokrywa si ↪e z osi ↪a poziom ↪a uk ladu wspó l-
rz ↪ednych, czyli φ1 = φ2 = φ3 = 0. Warunki (1.8.37) gwarantuj ↪a wi ↪ec,

że wartości parametrów γ
(4)
c oscyluj ↪a wokó l zera, nie wykazuj ↪ac trendu

kwadratowego.

W ostatnim modelu M8 warunek ograniczaj ↪acy nak ladany na para-
metry kohortowe ma postać

∑
x,t

γ
(3)
t−x = 0. (1.8.38)
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Analizy porównawcze dotycz ↪ace logitowych modeli umieralności zna-
leźć można także w publikacji [43], w której rozważane s ↪a nast ↪epuj ↪ace
modele

LC : ηx,t = αx + β(1)
x κ

(1)
t ,

H1 : ηx,t = αx + β(1)
x κ

(1)
t + γ

(2)
t−x,

M : ηx,t = αx + β(1)
x κ

(1)
t + β(2)

x γ
(2)
t−x,

LC2 : ηx,t = αx + β(1)
x κ

(1)
t + β(2)

x κ
(2)
t ,

M5 : ηx,t = κ
(1)
t + (x− x̄)κ

(2)
t ,

M6 : ηx,t = κ
(1)
t + (x− x̄)κ

(2)
t + γ

(3)
t−x,

M7 : ηx,t = κ
(1)
t + (x− x̄)κ

(2)
t + vxκ

(3)
t + γ

(4)
t−x,

M8 : ηx,t = κ
(1)
t + (x− x̄)κ

(2)
t + (xc − x)γ

(3)
t−x,

M5∗ : ηx,t = αx + κ
(1)
t +(x−x̄)κ

(2)
t +(x̄−x)+κ

(3)
t ,

M6∗ : ηx,t = αx + κ
(1)
t +(x−x̄)κ

(2)
t +(x̄−x)+κ

(3)
t + γ

(3)
t−x,

M7∗ : ηx,t = αx + κ
(1)
t +(x−x̄)κ

(2)
t +(x̄−x)+κ

(3)
t +vxκ

(4)
t +γ

(4)
t−x,

M8∗ : ηx,t = αx + κ
(1)
t +(x−x̄)κ

(2)
t +(x̄−x)+κ

(3)
t + (xc−x)γ

(3)
t−x,

(1.8.39)

gdzie:
αx, β

(i)
x reprezentuj ↪a efekty wieku,

κ
(i)
t reprezentuj ↪a efekty czasu kalendarzowego,

γ
(i)
t−x odpowiadaj ↪a za efekty kohortowe,

xc jest ustalon ↪a sta l ↪a,

x̄ oraz σ2
x reprezentuj ↪a odpowiednio średni ↪a i wariancj ↪e wieku w ramach

analizowanych grup wieku i s ↪a wyrażone formu lami (1.8.33),

wspó lczynniki vx zdefiniowane s ↪a wzorem

vx = (x− x̄)2 − σ2
x. (1.8.40)

Pojawiaj ↪acy si ↪e w (1.8.39), w grupie modeli M5∗–M8∗, sk ladnik

(x̄− x)+ = max(x̄− x, 0) (1.8.41)

ma za zadanie uwzgl ↪ednienie dodatkowych parametrów κ
(3)
t reprezentuj ↪a-

cych zwi ↪ekszony poziom umieralności w m lodszych grupach wieku, tj. dla
x mniejszych od x̄. Rozważać można także model postaci

ηx,t = αx+κ
(1)
t +(x−x̄)κ

(2)
t +(xc−x)+κ

(3)
t +vxκ

(4)
t +(xc−x)γt−x, (1.8.42)

b ↪ed ↪acy pewnym uogólnieniem statycznych modeli umieralnościM7∗, M8∗.
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1.8.3. Model rozmyty Koissi–Shapiro

Jednym z ciekawszych uogólnień modelu Lee–Cartera jest propozycja
M. C. Koissi i A. F. Shapiro z roku 2006 [59], odwo luj ↪aca si ↪e do poj ↪eć
i w lasności liczb rozmytych. Model Lee–Cartera, w wersji podanej przez
tych autorów (model FLC), pozwala na w l ↪aczenie sk ladnika losowego do
rozmytej struktury modelu.

Punktem wyj́scia w propozycji Koissi–Shapiro jest transformacja loga-
rytmów wspó lczynników zgonów lnmx,t na symetryczne, trójk ↪atne liczby
rozmyte2, przedstawiane w postaci uporz ↪adkowanych par

Yx,t = (yx,t, ex,t), x = 0, 1, . . . , X, t = 1, 2, . . . , T, (1.8.43)

gdzie yx,t = lnmx,t s ↪a wartościami centralnymi, natomiast ex,t rozpi ↪etoś-
ciami charakteryzuj ↪acymi funkcje przynależności liczb trójk ↪atnych.

W podej́sciu tym przyjmuje si ↪e za lożenie, że rzeczywiste nat ↪eżenie
umieralności jest obserwowane z pewnym przybliżeniem, co uzasadnia po-
stać modelu FLC, w którym rol ↪e zmiennej objaśnianej odgrywaj ↪a liczby
rozmyte (1.8.43).

Model FLC ma postać

Yx,t = Ax ⊕ (Bx �Kt), x = 0, 1, . . . , X, t = 1, 2, . . . , T, (1.8.44)

gdzie Ax, Bx, Kt s ↪a rozmytymi odpowiednikami parametrów w standar-
dowym modelu Lee–Cartera, natomiast ⊕, � oznaczaj ↪a operatory odpo-
wiednio dodawania i mnożenia liczb rozmytych (definicja 4.6, rozdzia l 4).

Do estymacji parametrów modelu autorzy zaproponowali metod ↪e mi-
nimalizacji funkcji kryterium, do konstrukcji której wykorzystali tzw. od-
leg lość Diamonda pomi ↪edzy zmiennymi rozmytymi. W przypadku tego
zagadnienia funkcja kryterium przyjmuje postać nast ↪epuj ↪acej sumy

X∑
x=0

T∑
t=1

[
3a2

x + 3(bxkt)
2 + 3y2

x,t + 6axbxkt − 4axyx,t − 4bxktyx,t + 2e2
x,t

]
+

+2
X∑
x=0

T∑
t=1

[
(max{sAx , |bx|sKt , |kt|sBx})2−2ex,t max{sAx , |bx|sKt , |kt|sBx}

]
.

Zadanie minimalizacji tego kryterium nastr ↪ecza jednak sporych trudności,
ze wzgl ↪edu na wyst ↪epuj ↪ace w nim wyrażenie

max{sAx , |bx|sKt , |kt|sBx}.
2 Podstawowe poj ↪ecia z zakresu liczb rozmytych omówione zosta ly w rozdziale 4.
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Z tego powodu nie jest możliwe użycie standardowych, nieliniowych metod
optymalizacyjnych. W rozdzia lach 4 i 5 zostan ↪a przedstawione modyfika-
cje modelu FLC, upraszczaj ↪ace problem dzia lań na liczbach rozmytych,
a przez to również u latwiaj ↪ace estymacj ↪e parametrów modelu.

1.8.4. Wybrane dynamiczne modele umieralności – model
Vasička i Coxa–Ingersolla–Rossa

Dalej id ↪ace uogólnienia dotycz ↪ace modelowania umieralności polegaj ↪a
na przeniesieniu rozważań na grunt stochastycznych równań różniczko-
wych. Modele tego typu nazywamy modelami dynamicznymi.

Nat ↪eżenie zgonów µx(t) w tym uj ↪eciu traktowane jest jako proces sto-
chastyczny lub rozwi ↪azanie pewnego stochastycznego równania różniczko-
wego z czasem ci ↪ag lym. Do tej klasy modeli zaliczyć można m.in. model
Vasička [112] i model Coxa–Ingersolla–Rossa [29].

Model Vasička przyjmuje postać skalarnego, stochastycznego równania Itô

dµx(t) = κ [θ − µx(t)] dt+ qdw(t), (1.8.45)

natomiast model Coxa–Ingersolla–Rossa wyraża si ↪e równaniem

dµx(t) = κ [θ − µx(t)] dt+ q
√
µx(t)dw(t), (1.8.46)

gdzie q jest odchyleniem standardowym procesu, θ > 0 i κ < 0 s ↪a dobra-
nymi parametrami, natomiast w(t), t ∈ R+ jest standardowym procesem
Wienera.

W wersji dyskretnej model Vasička i model Coxa–Ingersolla–Rossa
sprowadzaj ↪a si ↪e do aproksymacji, odpowiednio

mx,t+1 = κθ + (1− κ)mx,t + εx,t+1, t ∈ N (1.8.47)

oraz

mx,t+1 = κθ + (1− κ)mx,t + εx,t+1, t ∈ N. (1.8.48)

Z powyższego wynika, że wartość cz ↪astkowego wspó lczynnika zgonów
w okresie t+ 1 jest średni ↪a ważon ↪a wartości tego wspó lczynnika w okresie
poprzedzaj ↪acym t i średniej d lugookresowej θ, skorygowan ↪a o sk ladnik
losowy. Rozważany proces charakteryzuje si ↪e zatem w laściwości ↪a powrotu
do średniej θ, przy czym parametr κ odpowiada za pr ↪edkość powrotu.

Wad ↪a modelu (1.8.47) jest to, że może generować wartości ujemne.
Tego mankamentu nie ma model (1.8.46), w którym dodano pierwiastek
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kwadratowy wspó lczynnika zgonów. Obydwa modele można zapisć w po-
staci uogólnionej

dµx(t) = κ [θ − µx(t)] dt+ qµγx(t)dw(t). (1.8.49)

W przypadku modelu Vasička mamy γ = 0, a w przypadku modelu
Coxa–Ingersolla–Rossa γ = 1

2
.

Estymacji parametrów modeli (1.8.45)–(1.8.46) można dokonać np. za
pomoc ↪a metody momentów. W tym celu wyznaczamy wartości momentów
teoretycznych i przyrównujemy je do analogicznych momentów z próby.

W wersji dyskretnej otrzymujemy nast ↪epuj ↪ac ↪a aproksymacj ↪e (1.8.49)

mx,t+1 −mx,t = κ(θ −mx,t) + εx,t+1, t ∈ N,

gdzie εx,t jest sk ladnikiem losowym o rozk ladzie normalnym z wartości ↪a
oczekiwan ↪a równ ↪a zero. Zatem moment zwyk ly pierwszego rz ↪edu sk lad-
nika losowego wynosi

E[εx,t+1] = 0, (1.8.50)

natomiast moment zwyk ly drugiego rz ↪edu wynosi

E[ε2x,t+1] = q2m2γ
x (t). (1.8.51)

W przypadku modelu Vasička i modelu Coxa–Ingersolla–Rossa drugi mo-
ment zwyk ly jest równy, odpowiednio

E[ε2x,t+1] = q2, E[ε2x,t+1] = q2mx,t. (1.8.52)

Przyjmijmy dodatkowo za lożenie, że sk ladnik losowy nie zależy odmx,t,
z czego wynika

E[εx,t+1mx,t] = 0. (1.8.53)

Wyznaczaj ↪ac analogiczne momenty z próby i przyrównuj ↪ac je do war-
tości momentów teoretycznych (1.8.50), (1.8.52), (1.8.53), możemy osza-
cować nieznane parametry κ, θ, q.

1.8.5. Dynamiczny model umieralności Lee–Cartera

Idea dynamicznego modelu Lee–Cartera DLC (Dynamic Lee–Carter
Model) zosta la przedstawiona przez autorów niniejszej ksi ↪ażki w pracy
[92]. W publikacji tej intensywność zgonów µx(t) wyrażona zosta la za po-
moc ↪a stochastycznego równania różniczkowego Itô

dµx(t) =

(
αx(t) +

1

2
σ2
x

)
µx(t)dt+ σxµx(t)dw(t), (1.8.54)
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αx(t) = βxκ
′(t), µx(0) = eαx+βxk(0), x = 0, 1, 2, . . . X, (1.8.55)

gdzie:
αx, βx, σx s ↪a nieznanymi parametrami,
κ(t) jest różniczkowaln ↪a, deterministyczn ↪a funkcj ↪a zmiennej t ∈ R+,
w(t) jest standardowym procesem Wienera.

Rozwi ↪azanie (1.8.54)–(1.8.55) przyjmuje postać

lnµx(t) = αx + βxκ(t) + σxw(t) (1.8.56)

lub równoważnie

µx(t) = exp {αx + βxκ(t) + σxw(t)}. (1.8.57)

Oznaczaj ↪ac εx,t = σxw(t) otrzymujemy model zbliżony do statycznego
modelu Lee–Cartera, choć różni ↪acy si ↪e w lasnościami sk ladnika losowego.

Za lóżmy dalej liniow ↪a postać funkcji κ(t)

κ(t) = χ+ tδ, (1.8.58)

tak ↪a, że ∫ tn

t1

κ(t)dt = 0, (1.8.59)

gdzie [t1, tn] oznacza przedzia l czasowy obserwacji.

W wersji dyskretnej otrzymujemy nast ↪epuj ↪ac ↪a aproksymacj ↪e (1.8.56)

lnmx,t+1 = αx + βx[χ+ (t+ 1)δ] + σxw(t+ 1), t ∈ N, (1.8.60)

lnmx,t = αx + βx[χ+ tδ] + σxw(t), t ∈ N, (1.8.61)

z czego wynika zwi ↪azek

lnmx,t+1 − lnmx,t = βxδ + εx,t+1, t ∈ N, (1.8.62)

gdzie εx,t+1 jest sk ladnikiem losowym o rozk ladzie normalnym z wartości ↪a
oczekiwan ↪a równ ↪a 0 i wariancj ↪a σ

2
x.

Do estymacji parametrów αx, βx, σ
2
x, δ można wykorzystać metod ↪e mo-

mentów. Pierwszy moment zwyk ly sk ladnika losowego wynosi

E[εx,t+1] = 0. (1.8.63)

Moment zwyk ly drugiego rz ↪edu jest równy

E[ε2x,t+1] = σ2
x. (1.8.64)
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Wyznaczaj ↪ac analogiczne momenty z próby i korzystaj ↪ac z relacji (1.8.63)
i (1.8.64) wi ↪aż ↪acych je z parametrami modelu, możemy wyznaczyć oceny
nieznanych parametrów βx, σ

2
x, δ, osobno dla każdego x = 0, 1, . . . , X.

Na podstawie szeregów czasowych {lnmx,t, t = 1, 2, . . . , T} otrzymu-
jemy uk lad równań dla momentów zwyk lych pierwszego i drugiego rz ↪edu
z próby 

1
T−1

∑T−1
t=1 (lnmx,t+1 − lnmx,t − bxd) = 0,

1
T−1

∑T−1
t=1 (lnmx,t+1 − lnmx,t − bxd)2 = s2

x.

(1.8.65)

Przez analogi ↪e do statycznego modelu Lee–Cartera, przyjmiemy dodat-
kowo warunek ograniczaj ↪acy, pozwalaj ↪acy na jednoznaczne wyznaczenie
ocen bx parametrów βx dla x = 0, 1, . . . , X. Warunek ten ma postać

X∑
x=0

bx = 1. (1.8.66)

Z pierwszego równania w (1.8.65) otrzymujemy

bx =
lnmx,T − lnmx,1

d(T − 1)
. (1.8.67)

Ponadto, na podstawie pierwszego równania prawdziwa jest również nas-
t ↪epuj ↪aca równość

1

T − 1

X∑
x=0

T−1∑
t=1

(lnmx,t+1 − lnmx,t − bxd) = 0.

Przy uwzgl ↪ednieniu warunku (1.8.66) otrzymujemy

d =
1

T − 1

X∑
x=0

(lnmx,T − lnmx,1). (1.8.68)

Bezpośrednio z drugiego równania w (1.8.65) mamy także

s2
x =

1

T − 1

T−1∑
t=1

(lnmx,t+1 − lnmx,t − bxd)2. (1.8.69)

Dodatkowo z (1.8.58)–(1.8.59) wynika zwi ↪azek  l ↪acz ↪acy parametry χ i δ.
Przyjmijmy t1 = 1 oraz tn = T . Mamy wtedy

χ = −δ(T + 1)

2
,
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st ↪ad estymator c parametru χ ma postać

c = −d(T + 1)

2
. (1.8.70)

W celu wyznaczenia estymatorów ax parametrów αx, x = 0, 1, . . . , X,
odwo lamy si ↪e ponownie do metody momentów. Na podstawie (1.8.61)
dostajemy

lnmx,t − αx − βx(χ+ tδ) = σxw(t),

gdzie w(t) jest procesem Wienera z wartości ↪a oczekiwan ↪a równ ↪a 0.

Estymator ax wyznaczymy zatem z równania

T∑
t=1

(lnmx,t − ax − bx(c+ td)) = 0.

Po kilku przekszta lceniach, wykorzystuj ↪ac relacj ↪e (1.8.70), otrzymujemy

ax =
1

T

T∑
t=1

lnmx,t, x = 0, 1, . . . , X. (1.8.71)

Wyniki estymacji modelu (1.8.54)–(1.8.55) na podstawie danych rze-
czywistych zosta ly zamieszczone w rozdziale 6.

1.8.6. Model Milevskiego–Promislowa i model Giacometti

Istnieje kilka innych propozycji modeli umieralności opartych na sto-
chastycznych równaniach różniczkowych, np. model zaproponowany przez
Giacometti i in. [37].

Model Giacometti z roku 2011 jest uogólnieniem propozycji Milevskie-
go–Promislowa. W modelu Milevskiego–Promislowa intensywność zgonów
µx(t) jest przedstawiana jako proces stochastyczny postaci

µx(t) = µx(0) exp{γt+ σyx(t)}, g, σ, µx(0) > 0, (1.8.72)

przy czym yx(t) wyrażone jest za pomoc ↪a stochastycznego równania róż-
niczkowego

dyx(t) = −βYx(t)dt+ dw(t), yx(0) = 0, β ≥ 0, (1.8.73)

gdzie w(t), t ∈ R+ jest procesem Wienera.
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Giacometti i in. rozważali analogiczny model, rozszerzaj ↪ac stochastycz-
ne równanie różniczkowe filtru. Model ten ma postać

µx(t) = µx(0) exp{γt+ σyx(t)}, g, σ, µx(0) > 0, (1.8.74)

dyx(t) = −βYx(t)dt+ f(t)dw(t), yx(0) = 0, β ≥ 0, (1.8.75)

gdzie f(t) ∈ R+ jest funkcj ↪a niezerow ↪a i różniczkowaln ↪a na R+.

Estymacja modelu (1.8.74)–(1.8.75) polega na sprowadzeniu go w pierw-
szej kolejności do postaci dyskretnej

yx,t = α0 + α1t+ α2yx,t−1 + ξt, t ∈ N, (1.8.76)

gdzie:

yx,t = lnmx,t,

α0 = (1− e−β) lnmx(0) + γe−β,

α1 = g(1− e−β),

α2 = e−β,

ξt = eαtεt,

(1.8.77)

εt := −
∫ 1

0

e−(α+β)sσdw(t− s) (1.8.78)

jest sk ladnikiem losowym o rozk ladzie normalnym z wartości ↪a oczeki-
wan ↪a równ ↪a 0 i wariancj ↪a

Var(εt) :=
σ2(1− e−2(α+β))

2(α + β)
. (1.8.79)

Ponadto zachodzi

E(|εt|p) := 2
p
2 Γ

(
p+ 1

2

)
Var

p
2 (εt). (1.8.80)

Parametry α0, α1, α2 w modelu (1.8.76) wyznaczane s ↪a metod ↪a naj-
mniejszych kwadratów. Nast ↪epnie, z relacji (1.8.77) wyznaczane s ↪a pa-
rametry β, γ. Pozosta le dwa parametry α, σ szacowane s ↪a metod ↪a mo-
mentów, z wykorzystaniem w lasności (1.8.79) i (1.8.80).
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1.8.7. Uogólniony model Milevskiego–Promislowa
z wektorowym, liniowym filtrem

Jeśli w modelu Milevskiego–Promislowa zamienimy jednowymiarowe
równanie filtru wektorowym równaniem filtru, wówczas otrzymamy roz-
szerzony model Milevskiego–Promislowa w postaci

µx(t) = µx0 exp{αxt+ qTxy(t)}, (1.8.81)

dyx(t) = Axy(t)dt+ Gx(t)dw(t), (1.8.82)

gdzie:
y ∈ Rn jest wektorem filtru,
Ax jest sta l ↪a macierz ↪a, n× n wymiarow ↪a,
qx ∈ Rn s ↪a sta lymi wektorami,
Gx(t) = [Gx1, . . . , Gxn]T ,
Gxi(t) s ↪a deterministycznymi, nieliniowymi funkcjami czasu, opisuj ↪a-
cymi dynamik ↪e filtru,
αx, µx0 s ↪a pewnymi sta lymi,
w(t) jest skalarnym procesem Wienera.

Model (1.8.81)–(1.8.82) w postaci wektorowego, stochastycznego rów-
nania różniczkowego Itô wygl ↪ada nast ↪epuj ↪aco

dzx(t) = [αx +
n∑
i=1

qxiA
i
xy(t)]dt+

n∑
i=1

qxiG
i
x(t)dw(t), (1.8.83)

dy(t) = Axy(t)dt+Gx(t)dw(t), (1.8.84)

gdzie:
zx(t) = lnµx(t),
Ai
x jest i-tym wierszem macierzy Ax,

qix, G
i
x(t) s ↪a i-tymi wspó lrz ↪ednymi wektorów, odpowiednio qx i Gx(t).

1.9. Uwagi końcowe

Modele dynamiczne wyrażone za pomoc ↪a prostych, stochastycznych
równań różniczkowych okaza ly si ↪e niewystarczaj ↪ace do opisu procesów de-
mograficznych. Nie nadawa ly si ↪e one zw laszcza do opisu zjawisk w czasie
ci ↪ag lym, ze wzgl ↪edu na odmienne zachowanie w różnych przedzia lach cza-
sowych. To sk loni lo do zaproponowania nowego rodzaju modeli, zwanych
hybrydowymi, w których wyst ↪epuje wzajemna interakcja mi ↪edzy ci ↪ag l ↪a
i dyskretn ↪a dynamik ↪a. Rozdzia l kolejny stanowi ogólne wprowadzenie w t ↪e
tematyk ↪e, która rozwijana b ↪edzie nast ↪epnie w rozdziale 3.





Rozdzia l 2

Statyczne i dynamiczne modele
hybrydowe

2.1. Statyczne modele hybrydowe

Rozważymy rodzin ↪e statycznych, losowych uk ladów opisanych nieli-
niowymi, losowymi, wektorowymi równaniami postaci

y(t, l, ω) = f(x(t, ω), l) x(t0, ω) = x0, l ∈ S, (2.1.1)

gdzie:
x(t) ∈ Rn opisuje proces wej́sciowy ci ↪ag ly z warunkiem pocz ↪atkowym
x0 ∈ Rn,

y(t, l) opisuje proces wyj́sciowy l-tego poduk ladu,

f(0, l) = 0, l ∈ S, gdzie S = {1, . . . , N} jest zbiorem stanów,

ω jest elementem przestrzeni probabilistycznej Ω.

Zak ladamy, że istniej ↪a nieujemne sta le Kl spe lniaj ↪ace warunki

|f(x(t), l)| ≤ Kl|x| ∀x ∈ Rn, ∀l ∈ S, ∀ω ∈ Ω. (2.1.2)

Uk lad równań (2.1.1) b ↪edziemy też zapisywać w postaci

y(t, σ(t), ω) = f(x(t, ω), σ(t)), x(t0, ω) = x0, σ(t0) = σ0, (2.1.3)

gdzie σ(t) : R+ → S jest nazywane prawem prze l ↪aczeń lub sygna lem (pro-
cesem) prze l ↪aczaj ↪acym. Zak ladamy, że σ(t) jest niezależne od warunku
pocz ↪atkowego x(t0) = x0.

W analizie uk ladów prze l ↪aczaj ↪acych bardzo ważn ↪a rol ↪e odgrywaj ↪a pro-
cesy prze l ↪aczaj ↪ace. W literaturze rozpatruje si ↪e trzy podstawowe typy ta-
kich procesów:

– dowolne prze l ↪aczenie,

– prze l ↪aczenie zależne od wartości wektora x(t), tzn. σ(x(t)) : Rn → S,
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– prze l ↪aczenie losowe, najcz ↪eściej opisane  lańcuchem Markowa, to znaczy
σ(t)=r(t) jest zadanym, prawostronnie ci ↪ag lym  lańcuchem Markowa,
zdefiniowanym na przestrzeni Ω, przyjmuj ↪acym wartości w skończonej
przestrzeni stanów S={1, . . . , N} z generatorem Γ = [γij]N×N , czyli

P{r(t+δ)=j|r(t)= i}=


γijδ + o(δ) dla i 6= j,

1 + γiiδ + o(δ) dla i = j,
(2.1.4)

gdzie δ > 0, a γij ≥ 0 jest prawdopodobieństwem przej́scia ze stanu
i do stanu j jeśli i 6= j, γii = −

∑
i 6=j γij.

Zak ladamy, że  lańcuch Markowa jest nieredukowalny, co oznacza, iż
rank(Γ) = N − 1 i posiada jedno rozwi ↪azanie w postaci stacjonarnego
rozwi ↪azania P = [π1, π2, . . . , πN ]T ∈ RN , które może być znalezione
poprzez rozwi ↪azanie uk ladu równań

PΓ = 0,

gdzie
∑N

i=1 pi = 1 oraz pi > 0 ∀i ∈ S.
(2.1.5)

Momenty czasu, w których wyst ↪epuj ↪a zmiany stanu dyskretnego, to
znaczy przej́scie od jednego modelu opisanego, np. funkcj ↪a f(x(t), i) do
innego modelu opisanego, np. funkcj ↪a f(x(t), j), dla i, j ∈ S b ↪edziemy
nazywać czasami prze l ↪aczeń i oznaczać przez {τj}j∈N, czyli

0 = τ0 < τ1 < τ2 << τj (2.1.6)

Za lóżmy, że w momencie t = τj, j ∈ N nast ↪epuje zmiana stanu dyskret-
nego teraźniejszego lter = l(τj−1) na stan przysz ly lprzy = l(τj), wówczas
może nast ↪apić również zmiana skokowa stanu ci ↪ag lego, to znaczy

x(τj) 6= x(τj−). (2.1.7)

Stan dyskretny l(t) pomi ↪edzy kolejnymi czasami prze l ↪aczeń uk ladu pozo-
staje sta ly, tzn.

l(t) = lter ∈ S dla t ∈ [τj−1, τj), j ∈ N, (2.1.8)

wówczas zachodzi

f(x(t), l(t)) = f(x(t), lter) dla t ∈ [τj−1, τj), j ∈ N. (2.1.9)
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Przyk lad 2.1. Rozpatrzmy deterministyczny, skalarny, statyczny uk lad
hybrydowy dwustanowy, zdefiniowany za pomoc ↪a funkcji

f(x, 1) = a1 exp{−α1x}+ b1,

f(x, 2) = a2 exp{−α2x}+ b2, x ∈ R,

(2.1.10)

gdzie ai, bi oraz αi, i = 1, 2 s ↪a pewnymi sta lymi parametrami.

Za lóżmy, że prze l ↪aczenie z uk ladu pierwszego na drugi nast ↪epuje dla
x = x̄ i wartość końcowa pierwszego uk ladu jest równa wartości pocz ↪at-
kowej drugiego uk ladu, czyli

f(x̄, 1) = a1 exp{−α1x̄}+ b1 = f(x̄, 2) = a2 exp{−α2x̄}+ b2. (2.1.11)

W przypadku gdy b1 = b2 warunek (2.1.11) jest równoważny warunkowi

ln

(
a1

a2

)
= −x̄(α2 − α1), (2.1.12)

a wyj́scie uk ladu hybrydowego ma postać

y =


a1 exp{−α1x}+ b1 dla x ≤ x̄,

a2 exp{−α2x}+ b2 dla x ≥ x̄.
(2.1.13)

2.2. Dynamiczne modele hybrydowe

W grupie dynamicznych modeli hybrydowych można wyróżnić dwie
klasy modeli. Do pierwszej klasy zaliczamy modele, dla których znane
s ↪a rozwi ↪azania analityczne stochastycznych równań różniczkowych, roz-
wi ↪azania analityczne równań momentów lub g ↪estości prawdopodobieństw.
Mog ↪a być one stacjonarne b ↪adź niestacjonarne. Do drugiej grupy zali-
czamy modele, których rozwi ↪azania znajdujemy za pomoc ↪a schematów
różnicowych.

Podobnie, jak w przypadku uk ladów statycznych, stochastyczny hy-
brydowy uk lad dynamiczny przedstawimy jako rodzin ↪e wektorowych sto-
chastycznych równań różniczkowych Itô, opisuj ↪acych dynamik ↪e w prze-
dzia lach czasowych pomi ↪edzy prze l ↪aczeniami.

Zak ladamy, że wektorowy proces stochastyczny x(t), b ↪ed ↪acy rozwi ↪aza-
niem pewnego wektorowego równania stochastycznego, startuj ↪acy w chwili
t0 ze stanu x0, jest prze l ↪aczany odpowiednio w chwilach τ1, τ2, ..., τM .
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Przyjmujemy, że τ0 = t0 i zak ladamy, że uk lad hybrydowy b ↪edzie po-
zostawa l w przedzia lach czasowych (τi, τi+1), odpowiednio w stanach li,
i = 0, ...,M , gdzie li ∈ S jest pewnym podci ↪agiem. Ponadto zak ladamy
ci ↪ag lość rozwi ↪azań, czyli że wartość procesu poduk ladu li−1 w chwili τi
jest równa wartości pocz ↪atkowej procesu poduk ladu li w chwili τi, to zna-
czy x(τi, li) = x(τi, li−1). Oznacza to, że proces prze l ↪aczaj ↪acy σ(t) jest
procesem nieci ↪ag lym. Dla ilustracji pos lużymy si ↪e przyk ladem.

Przyk lad 2.2. Rozpatrzmy uk lad hybrydowy, w którym zbiór stanów
sk lada si ↪e z trzech elementów S = {1, 2, 3}. Niech pocz ↪atkowym stanem
b ↪edzie l0 = 2, a kolejnymi stanami l1 = 3, l2 = 2, l3 = 1, l4 = 3, l5 = 1.
Prze l ↪aczenia wyst ↪epuj ↪a w chwilach τ1, τ2, ..., τ5. Ponadto zak ladamy, że
prze l ↪aczenia s ↪a istotne, to znaczy stan poprzedni i nast ↪epny s ↪a różne.
Innymi s lowy, prze l ↪aczenie przyk ladowo ze stanu l2 do tego samego stanu
l2 nie jest prze l ↪aczeniem.

Oznaczamy jako warunki pocz ↪atkowe dla l-tego poduk ladu funkcje
f : Rn × S→ Rn oraz gk : Rn × S → Rn. Wektorowe stochastyczne
równanie różniczkowe Itô dla l-tego poduk ladu (l ∈ S) ma postać

dx(t, l)= f(x(t, l), l)dt+
m∑
k=1

gk(x(t, l), l)dwk(t), x(t0l, l)=x0l, (2.2.1)

gdzie:
t0l∈R+ oraz x0l∈Rn, f(0, l)=0, gk(0, l)=0, l ∈ S, k = 1, . . . ,m,

f(x, l) = [f1(x, l), . . . , fn(x, l)]T , gk(x, l) = [σk1(x, l), . . . , σkn(x, l)]T , s ↪a
takie, że istniej ↪a nieujemne sta le Kl, spe lniaj ↪ace warunki

|f(x, l)|2 +
m∑
k=1

|gk(x, l)|2 ≤ Kl(1 + |x|2), ∀x ∈ U ⊂ Rn,

|f(x, l)−f(y, l)|+
m∑
k=1

|gk(x, l)−gk(y, l)|≤Kl|x−y| ∀x,y∈U.

(2.2.2)

Równania (2.2.1) można przedstawić w postaci uk ladu hybrydowego

dx(t)= f(x(t), σ(t))dt+
m∑
k=1

gk(x(t), σ(t))dwk(t),

x(t0)=x0, σ(t0)=σ0,

(2.2.3)

gdzie σ(t) jest prawem prze l ↪aczania (procesem prze l ↪aczania), zdefiniowa-
nym tak samo, jak dla hybrydowych modeli statycznych.
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W szczególnym przypadku uk ladów liniowych z addytywnymi szu-
mami, rozpatrzymy uk lad hybrydowy opisany wektorowym stochastycz-
nym równaniem różniczkowym

dx(t) = [A0(t, σ(t)) + A(t, σ(t))x(t)]dt+
m∑
k=1

Gk0(t, σ(t))dwk(t),

x(t0) = x0, σ(t0) = σ0,

(2.2.4)

gdzie:
x(t) = [x1(t), ..., xn(t)]T , A0(t, l) = [a1

0(t, l), ..., an0 (t, l)]T ,

Gk0(t, l) = [g1
k0(t, l), ..., gnk0(t, l)]T , s ↪a n-wymiarowymi wektorami,

A(t, l) = [aij(t, l)], wk(t) s ↪a niezależnymi standardowymi procesami
Wienera, i, j = 1, ..., n, l ∈ S, k = 1, ...,m,

σ(t) : T→ S jest prawem (sygna lem) prze l ↪aczania oraz σ0 ∈ S,

warunek pocz ↪atkowy x0 jest wektorow ↪a zmienn ↪a losow ↪a, niezależn ↪a od
wk(t), k = 0, ...,M ,

ai0(t, l), aij(t, l) i gik0(t, l), s ↪a ograniczonymi, mierzalnymi, determini-
stycznymi funkcjami zmiennej t ∈ R+.

Wówczas rozwi ↪azanie (silne) jest określone zależności ↪a

x(t) = Ψ(t, t0, σ(t))x(t0)+

∫ t

t0

Ψ(t, s, σ(s))A0(s, σ(s))ds

+

∫ t

t0

Ψ(t, s, σ(s))
m∑
k=1

Gk0(s, σ(s))dwk(s),

(2.2.5)

gdzie macierz fundamentalna Ψ(t, t0, σ(t)) o wymiarach n × n jest zdefi-
niowana poprzez odpowiednie macierze fundamentalne Ψ(t, t0l, l), l ∈ S
dla poduk ladów, to znaczy równania jednorodne

dx(t, l)

dt
= A(t, l)x(t, l),

x(t0l, l) = x0l.
(2.2.6)

W szczególności, gdy A(t, l) = A(l) s ↪a macierzami sta lymi, wówczas
w przedziale czasu t− t0l, gdy dzia la l-ty poduk lad, zachodzi zależność

Ψ(t, t0l, l)=Ψ(t−t0l, l)=exp {A(l)(t−t0l)}=

=
∞∑
j=0

1

j!
Aj(l)(t−t0l)j.

(2.2.7)
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Zależność (2.2.5) upraszcza si ↪e do postaci

x(t, l) =exp {A(l)(t−t0l)}x0l+

∫ t

t0l

exp {A(l)(t−s)}A0(s, l)ds+

+

∫ t

t0l

exp {A(l)(t− s)}
m∑
k=1

Gk0(s, l)dξ(s).

(2.2.8)

Za lóżmy, że chwile prze l ↪aczeń wyst ↪api ly odpowiednio w momentach
τ1, τ2, ..., τM . Przyjmujemy, że τ0 = t0 i uk lad hybrydowy pozostawa l
w przedzia lach czasowych (τi, τi+1), odpowiednio w stanach li, i = 1, ...,M ,
gdzie li ∈ S jest pewnym podci ↪agiem. Ponadto zak ladamy ci ↪ag lość rozwi ↪a-
zań, to znaczy x(τi, li) = x(τi, li−1). Wówczas otrzymamy nast ↪epuj ↪ace
rozwi ↪azanie uk ladu hybrydowego (2.2.4), uproszczonego do postaci (2.2.8)
dla A0(s, l) = 0

x(t, l1)=exp{A(l1)(t−t0)}x0+

∫ t

t0

exp {A(l1)(t−s)}
m∑
k=1

Gk0(s, l1)dξ(s)

dla t ∈ [τ0, τ1],

x(t, l2)=exp{A(l2)(t−τ1)}x(τ1, l1)+

∫ t

τ1

exp {A(l2)(t−s)}
m∑
k=1

Gk0(s, l2)dξ(s)

dla t ∈ [τ1, τ2],

...

x(t, lk)=exp{A(lk)(t−τk−1)}x(τk−1,lk−1)+

∫ t

τk−1

exp{A(lk)(t−s)}
m∑
k=1

Gk0(s,lk)dξ(s)

dla t ∈ [τk−1, τk].

Przyk ladowy proces prze l ↪aczania q(t) i uk lad dynamiczny X(t) przed-
stawiono na rysunku 2.1.

W przypadku uk ladów liniowych z parametrycznymi szumami nie moż-
na znaleźć rozwi ↪azania równania stochastycznego w jawnej postaci, z wy-
j ↪atkiem przypadku skalarnego.
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Rys. 2.1. Ilustracja trajekterii procesu prze l ↪aczania i uk ladu dynamicznego

Źród lo: opracowanie w lasne

Skalarny uk lad hybrydowy jednorodny

Rozważmy uk lad hybrydowy, liniowy, skalarny z M -krotnym prze-
 l ↪aczeniem, opisany jako rodzina jednorodnych stochastycznych równań Itô

dx(t, li) = a(t, li)x(t, li)dt+ g(t, li)x(t, li)dw(t),

x(τi, li)=x(τi, li−1), i=1, ...,M, dla t∈ [τi−1, τi],

(2.2.9)

gdzie:
t ∈ [t0,∞), a(t, li) oraz g(t, li), i = 1, ...,M s ↪a pewnymi nieliniowymi
funkcjami zmiennej t,

warunek pocz ↪atkowy x(τi, li−1) jest zmienn ↪a losow ↪a, niezależn ↪a od
standardowego procesu Wienera w(t).

Zak ladamy, że chwile prze l ↪aczeń wyst ↪api ly odpowiednio w τ1, ...τM
oraz że τ0 = t0 i uk lad hybrydowy pozostawa l w przedzia lach czasowych
(τi, τi+1), odpowiednio w stanach li, i = 1, ...,M , gdzie li ∈ S jest pewnym
podci ↪agiem. Zak ladamy ci ↪ag lość rozwi ↪azań, czyli x(τi, li) = x(τi, li−1).
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Korzystaj ↪ac z formu ly Itô, można wykazać, że rozwi ↪azanie (2.2.9) jest
procesem stochastycznym

x(t, li)=ψ(t, τi, li) x(τi, li−1),

gdzie

ψ(t,τi, li)=exp

{∫ t

τi

[
a(s,li)−

g2(s,li)

2

]
ds+

∫ t

τi

g(s,li)dw(s)

}
.

(2.2.10)

Z (2.2.10) wynika, że wartość rozwi ↪azania równania, na przyk lad po M
prze l ↪aczeniach, wynosi

x(t) = ψ(t, τM , lM) ... ψ(τ2, τ1, l1) ψ(τ1, τ0, l0) x(τ0) =

=exp

{∫ t

τM

[
a(s, lM)− g

2(s, lM)

2

]
ds+

∫ t

τM

g(s, lM)dw(s) +

+
M∑
i=1

∫ τi

τi−1

[
a(s, li)−

g2(s, li)

2

]
ds+

M∑
i=1

∫ τi

τi−1

g(s, li)dw(s)

}
x(τ0).

(2.2.11)

Skalarny uk lad hybrydowy niejednorodny

Rozważmy uk lad hybrydowy, liniowy, skalarny z M -krotnym prze-
 l ↪aczeniem, opisany jako rodzina stochastycznych równań Itô

dx(t, li)=[a(t,li)x(t,li)+b(t,li)]dt+[g(t,li)x(t,li)+q(t,li)]dw(t),

x(τi, li)=x(τi, li−1), i = 1, . . . ,M dla t ∈ [τi−1, τi],

(2.2.12)

gdzie t ∈ [t0,∞), b(t, li) oraz q(t, li), i = 1, ...,M s ↪a pewnymi nielinio-
wymi funkcjami czasu t; wszystkie pozosta le oznaczenia s ↪a takie same jak
w równaniu (2.2.9). Ponadto zak ladamy ci ↪ag lość rozwi ↪azań, to znaczy
x(τi−1, li) = x(τi−1, li−1). Wówczas rozwi ↪azanie uk ladu ma postać

x(t, li)=ψ(t,τi−1, li)

{
x(τi−1,li−1)+

∫ t

τi−1

[ψ(s, τi−1,li)]
−1q(s,li)dw(s)+

+

∫ t

τi−1

[ψ(s, τi−1, li)]
−1[b(s, li)− q(s, li)g(s, li)]ds

}

dla t ∈ [τi−1, τi], i = 1, ...,M.

(2.2.13)
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Po rozpisaniu (2.2.13) na podprzedzia ly otrzymujemy

x(t, l1) = ψ(t,τ0,l1)

{
x(τ0)+

∫ t

τ0

[ψ(s, τ0, l1)]−1[b(s, l1)−q(s, l1)g(s, l1)]ds+

+

∫ t

τ0

[ψ(s, τ0, l1)]−1q(s, l1)dw(s)

}
, dla t∈ [τ0, τ1],

x(t, l2) = ψ(t,τ1,l2)

{
x(τ1, l1)+

∫ t

τ1

[ψ(s,τ1,l2)]−1[b(s,l2)−q(s,l2)g(s,l2)]ds+

+

∫ t

τ1

[ψ(s, τ1, l2)]−1q(s, l2)dw(s)

}
, dla t ∈ [τ1, τ2],

...

x(t, lM−1) = ψ(t,τM−1,lM−1){x(τM−1, lM1)+

+

∫ t

τM−1

[ψ(s, τM−1, lM−1)]−1[b(s, lM−1)−q(s, lM−1)g(s, lM−1)]ds+

+

∫ t

τM−1

[ψ(s, τM−1, lM−1)]−1q(s, lM−1)dw(s)

}
, dla t∈ [τM−1, τM ],

x(t, lM) = ψ(t, τM , lM) {x(τM , lM) +

+

∫ t

τM

[ψ(s, τM , lM)]−1[b(s, lM)− q(s, lM)g(s, lM)]ds+

+

∫ t

τM

[ψ(s, τM , lM)]−1q(s, lM)dw(s)

}
, dla t>τM .

2.3. Momentowe modele hybrydowe

Jeśli nie można znaleźć rozwi ↪azań explicite równań (2.2.1), wówczas
wygodnym narz ↪edziem w analizie stochastycznego uk ladu hybrydowego
s ↪a równania momentów. Rozpatrzymy je dla uk ladów liniowych z ad-
dytywnymi i parametrycznymi wymuszeniami dla dowolnych prze l ↪aczeń.
B ↪edziemy zatem rozważać hybrydowe, liniowe, wektorowe równanie sto-
chastyczne Itô z wymuszeniami addytywnymi i parametrycznymi oraz
z dowolnymi prze l ↪aczeniami.
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Modele te maj ↪a postać

dx(t) = [A0(t, σ(t)) + A(t, σ(t))x(t)]dt+

+
m∑
k=1

[Gk0(t, σ(t)) + Gk(t, σ(t))x(t)]dwk(t),

x(t0) = x0, σ(t0) = σ0,

(2.3.1)

gdzie:

x(t) = [x1(t), ..., xn(t)]T ,

A0(t, σ(t)) = [a1
0(t, σ(t)), ..., an0 (t, σ(t))]T ,

Gk0(t) = [σ1
k0(t, σ(t)), ..., σnk0(t, σ(t))]T , s ↪a n-wymiarowymi wektorami,

A(t, σ(t)) = [apj(t, σ(t))], Gk(t, σ(t)) = [σpkj(t, σ(t))], s ↪a macierzami
o wymiarach n× n,

wk(t) s ↪a niezależnymi standardowymi procesami Wienera, p, j=1, ..., n,
k = 1, ...,m,

warunek pocz ↪atkowy x0 jest wektorow ↪a zmienn ↪a losow ↪a, niezależn ↪a od
wk(t), k = 1, ...,m,

ai0, aij i σik0 s ↪a ograniczonymi, mierzalnymi, deterministycznymi funk-
cjami zmiennej t ∈ [0,∞).

Dla uproszczenia za lóżmy, że warunek pocz ↪atkowy x0 =[x01, . . . , x0n]T

jest pewn ↪a zmienn ↪a losow ↪a niezależn ↪a od wk(t).

Korzystaj ↪ac z formu ly Itô i operacji uśredniania, otrzymamy równania
dla wartości średnich oraz momentów drugiego rz ↪edu dla li-tego poduk ladu

dm(t, li)

dt
= A0(t, li) + A(t, li)m(t, li),

m(τi, li) = m(τi, li−1), dla t ∈ [τi, τi+1],

(2.3.2)
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dΓ(t, li)

dt
= m(t, li)A

T
0 (t, li) + A0(t, li)m

T (t, li)+

+Γ(t, li)A
T (t, li) + A(t, li))Γ(t, li)+

+
m∑
k=1

[Gk0(t, li)G
T
k0(t, li) + Gk(t, li)m(t, li)Gk0(t, li)+

+Gk0(t, li)m
T (t, li)G

T
k (t, li) + Gk(t, li)Γ(t, li)G

T
k (t, li)],

Γ(τi, li) = Γ0(τi, li−1), dla t ∈ [τi, τi+1], i = 1, 2, ...

(2.3.3)

gdzie
m(t, li) = E[x(t, li)], Γ(t, li) = E[x(t, li)x

T (t, li)],

m(τ0, l0) = E[x(t0, l0)], Γ(τ0, l0) = E[x(τ0, l0)xT (τ0, l0)].

Równania (2.3.2) i (2.3.3) dla wspó lrz ↪ednych maj ↪a postać

dmp(t, li)

dt
= ap0(t, li) +

n∑
j=1

apj(t, li)mj(t, li),

mp(τi, li)=mp(τi, li−1), t∈ [τi, τi+1], p=1, ..., n, i=1, 2, ...

(2.3.4)

dΓpj(t, li)

dt
= ap0(t, li)mj(t, li) + aj0(t, li)mp(t, li)+

+
n∑
q=1

[apq(t, li))Γqj(t, li) + ajq(t, li)Γqp(t, li)]+

+
m∑
k=1

σpk0(t, li)σ
j
k0(t, li) +

m∑
k=1

n∑
α=1

[σikα(t, li)σ
j
k0(t, li)mα(t, li)+

+σjkα(t, li)σ
p
k0(t, li)mα(t, li)]+

m∑
k=1

n∑
α=1

n∑
β=1

σpkα(t, li)σ
j
kα(t, li)Γαβ(t, li),
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Γpj(τ0, l0)=Γpj0, p, j=1, ..., n, i=1, 2, ... dla t∈ [τi−1, τi], (2.3.5)

gdzie

mp(t, li) = E[xp(t, li)], Γpj(t, li) = E[xp(t, li)xj(t, li)],

mp0 = E[xp(t0, l0)], Γpj0 = E[xp(t0, l0)xj(t0, l0)].

Zauważmy, że otrzymane równania momentów maj ↪a zamkni ↪et ↪a postać,
to znaczy po prawej stronie równań nie ma momentów wyższych rz ↪edów
niż wyst ↪epuj ↪a po lewej stronie, a ponadto momenty drugiego rz ↪edu zależ ↪a
jedynie od zmiennej t.

Przyk lad 2.3. Rozważmy skalarny uk lad hybrydowy o parametrycznych
i addytywnych wymuszeniach stochastycznych z losowym warunkiem po-
cz ↪atkowym, opisany za pomoc ↪a rodziny równań skalarnych liniowych Itô

dx(t, li) =[a0(li)+a(li)x(t, li)]dt+[b0(li)+b(li)x(t, li)]dw(t),

x(τi, li) = x(τi, li−1), i = 1, ...,M, dla t ∈ [τi−1, τi],

(2.3.6)

gdzie t ∈ [t0,∞), a0(li), a(li), b0(li) oraz b(li), i = 1, ...,M s ↪a pewnymi
sta lymi, warunek pocz ↪atkowy x(τi−10) jest zmienn ↪a losow ↪a niezależn ↪a od
standardowego procesu Wienera w(t), E[x(τi−1, 0)]=m0, E[x2(τi−1, 0)]=v0.

Zak ladamy, że chwile prze l ↪aczeń wyst ↪api ly odpowiednio w τ1, ..., τM
oraz przyjmujemy, że τ0 = t0 i uk lad hybrydowy pozostawa l w prze-
dzia lach czasowych (τi, τi+1), odpowiednio w stanach li, i=1, ...,M , gdzie
li∈S jest pewnym podci ↪agiem. Ponadto zak ladamy ci ↪ag lość rozwi ↪azań, to
znaczy x(τi, li) = x(τi, li−1). Korzystaj ↪ac z formu ly Itô, można wykazać,
że równania momentów pierwszego i drugiego rz ↪edu, odpowiednio dla

m(t) = E[x(t)], Γ(t) = E[x2(t)],

spe lniaj ↪a nast ↪epuj ↪ace równania różniczkowe

dm(t, li)

dt
= a0(li) + a(li)m(t, li),

m(τi, li) = m(τi, li−1), i = 1, ...,M dla t ∈ [τi, τi+1],

(2.3.7)
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dΓ(t, li)

dt
= 2a0(li)m(t, li) + 2a(li)Γ(t, li) + b2

0(li)+

+ 2b0(li)b(li)m+ b0(li)Γ(t, li),

Γ(τi, li)=Γ(τi, li−1), i=1, ...,M dla t∈ [τi, τi+1].

(2.3.8)

Rozwi ↪azuj ↪ac uk lad równań (2.3.7)–(2.3.8), otrzymamy odpowiednio

m(t, li) = −a0(li)

a(li)
+

(
m(τi, li) +

a0(li)

a(li)

)
exp {a(li)(t− τi)},

i = 1, ...,M dla t ∈ [τi, τi+1],

(2.3.9)

Γ(t, li) = −A1 − A2 exp {a(li)(t− τi)}+

+
[
Γ2(τi, li)+A1+A2

]
exp

{
(2a(li)+b2(li))(t−τi)

}
,

i = 1, ...,M dla t ∈ [τi, τi+1],

(2.3.10)

gdzie

A1 =
b2

0(li)− a0(li)
a(li)

(2a0(li) + 2b0(li)b(li))

2a(li) + b2(li)
,

A2 =

(
m(τi, li) + a0(li)

a(li)

)
(2a0(li) + 2b0(li)b(li))

a(li) + b2(li)
,

i = 1, ...,M dla t ∈ [τi, τi+1].

(2.3.11)

Przyk lad 2.4. Rozważmy równanie hybrydowego oscylatora liniowego
o wspó lczynnikach i wymuszeniach deterministycznych i stochastycznych,
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z deterministycznym warunkiem pocz ↪atkowym, opisane hybrydowym li-
niowym wektorowym równaniem Itô

dx(t) = A0(σ(t)) + A(σ(t))x(t)]dt+

+
2∑

k=0

[Gk0(σ(t)) + Gk(σ(t))x(t)]dwk(t),

x(t0) = x0, σ(t0) = σ0,

(2.3.12)

gdzie

x =

[
x1

x2

]
, x0 =

[
x10

x20

]
,

A0(l) =

[
0
−a0l

]
,

A(l) =

[
0 1
−λ2

0l −2ζlλ0l

]
,

G10(l) = G20(l) = G0(l) = 0,

G00(l) =

[
0
σ0l

]
,

G1(l) =

[
0 0
σ1l 0

]
,

G2(l) =

[
0 0
0 σ2l

]
.

Ponadto, λ0l, ζl, a0l, σ0l, σ1l oraz σ2l, l = 1, 2 s ↪a sta lymi parametrami,
w0(t), w1(t) oraz w2(t) s ↪a niezależnymi procesami Wienera, natomiast
warunki pocz ↪atkowe x10 oraz x20 s ↪a zmiennymi losowymi, niezależnymi
od wk(t), k = 0, 1, 2.
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Równania momentów pierwszego i drugiego rz ↪edu dla li-tego poduk ladu
maj ↪a postać

dm1(t, li)

dt
= m2(t, li),

dm2(t, li)

dt
= −λ2

0li
m1(t, li)− 2ζliλ0lim2(t, li)− a0li ,

dΓ11(t, li)

dt
= 2Γ12(t, li),

dΓ12(t, li)

dt
=Γ22(t, li)−a0lim1(t, li)−2ζliλ0liΓ12(t, li)+

−λ2
0li

Γ11(t, li),

dΓ22(t, li)

dt
= −2a0lim2(t, li)−4ζliλ0liΓ22(t, li)+ σ2

0li
+

− 2λ2
0li

Γ12(t, li) + σ2
1li

Γ11(t, li) + σ2
2li

Γ22(t, li),

(2.3.13)

gdzie
mp(t, li)=E[xp(t, li)],

Γpj(t, li)=E[xp(t, li)xj(t, li)], p, j=1, 2, i=1, 2, ...

Z uwagi na to, że równania momentów (2.3.2) tworz ↪a uk lad równań li-
niowych, deterministycznych, rozwi ↪azanie analityczne tego uk ladu istnieje
i ma postać

m(t, li) = exp

{∫ t

τi

A(s, li)ds

}
m(τi, li−1)+

+

∫ t

τi

exp

{∫ t

s

A(u, li)du

}
A0(s, li)ds,

m(τi, li) = m(τi, li−1), dla t ∈ [τi, τi+1].

(2.3.14)
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Aby w podobny sposób rozwi ↪azać uk lad równań momentów (2.3.3),
trzeba najpierw zamienić równanie macierzowe (2.3.3) na odpowiadaj ↪ace
mu deterministyczne równanie wektorowe. W tym celu użyjemy ozna-
czenia literaturowego scA, określaj ↪acego wektor kolumnowy, utworzony
z wektorów kolumnowych macierzy A, to znaczy

scA = |[A(α)]| (2.3.15)

Iloczynem kroneckerowskim macierzy A i B nazywamy macierz A ⊗ B
zdefiniowan ↪a nast ↪epuj ↪aco

A⊗B =


A11B A12B . . . A1nB
A21B A22B . . . A2nB
. . . . . . . . . . . .

Am1B Am2B . . . AmnB

, (2.3.16)

scΓ(t, li) = exp

{∫ t

τi

A(s, li)ds

}
scΓ(τi, li−1)+

+

∫ t

τi

exp

{∫ t

s

A(u, li)du

}
scQ0(s, li)ds,

scΓ(τi, li) = scΓ(τi, li−1), dla t ∈ [τi, τi+1],

(2.3.17)

gdzie

A(s, li) = I⊗A(s, li) + A(s, li)⊗ I +
M∑
k=1

Gk(s, li)⊗Gk(s, li), (2.3.18)

scQ0(s, li) = sc
(
(A0(s, li) + Ḡ(m))(A0(s, li) + Ḡ(m))T

)
, (2.3.19)

Ḡ(m) =

[
n∑
j=1

σpkj(s, li)mj(s, li)

]
. (2.3.20)

2.4. Uwagi końcowe

Zaprezentowana w tym rozdziale metodologia dotycz ↪aca dynamicznych
modeli hybrydowych zostanie wykorzystana w kolejnym rozdziale, poświ ↪e-
conym hybrydowym modelom umieralności.



Rozdzia l 3

Dynamiczne, hybrydowe modele
umieralności

3.1. Wprowadzenie

Naturalnym uogólnieniem rodziny modeli (1.8.39) do rodziny hybry-
dowych modeli umieralności jest zdefiniowanie ich dla wyodr ↪ebnionych
poduk ladów l ∈ S, np. dla pewnych przedzia lów czasowych, w których
dany model ,,dzia la” na podstawie tego samego zestawu parametrów.

Dla przyk ladu, przez analogi ↪e do (1.8.39), hybrydowe modele statyczne
mog ↪a być zdefiniowane nast ↪epuj ↪aco

logmx(t, l) =αx(l)+βx(l)κt(l),

logmx(t, l) =αx(l)+βx(l)κt(l) + γt−x(l),

logmx(t, l) =αx(l)+βx(l)κt(l)+β(0)
x (l)γt−x(l),

logmx(t, l) =αx(l)+κ
(1)
t (l)+(x−x̄)κ

(2)
t (l)+(xc−x)+κ

(3)
t (l),

logmx(t, l) =αx(l)+κ
(1)
t (l)+(x−x̄)κ

(2)
t (l)+(xc−x)+κ

(3)
t (l)+γt−x(l),

logmx(t, l) =αx(l)+κ
(1)
t (l)+(x−x̄)κ

(2)
t (l)+(xc−x)+κ

(3)
t (l)+

+vxκ
(4)
t (l)+γt−x(l),

logmx(t, l) =αx(l)+κ
(1)
t (l)+(x−x̄)κ

(2)
t (l)+(xc−x)+κ

(3)
t (l)+

+(xc−x)γt−x(l),

ηx,t(l) =κ
(1)
t (l) + (x− x̄)κ

(2)
t (l),

ηx,t(l) =κ
(1)
t (l) + (x− x̄)κ

(2)
t (l) + γt−x(l),

ηx,t(l) =κ
(1)
t (l) + (x− x̄)κ

(2)
t (l) + vxκ

(3)
t (l) + γt−x(l),

ηx,t(l) =κ
(1)
t (l)+(x−x̄)κ

(2)
t (l)+(xc−x)γt−x(l),

gdzie xc jest pewnym ustalonym parametrem, κ
(i)
t , i = 1, 2, 3, 4, oraz γtx s ↪a

pewnymi procesami losowymi, które modelujemy za pomoc ↪a odpowiednich
procesów ARIMA.
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Pozosta la cz ↪eść tego rozdzia lu poświ ↪econa zosta la uogólnieniom modeli
umieralności, opartym na dynamicznych modelach hybrydowych.

Nat ↪eżenie umieralności µx(t, l) w chwili t dla osób w wieku x oraz
dla l-tego poduk ladu (l ∈ S), b ↪edzie traktowane w tych modelach jako
rozwi ↪azanie stochastycznego równania różniczkowego o ogólnej postaci

dµx(t, l) = a(x, t, µx(t, l), l)dt+ b(x, t, µx(t, l), l)dw(t), l ∈ S. (3.1.1)

3.2. Skalarny, hybrydowy model Vasička

Rodzina poduk ladów opisuj ↪acych skalarny hybrydowy model Vasička
ma postać [112] tak ↪a jak równanie (1.8.45)

dµx(t, l) = [kl(θl)− µx(t, l)] dt+ qldw(t), l ∈ S, (3.2.1)

gdzie wielkości µ(0, l), ql s ↪a dodatnimi sta lymi, natomiast θl > 0 i kl < 0
s ↪a dobranymi parametrami.

Jeśli chwil ↪a pocz ↪atkow ↪a b ↪edzie τ0 < t, a kolejnymi chwilami prze l ↪a-
czeń b ↪ed ↪a czasy t < τ1, τ2, ..., τM < T , to formu la na prawdopodobieństwo
przeżycia w hybrydowym modelu Vasička dla l-tego poduk ladu ma postać

Sx(t, τl) = Gµ(t, τl) exp{−Hµ(t, τl)µx(t, l)}, l ∈ S, (3.2.2)

gdzie

Gµ(t, τl)=exp

{(
θl−

q2
l

2k2
l

)
[Hµ(t, τl)−τ̄(t, τl)]−

q2
l

4kl
Hµ(t, τl)

}
,

Hµ(t, τl)=
1

kl
[1− exp{−klτ̄(t, τl)] ,

τ̄(t, τl) jest miar ↪a czasow ↪a określaj ↪ac ↪a cz ↪eść roku mi ↪edzy momentami t i τl
dla l-tego poduk ladu (w zgodzie z pewn ↪a konwencj ↪a).

3.3. Skalarny, hybrydowy model
Coxa–Ingersolla–Rossa

Zbiór poduk ladów opisuj ↪acych skalarny, hybrydowy model Coxa–In-
gersolla–Rossa [29] ma postać tak ↪a, jak równanie (1.8.46), (1.8.49)

dµx(t, l) = [kl(θ − µx(t, l)] dt+ ql
√
µx(t, l)dw(t), l ∈ S, (3.3.1)

gdzie µ(0, l), ql s ↪a dodatnimi sta lymi, θl>0 i kl<0 s ↪a dobranymi parame-
trami.
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Prawdopodobieństwo przeżycia w l-tym poduk ladzie modelu Coxa–In-
gersolla–Rossa w przedziale czasowym (t, τl) ma postać

Sx(t, τl) = Gµ(t, τl) exp{−Hµ(t, τl)µx(t, l)}, l ∈ S,

gdzie

Gµ(t, τl) =

[
2δl exp

{
1
2
(kl + δl)τ̄(t, τl)

}
2δl + (kl + δl)(exp{δlτ̄(t, τl)} − 1)

] 2klθl
q2
l

,

Hµ(t, τl) =
2(exp {δlτ(t, τl)} − 1)

2δl + (kl + δl)(exp{δlτ̄(t, τl)} − 1)
,

δl =
√
k2
l + 2q2

l ,

τ̄(t, τl) jest miar ↪a czasow ↪a określaj ↪ac ↪a cz ↪eść roku mi ↪edzy momentami t i τl
dla l-tego poduk ladu (w zgodzie z pewn ↪a konwencj ↪a).

3.4. Skalarny, hybrydowy model Lee–Cartera

Rodzina poduk ladów opisuj ↪acych skalarny, hybrydowy model typu
Lee–Cartera ma postać [65], [66] tak ↪a jak równania (1.8.54), (1.8.55)

dµx(t, l)=

(
αx(t, l)+

1

2
σ2
x(l)

)
µx(t, l)dt+ σx(l)µx(t, l)dw(t), l∈S, (3.4.1)

gdzie

αx(t, l)=bx(l)κ
′(t, l),

µx(0)=exp{ax(l)+bx(l)κ(0, l)}, x=0, 1, 2, ...,

(3.4.2)

ax(l), bx(l) oraz σx(l) s ↪a sta lymi parametrami modeli, κ(t, l) s ↪a skalar-
nymi, różniczkowalnymi i deterministycznymi funkcjami czasu t, w(t) jest
standardowym procesem Wienera.

Rozwi ↪azanie równania (3.4.1) jest nast ↪epuj ↪ace

lnµx(t, l) = ax(l) + bx(l)κ(t, l) + σx(l)w(t), l ∈ S (3.4.3)

lub w postaci wyk ladniczej

µx(t, l) = exp {ax(l) + βx(l)κ(t, l) + σx(l)w(t)} , l ∈ S. (3.4.4)
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3.5. Uogólniony, skalarny, hybrydowy model
Lee–Cartera

Rodzina poduk ladów opisuj ↪acych uogólniony, skalarny i hybrydowy
model Lee–Cartera ma postać [92]

dµx(t, l)=

(
αx(t, l)+

1

2
q2
x(l)

)
µx(t, l)dt+σx(l)µx(t, l)dw(t), l∈S, (3.5.1)

gdzie

αx(t, l) = bxκ
′(t, l),

µx(0) = exp{ax(l) + bx(l)κ(0, l)}, x = 0, 1, 2, ...,

(3.5.2)

ax(l), bx(l) oraz σx(l) s ↪a parametrami modeli zależnymi od wieku x, q2
x(l)

s ↪a cz lonami korekcyjnymi, κ(t, l) s ↪a skalarnymi, różniczkowalnymi i deter-
ministycznymi funkcjami czasu t, natomiast κ(0, l) to sta le parametry.

W proponowanym uogólnionym modelu wprowadzilísmy dwa parame-
try q2

x(l) i κ(t, l). Wprowadzenie parametru q2
x(l) wynika z definicji rodziny

ca lek stochastycznych. Stochastyczne równania różniczkowe Itô i Strato-
nowicza, odpowiadaj ↪ace definicjom ca lek stochastycznych Itô i Stratono-
wicza, przybieraj ↪a postać odpowiednio

dµx(t, l) = αx(t, l)µx(t, l)dt+ σx(l)µx(t, l)dw(t), (3.5.3)

oraz

dµx(t, l) =

(
αx(t, l) +

1

2
σ2
x(l)

)
µx(t, l)dt+ σx(l)µx(t, l)dw(t). (3.5.4)

Wyrażenie 1
2
σ2
x może być traktowane jako ,,poprawka” Stratonowi-

cza. W ogólnym przypadku, cz lon poprawkowy zależy od definicji ca lki
stochastycznej i można za lożyć, że jest postaci 1

2
q2
x. Interpretacja pro-

ponowanego cz lonu korekcyjnego dla realnych procesów fizycznych jest
zwi ↪azana z interpretacj ↪a aproksymacji bia lego szumu, który w rzeczywi-
stości nie istnieje, a jest jedynie abstrakcyjnym procesem – wygodnym
narz ↪edziem matematycznym. Rzeczywistym procesem fizycznym, aprok-
symuj ↪acym bia ly szum, jest szum kolorowy (stacjonarny, szerokopasmowy
proces). Ten problem by l szczegó lowo dyskutowany w literaturze w od-
niesieniu do różnych procesów fizycznych np. [103], [110], [100]. Brak jest
natomiast interpretacji wyrażenia q2

x dla modelu demograficznego.
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B ↪edziemy zak ladać, że funkcja κ(t) ma postać funkcji liniowej czasu
i jest różna dla różnych poduk ladów. W bardziej z lożonych modelach funk-
cje κi(t) dla różnych poduk ladów przyjm ↪a bardziej z lożone formu ly.

Rozwi ↪azanie równania (3.5.1) dla każdego l ∈ S jest nast ↪epuj ↪ace

µx(t, l)=exp

{
ax(l)+βx(l)κ(t, l)+

1

2
(q2
x(l)− σ2

x(l))t+σx(l)w(t)

}
. (3.5.5)

Otrzymane rozwi ↪azania dla poduk ladów wykorzystamy do konstrukcji
rozwi ↪azania modelu hybrydowego.

Zak ladamy, że skalarny proces stochastyczny µx(t, l), b ↪ed ↪acy rozwi ↪a-
zaniem skalarnego, hybrydowego równania stochastycznego, startuj ↪acy
w chwili t0 ze stanu pocz ↪atkowego x0 jest prze l ↪aczany odpowiednio w chwi-
lach τ1, τ2, ...τM oraz przyjmujemy, że τ0 = t0. Zak ladamy, że uk lad hybry-
dowy b ↪edzie pozostawa l w przedzia lach czasowych (τi, τi+1), odpowiednio
w stanach li, i = 0, ...,M , gdzie li ∈ S jest pewnym podci ↪agiem.

Ponadto zak ladamy ci ↪ag lość rozwi ↪azań, czyli wartość procesu poduk la-
du li−1 w chwili τi jest równa wartości pocz ↪atkowej procesu poduk ladu li
w chwili τi, to znaczy µx(τi, li) = µx(τi, li−1). Wówczas rozwi ↪azanie wyraża
si ↪e wzorem

µx(t, lk) = µx(τk, lk−1) exp {βx(lk)(κ(t, lk)− κ(τk, lk)) +

+
1

2
(q2
x(lk)−σ2

x(lk))(t−τk)+σx(lk)(w(t)−w(τk))}

dla t ∈ [τk, τk+1].

(3.5.6)

Rodzina momentów pierwszego i drugiego stopnia poduk ladów opi-
suj ↪acych uogólniony, skalarny hybrydowy model Lee–Cartera ma postać

dE[µx(t, l)]

dt
=

(
αx(t, l) +

1

2
q2
x(l)

)
E[µx(t, l)], (3.5.7)

dE[µ2
x(t, l)]

dt
=
(
2αx(t, l) + q2

x(l) + σ2
x(l)
)

E[µ2
x(t, l)]. (3.5.8)

Rozwi ↪azanie równań (3.5.7) i (3.5.8) dla każdego l ∈ S s ↪a nast ↪epuj ↪ace

E[µx(t, l)] = exp

{
ax(l) + βx(l)κ(t, l) +

1

2
q2
x(l)t

}
, (3.5.9)
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E[µ2
x(t, l)] = exp

{
2ax(l) + 2βx(l)κ(t, l) + (q2

x(l) + σ2
x(l))t

}
. (3.5.10)

Rozwi ↪azania dla momentów poduk ladów wykorzystamy do konstrukcji
rozwi ↪azania momentowego modelu hybrydowego.

Zak ladamy, że pierwsze dwa momenty skalarnego procesu stochastycz-
nego E[µx(t)], E[µ2

x(t)], b ↪ed ↪ace rozwi ↪azaniami skalarnych momentowych
hybrydowych równań różniczkowych, startuj ↪ace w chwili t0 ze stanu po-
cz ↪atkowego x0, s ↪a prze l ↪aczane odpowiednio w chwilach τ1, τ2, ..., τM . Przyj-
mujemy, że τ0 = t0 oraz zak ladamy, że momentowy uk lad hybrydowy
b ↪edzie pozostawa l w przedzia lach czasowych (τi, τi+1), odpowiednio w sta-
nach li, i = 0, ...,M , gdzie li ∈ S jest pewnym podci ↪agiem.

Ponadto zak ladamy ci ↪ag lość rozwi ↪azań, czyli wartość pierwszego i dru-
giego momentu procesu poduk ladu li−1 w chwili τi, to znaczy E[µx(τi, li−1)]
i E[µ2

x(τi, li−1)], s ↪a równe odpowiednio wartości pocz ↪atkowej pierwszego
i drugiego momentu procesu poduk ladu li w chwili τi, to znaczy

E[µx(τi, li)] = E[µx(τi, li−1)], E[µ2
x(τi, li)] = E[µ2

x(τi, li−1)]. (3.5.11)

Wówczas rozwi ↪azania przybieraj ↪a postać dla t ∈ [τk, τk+1]

E[µx(t, lk)] =

=E[µx(τk, lk−1)] exp

{
βx(lk)(κ(t, lk)− κ(τk, lk)) +

1

2
q2
x(lk)(t− τk)

}
,

E[µ2
x(t, lk)] =

=E[µ2
x(τk,lk−1)]exp

{
2βx(lk)(κ(t,lk)−κ(τk, lk))+(q2

x(lk)+σ2
x(lk))(t−τk)

}
.

3.6. Uogólnione, hybrydowe modele
Milevskiego–Promislowa

3.6.1. Model ze skalarnym, liniowym filtrem

Rodzina poduk ladów opisuj ↪acych skalarny hybrydowy model Milev-
skiego–Promislowa ze skalarnym, liniowym filtrem wyraża si ↪e wzorem [37]

µx(t, l) = µx0 exp{αx(l)t+ qx(l)y(t, l)}, l ∈ S, (3.6.1)

dy(t, l) = −βx(l)y(t, l)dt+ γx(t, l)dw(t), (3.6.2)

gdzie αx(l), βx(l), qx(l), µx0 s ↪a sta lymi parametrami, a γx(t, l) – funkcjami
czasu dla l-tego poduk ladu.
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St ↪ad z formu ly Itô wynika stochastyczne równanie różniczkowe

d ln(µx(t, l)) = [αx(l)− βx(l)(lnµx(t, l)− lnµx0(l)− αx(l)t)]dt+

+ qx(l)γx(t, σ(t))dw(t).

(3.6.3)

Podobnie jak we wyprowadzeniu zamieszczonym w pracy [37] dla uk la-
dów niehybrydowych, wprowadzaj ↪ac pewien nowy proces, zdefiniowany
wzorem

K(t, lnµx(t, l)) =
ln(µx(t, l))

γx(t, l)
(3.6.4)

i stosuj ↪ac formu l ↪e Itô, znajdujemy

dK(t, lnµx(t, l)) =

[
αx(l) + βx(l) lnµx0(l) + αx(l)βx(l)t

γx(t, l)
+

−K(t, lnµx(t, l))

(
γ′x(t, σ(t))

γx(t, l)
+ βx(l)

)]
dt+ qx(l)dw(t).

(3.6.5)

Jeśli za lożymy, że γx(t, l) = exp{ax(l)t}, wówczas równanie (3.6.5) redu-
kuje si ↪e do postaci

dK(t, lnµx(t, l)) = −[ax(l) + βx(l)]K(t, lnµx(t, l))dt+

+ [αx(l) + βx(l) lnµx0(l) + αx(l)βx(l)t]dt+ qx(l)dw(t).

(3.6.6)

Rozwi ↪azanie równania (3.6.6) przyjmuje postać

K(t, lnµx(t, l)) = e−(ax(l)+βx(l))t K(0, lnµx0(l))+

+

∫ t

0

e−(ax(l)+βx(l))(t−s)[αx(l)+βx(l)lnµx0(l)+βx(l)αx(l)s]e
−ax(l)sds+

+

∫ t

0

e−(ax(l)+βx(l)(t−s)qx(l)dw(s).

(3.6.7)

Rodzina momentów pierwszego i drugiego rz ↪edu poduk ladów, opisu-
j ↪acych uogólniony skalarny, hybrydowy model Milevskiego–Promislowa
ze skalarnym, liniowym filtrem, jest dla l ∈ S nast ↪epuj ↪aca

E[µx(t, l)] = E[µ0]E[exp{αx(l)t+ qx(l)y(t, l)}], (3.6.8)
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E[µ2
x(t, l)] = E[µ2

0]E[exp{2αx(l)t+ 2qx(l)y(t, l)}]. (3.6.9)

Korzystaj ↪ac z faktu, że y(t) jest procesem gaussowskim, możemy zapisać
zależności (3.6.8) oraz (3.6.9) w postaci

E[µx(t, l)]=E[µ0] exp{αx(l)t+qx(l)E[y(t, l)]+
q2
x(l)

2
var[y(t)]}, (3.6.10)

E[µ2
x(t, l)]=E[µ2

0] exp{2αx(l)t+2qx(l)E[y(t, l)]+q2
x(l)var[y(t)]}. (3.6.11)

Pierwsze dwa momenty procesu y(t) spe lniaj ↪a nast ↪epuj ↪ace liniowe równa-
nia różniczkowe

dE[y(t, l)]

dt
= −βx(l)E[y(t, l)], (3.6.12)

dE[y2(t, l)]

dt
= −2βx(l)E[y2(t, l)] + γ2

x(t, l). (3.6.13)

Jeśli ponownie za lożymy, że γx(t, l)=exp{ax(l)t}, wówczas (3.6.13) przyj-
mie postać

dE[y2(t, l)]

dt
= −2βx(l)E[y2(t, l)] + exp{2ax(l)t}. (3.6.14)

Rozwi ↪azania równań (3.6.12) i (3.6.14) s ↪a nast ↪epuj ↪ace

E[y(t, l)] = E[y(t0, l)] exp{−βx(l)(t− t0)}, l ∈ S, (3.6.15)

E[y2(t, l)] = E[y2(t0, l)] exp{−2βx(l)(t− t0)}+

− 1

2(ax(l)+βx(l))
exp{−2βx(l)(t−t0)+2ax(l)t0}+

+
1

2(ax(l) + βx(l))
exp{2ax(l)t} , l ∈ S.

(3.6.16)

Jeśli za lożymy, że E[y(t0, l)] = 0, to także E[y(t, l)] ≡ 0 oraz var[y(t, l)] =
E[y2(t, l)]. St ↪ad wynika, że równości (3.6.10) oraz (3.6.11) przyjm ↪a postać

E[µx(t, l)] = E[µ0] exp{αx(l)t+
q2
x(l)

2
E[y2(t, l)]}, l ∈ S, (3.6.17)

E[µ2
x(t, l)] = E[µ2

0] exp{2αx(l)t+ q2
x(l)E[y2(t, l)]}, l ∈ S. (3.6.18)
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Otrzymane rozwi ↪azania dla momentów poduk ladów wykorzystamy do
konstrukcji rozwi ↪azania momentowego modelu hybrydowego.

Zak ladamy, że pierwsze dwa momenty skalarnego procesu stochastycz-
nego E[µx(t)], E[µ2

x(t)], b ↪ed ↪ace rozwi ↪azaniami skalarnych momentowych
hybrydowych równań różniczkowych, startuj ↪ace w chwili t0 ze stanu po-
cz ↪atkowego x0 s ↪a prze l ↪aczane odpowiednio w chwilach τ1, τ2, ..., τM . Przyj-
mujemy, że τ0 = t0 i zak ladamy, że momentowy uk lad hybrydowy b ↪edzie
pozostawa l w przedzia lach czasowych (τi, τi+1), odpowiednio w stanach li,
i = 0, ...,M , gdzie li ∈ S jest pewnym podci ↪agiem.

Ponadto zak ladamy ci ↪ag lość rozwi ↪azań, czyli wartość pierwszego i dru-
giego momentu procesu poduk ladu li−1 w chwili τi, to znaczy E[µx(τi, li−1)]
i E[µ2

x(τi, li−1)], jest równa odpowiednio wartości pocz ↪atkowej pierwszego
i drugiego momentu procesu poduk ladu li w chwili τi, czyli

E[µx(τi, li)] = E[µx(τi, li−1)], E[µ2
x(τi, li)] = E[µ2

x(τi, li−1)]. (3.6.19)

Wówczas rozwi ↪azania maj ↪a postać dla t ∈ [τk, τk+1], odpowiednio

E[µx(t, lk)] =

=E[µx(τk, lk−1)] exp

{
αx(lk)(t− τk) +

1

2
q2
x(lk)E[y2(t, lk)]

}
,

E[µ2
x(t, lk)] =

=E[µ2
x(τk, lk−1)] exp

{
2αx(lk)(t− τk) + q2

x(lk)E[y2(t, lk)]
}
,

(3.6.20)

gdzie

E[y2(t, lk)] = E[y2(τk, lk−1)] exp {−2βx(lk)(t− τk)}+

− 1

2(ax(lk)+βx(lk))
exp {−2βx(lk)(t−τk)+2ax(lk)τk}+

+
1

2(ax(lk) + βx(lk))
exp {2ax(lk)(t− τk)} dla t ∈ [τk, τk+1].

(3.6.21)

3.6.2. Model z wektorowym, liniowym filtrem

Jeśli w uogólnionym modelu Milevskiego–Promislowa zamienimy jed-
nowymiarowe równanie filtru (3.6.2) wektorowym równaniem filtru, wów-
czas otrzymamy rozszerzony uogólniony model Milevskiego–Promislowa
w postaci

µx(t, l) = µx0(l) exp{αx(l)t+ qTx (l)y(t, l)}, (3.6.22)
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dyx(t, l) = Ax(l)y(t, l)dt+ Gx(t, l)dw(t), l ∈ S, (3.6.23)

gdzie:
y ∈ Rn jest wektorem filtru,

Ax(l) jest sta l ↪a macierz ↪a, n× n wymiarow ↪a,

qx(l) ∈ Rn s ↪a sta lymi wektorami,

Gx(t, l) = [Gx1, ..., Gxn]T ,

Gxi(t, l) s ↪a deterministycznymi, nieliniowymi funkcjami czasu, opi-
suj ↪acymi dynamik ↪e filtru,

αx(l), µx0(l), s ↪a pewnymi sta lymi,

w(t) jest skalarnym procesem Wienera.

Model (3.6.22)–(3.6.23) w postaci wektorowego, stochastycznego rów-
nania różniczkowego Itô wygl ↪ada nast ↪epuj ↪aco

dzx(t, l) =

= [αx(l) +
n∑
i=1

qxi(l)A
i
x(l)y(t, l)]dt+

n∑
i=1

qxi(l)G
i
x(t, l)dw(t),

(3.6.24)

dy(t, l) = Ax(l)y(t, l)dt+Gx(t, l)dw(t), l ∈ S, (3.6.25)

gdzie zx(t, l) = lnµx(t, l), Ai
x(l) jest i-tym wierszem macierzy Ax, nato-

miast qix, G
i
x(t, l) s ↪a i-tymi wspó lrz ↪ednymi wektorów odpowiednio qx oraz

Gx(t, l).

W celu znalezienia rozwi ↪azania analitycznego równania (3.6.25) sko-
rzystamy z zależności (2.2.8) w szczególnym przypadku dla A0 =0, M=1
i jednowymiarowego szumu w(t). Wówczas rozwi ↪azanie przyjmie postać

y(t, l) =

=exp{Ax(l)(t−t0l)}y0l+

∫ t

t0l

exp{Ax(l)(t−s)}Gx(s, l)dw(s).
(3.6.26)

Podstawiaj ↪ac (3.6.26) do równości (3.6.22), otrzymamy

µx(t, l)=µx0(l)exp
{
αx(l)t+qTx (l)exp{Ax(l)(t−t0l)}y0l+

+

∫ t

t0l

qTx (l) exp{Ax(l)(t− s)}Gx(s, l)dw(s)

}
.

(3.6.27)
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Otrzymane rozwi ↪azania dla poduk ladów wykorzystamy do konstrukcji
rozwi ↪azania modelu hybrydowego.

Zak ladamy, że skalarny proces stochastyczny µx(t), b ↪ed ↪acy rozwi ↪aza-
niem skalarnego hybrydowego równania stochastycznego, startuj ↪acy w mo-
mencie t0 ze stanu x0, jest prze l ↪aczany odpowiednio w chwilach τ1, ..., τM .
Przyjmujemy, że τ0 = t0 i zak ladamy, że uk lad hybrydowy b ↪edzie po-
zostawa l w przedzia lach czasowych (τi, τi+1), odpowiednio w stanach li,
i = 0, ...,M , gdzie li ∈ S jest pewnym podci ↪agiem.

Ponadto zak ladamy ci ↪ag lość rozwi ↪azań, czyli wartość procesu poduk la-
du li−1 w chwili τi jest równa wartości pocz ↪atkowej procesu poduk ladu li
w chwili τi, czyli µx(τi, li) = µx(τi, li−1). Wówczas rozwi ↪azanie ma postać
dla t ∈ [τk, τk+1]

µx(t, lk)=

=µτk,lk−1exp
{
αx(lk)t+qTx(lk) exp {Ax(lk)(t−τk)}yτk,lk−1 +

+

∫ t

τk

qTx (lk) exp {Ax(lk)(t− s)}Gx(s, lk)dw(s)

}
.

(3.6.28)

Rodzina momentów pierwszego i drugiego stopnia poduk ladów, opi-
suj ↪acych uogólniony, wektorowy, hybrydowy model Milevskiego–Promis-
lowa, sprowadza si ↪e do wzorów

E[µx(t, l)] =

= E[µx0(l)] exp{αx(l)t+qTx (l)E[y(t, l)]+
1

2
tr{Qx(l)cov[y(t, l)]},

(3.6.29)

E[µ2
x(t, l)] =

= E[µ2
x0(l)] exp{2αx(l)t+2qTx (l)E[y(t,l)]+tr{Qx(l)cov[y(t, l)]}.

(3.6.30)

gdzie:
Qx(l) = qx(l)q

T
x (l),

cov[y(t, l)] = E[y(t,l)yT (t, l)]− E[y(t,l)]E[yT (t,l)],

dE[yx(t,l)]
dt

= Ax(l)E[y(t, l)], l ∈ S
oraz

dE[yx(t, l)y
T
x (t, l)]

dt
= Ax(l)E[yx(t, l)y

T
x (t, l)]+

+E[yx(t, l)y
T
x (t, l)]AT

x (l) + Gx(t, l)G
T
x (t, l), l ∈ S.

(3.6.31)
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Z równania (3.6.31) wynika, że E[y(t, l)] = 0. St ↪ad z kolei wynika, że
cov[y(t, l)] = E[y(t, l)yT (t, l)] dla l ∈ S oraz zależności (3.6.29) i (3.6.30)
przyjm ↪a postać odpowiednio

E[µx(t, l))] =

= E[µx0(l)] exp{αx(l)t+
1

2
tr{Qx(l)E[y(t, l)yT (t, l)]},

(3.6.32)

E[µ2
x(t, l))] =

= E[µ2
x0(l)] exp{2αx(l)t+ tr{Qx(l)E[y(t, l)yT (t, l)]}.

(3.6.33)

Podobnie, jak w analizie poprzednich modeli, otrzymane rozwi ↪azania
dla momentów poduk ladów wykorzystamy do konstrukcji rozwi ↪azania mo-
mentowego modelu hybrydowego.

Zak ladamy, że pierwsze dwa momenty skalarnego procesu stochastycz-
nego E[µx(t)], E[µ2

x(t)], b ↪ed ↪ace rozwi ↪azaniami skalarnych momentowych
hybrydowych równań różniczkowych, startuj ↪ace w chwili t0 ze stanu po-
cz ↪atkowego x0, s ↪a prze l ↪aczane odpowiednio w chwilach τ1, τ2, ...τM . Przyj-
mujemy, że τ0 = t0 i zak ladamy, że momentowy uk lad hybrydowy b ↪edzie
pozostawa l w przedzia lach czasowych (τi, τi+1), odpowiednio w stanach li,
i = 0, ...,M , gdzie li ∈ S jest pewnym podci ↪agiem.

Ponadto zak ladamy ci ↪ag lość rozwi ↪azań, czyli wartość pierwszego i dru-
giego momentu procesu poduk ladu li−1 w chwili τi jest równa odpowiednio
wartości pocz ↪atkowej pierwszego i drugiego momentu procesu poduk ladu
li w chwili τi, czyli

E[µx(τi, li)] = E[µx(τi, li−1)], E[µ2
x(τi, li)] = E[µ2

x(τi, li−1)]. (3.6.34)

Wówczas rozwi ↪azania dla t ∈ [τk, τk+1] maj ↪a postać odpowiednio

E[µx(t, lk)] =

=E[µx(τk, lk−1)] exp{αx(lk)t+
1

2
tr{Qx(lk)E[y(t,lk)y

T(t, lk)]}},
(3.6.35)

E[µ2
x(t, lk)] =

=E[µ2
x(τk, lk−1)] exp{2αx(lk)+tr{Qx(lk)E[y(t,lk)y

T(t, lk)]}},
(3.6.36)

gdzie macierz Γx(t, lk) = E[y(t, lk)y
T (t, lk)] spe lnia dla t ∈ [τk, τk+1] rów-

nanie rekurencyjne

dΓx(t, lk)

dt
= Ax(lk)Γx(t, lk)+Γx(t, lk)A

T
x(lk)+Gx(t, lk)G

T
x(t, lk),

Γx(τk, lk) = Γx(τ, lk−1).

(3.6.37)
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Równanie (3.6.37) dla elementów macierzy

Γx(t, lk) = [Γxij(t, lk)] = E[yi(t, lk)yj(t, lk)]

ma dla t ∈ [τi−1, τi] postać

dΓxij(t, lk)

dt
=

n∑
q=1

[aiq(t, lk))Γqj(t, lk) + ajq(t, lk)Γqi(t, lk)]+

+Gxi(t, lk)Gxj(t, lk),

Γij(τk, lk) = Γij(τk, lk−1), i, j = 1, ..., n.

(3.6.38)

W szczególnym przypadku, gdy Gxi(t, lk) = gxi(lk) exp{axi(lk)t}, równanie
(3.6.38) dla t ∈ [τi−1, τi] jest postaci

dΓxij(t, lk)

dt
=

n∑
q=1

[aiq(t, lk))Γqj(t, lk) + ajq(t, lk)Γqi(t, lk)]+

+ gxi(t, lk)gxj(t, lk) exp{(axi(lk) + axj(lk))t},

Γij(τk, lk) = Γij(τk, lk−1), i, j = 1, ..., n.

(3.6.39)

Przyk lad 3.1. Rozważmy model z dwuwymiarowym liniowym filtrem,
opisany równaniami (3.6.22) oraz (3.6.23), gdzie macierze A(l) oraz wek-
tory Gx(l), qx(l) i c(l), l = 1, 2 maj ↪a postać

A(1)=

[
0 1

−ω2
0(1) 2h(1)

]
, Gx(1)=

[
0

gx1e
ax1

]
, qx(1)=

[
q1

0

]
, (3.6.40)

A(2)=

[
0 1

−ω2
0(2) 2h(2)

]
, Gx(2)=

[
0

gx2e
ax2

]
, qx(2)=

[
0
q2

]
, (3.6.41)

gdzie µx0(l), αx(l), ω0(l), h(l), gx0(l), axi(l), l = 1, 2, i = 1, 2 s ↪a sta lymi
parametrami.

Dwa modele poduk ladów s ↪a opisane nast ↪epuj ↪acymi równościami

µx(t, 1) = µx0(1) exp{αx(1)t+ q1y1(t, 1)}, (3.6.42)

dy(t, 1) = Ax(1)y(t, 1)dt+ Gx(t, 1)dw(t), l ∈ S, (3.6.43)
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µx(t, 2) = µx0(2) exp{αx(2)t+ q2y2(t, 2)}, (3.6.44)

dy(t, 2) = Ax(2)y(t, 2)dt+ Gx(t, 2)dw(t), l ∈ S. (3.6.45)

Jeśli za lożymy, że jako pierwszy dzia la l uk lad dla l = 1, przy warunkach
pocz ↪atkowych dla t0 = 0

y(0, 1) = [y1(0, 1), y2(0, 1)]T = [y10, y20]T oraz µx0(1) = µ0

oraz chwila prze l ↪aczenia uk ladu dla l = 1 na uk lad dla l = 2 nast ↪epuje dla
t = τ1, wówczas rozwi ↪azania równań stochastycznych (3.6.43) i (3.6.45) s ↪a
nast ↪epuj ↪ace

y(t, 1) = exp{A(1)(t− 0)}y(0, 1)+

+

∫ t

0

exp{A(1)(t−s)}Gx(s,1)dw(s), dla t∈ [0, τ1],

(3.6.46)

y(t, 2) = exp{A(2)(t− τ1)}y(τ1, 1)+

+

∫ t

τ1

exp{A(2)(t− s)}Gx(s, 2)dw(s), dla t ≥ τ1.

(3.6.47)

Rodzina momentów pierwszego i drugiego stopnia poduk ladów opisuj ↪a-
cych uogólniony, wektorowy, hybrydowy model Milevskiego–Promislowa
ma postać

E[µx(t, 1)] =

E[µx0(1)] exp{αx(1)t+qTx(1)E[y(t, 1)]+
1

2
tr{Qx(1)cov[y(t, 1)]}},

E[µx(t, 2)] =

E[µx0(2)] exp{αx(2)t+qTx(2)E[y(t, 2)]+
1

2
tr{Qx(2)cov[y(t, 2)]}},

E[µ2
x(t, 1)] =

E[µ2
x0(1)] exp{2αx(1)t+2qTx(1)E[y(t,1)]+tr{Qx(1)cov[y(t,1)]}},

E[µ2
x(t, 2)] =

E[µ2
x0(2)] exp{2αx(2)t+2qTx(2)E[y(t,2)]+tr{Qx(2)cov[y(t,2)]}},

(3.6.48)
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gdzie

Qx(1) =

 q2
1 0

0 0

, Qx(2) =

 0 0

0 q2
2

. (3.6.49)

Momenty procesów yx(t, l), l = 1, 2 spe lniaj ↪a równania

dE[yx(t, l)]

dt
=Ax(l)E[y(t, l)], l = 1, 2, (3.6.50)

dE[yx(t,l)y
T
x (t,l)]

dt
=Ax(l)E[yx(t,l)y

T
x (t, l)]+

+E[yx(t,l)y
T
x (t,l)]AT

x(l)+Gx(t,l)G
T
x (t,l).

(3.6.51)

Z równania (3.6.50) wynika, że E[yx(t, l)] = 0. St ↪ad z kolei wynika, że

cov[yx(t, l)] = E[yx(t, l)y
T
x (t, l)]=

=

 E[yx1(t, l)
2] E[yx1(t, l)yx2(t, l)]

E[yx1(t, l)yx2(t, l)] E[yx2(t, l)
2]

. (3.6.52)

Równanie (3.6.51) dla wspó lrz ↪ednych przyjmie postać dla l = 1, 2

dE[y2
x1

(t, l)]

dt
= 2E[yx1(t, l)y2(t, l)], E[y2

x1
(0, l)] = Γ110 ,

dE[yx1(t,l)yx2(t,l)]

dt
=E[y2

x2
(t,l)]−ω0(l)E[y2

x1
(t,l)]+2h(l)E[yx1(t,l)yx2(t,l)],

E[yx1(t, l)yx2(0, l)] = Γ120 ,

dE[y2
x2

(t, l)]

dt
=−2ω0(l)E[yx1(t, l)yx2(t, l)]+4h(l)E[y2

x2
(t, l)]+g2

xle
2axlt,

E[y2
2(0, l)] = Γ220 ,

przy dodatnich warunkach pocz ↪atkowych Γ110 ,Γ120 ,Γ220 > 0, takich że

Γ110Γ220 − Γ2
120

> 0.
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Z równości (3.6.49) i (3.6.52) wynika, że zależności (3.6.48) sprowadz ↪a si ↪e
do nast ↪epuj ↪acych formu l

E[µx(t, 1)] = E[µx0(1)] exp{αx(1)t+
1

2
q2

1E[y2
x1

(t, 1)]},

E[µx(t, 2)] = E[µx0(2)] exp{αx(2)t+
1

2
q2

2E[y2
x2

(t, 1)]},

E[µ2
x(t, 1)] = E[µ2

x0(1)] exp{2αx(1)t+ q2
1E[y2

x1
(t, 1)]},

E[µ2
x(t, 2)] = E[µ2

x0(2)] exp{2αx(2)t+ q2
2E[y2

x2
(t, 2)]}.

(3.6.53)

W przypadku, gdy wyst ↪api jedno prze l ↪aczenie w chwili t=τ1 ze stanu l=1
do stanu l = 2, wówczas momenty w uogólnionym, wektorowym, hybry-
dowym modelu Milevskiego–Promislowa, opisanym równaniami (3.6.22),
(3.6.23), b ↪ed ↪a wyraża ly si ↪e wzorami

E[µx(t, 1)]=E[µx0(1)] exp{αx(1)t+
1

2
q2

1E[y2
x1

(t, 1)]}, 0 ≤ t ≤ τ1,

E[µx(t, 2)]=E[µx(τ1, 1)] exp{αx(2)(t−τ1)+
1

2
q2

2E[y2
x2

(t, 1)]}, t ≥ τ1,

E[µ2
x(t, 1)]=E[µ2

x0(1)] exp{2αx(1)t+ q2
1E[y2

x1
(t, 1)]}, 0 ≤ t ≤ τ1,

E[µ2
x(t, 2)]=E[µ2

x(τ1, 1)] exp{2αx(2)(t−τ1)+ q2
2E[y2

x2
(t, 2)]}, t ≥ τ1,

dE[y2
x1

(t, 1)]

dt
= 2E[yx1(t, 1)y2(t, 1)], E[y2

x1
(0, 1)] = Γ110 ,

dE[yx1(t,1)yx2(t,1)]

dt
=E[y2

x2
(t,1)]−ω0(1)E[y2

x1
(t,1)]+2h(1)E[yx1(t,1)y2(t,1)],

E[yx1(t, 1)yx2(0, 1)] = Γ120 ,

dE[y2
x2

(t,1)]

dt
=−2ω0(1)E[yx1(t,1)yx2(t,1)]+4h(1)E[y2

x2
(t,1)]+g2

x1
e2ax1 t,
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E[y2
x2

(0, 1)] = Γ220 , l = 1, 2, 0 ≤ t ≤ τ1,

dE[y2
x1

(t, 2)]

dt
= 2E[yx1(t, 1)yx2(t, 1)], E[y2

x1
(τ1, 2)] = E[y2

x1
(τ, 1)],

dE[yx1(t,2)yx2(t,2)]

dt
=E[y2

x2
(t,1)]−ω0(2)E[y2

x1
(t,1)]+2h(2)E[yx1(t,l)yx2(t,1)],

E[yx1(τ, 2)yx2(τ, 2)] = E[yx1(τ, 1)yx2(τ1, 1)],

dE[y2
x2

(t, 2)]

dt
= −2ω0(2)E[yx1(t,2)yx2(t,2)]+4h(2)E[y2

x2
(t,2)]+g2

x1
e2ax2 (t−τ1),

E[y2
x2

(τ1, 2)] = E[y2
x2

(τ1, 1)], l = 1, 2, t ≥ τ1.

3.6.3. Model z liniowymi, skalarnymi filtrami

Rozważmy nast ↪epuj ↪acy szczególny przypadek modelu (3.6.22)–(3.6.23)

µx(t, l) = µx0(l) exp{αx(l)t+ qx1(l)y1(t, l) + qx2(l)y2(t, l)}, (3.6.54)

dy1(t, l) = −βx1(l)y1(t, l)dt+ γx1(l)dw(t), (3.6.55)

dy2(t, l) = −βx2(l)y2(t, l)dt+ γx2(l)dw(t), (3.6.56)

gdzie αx(l), βx1(l), βx2(l), qx1(l), qx2(l), µx0(l), γx1(l), γx2(l) s ↪a sta lymi pa-
rametrami, l ∈ S.

Logarytmuj ↪ac obustronnie równość (3.6.54) i korzystaj ↪ac z formu ly Itô,
otrzymamy równanie

d lnµx(t,l)=[αx(l)−βx1(l)qx1(l)y1(t,l)−βx2(l)qx2(l)y2(t,l)]dt+

+(γx1(l)qx1(l) + γx2(l)qx2(l))dw(t).

(3.6.57)

Wprowadzaj ↪ac nowy wektor stanu

zx(t, l) = [zx1(t, l), zx2(t, l), zx3(t, l)]
T = [lnµx(t, l), y1(t, l), y2(t, l)]T ,
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równania (3.6.54) oraz (3.6.55), (3.6.56), możemy zapisać wektorowo

dzx(t, l)=




0 −βx1(l)qx1(l) −βx2(l)qx2(l)

0 −βx1(l) 0

0 0 −βx2(l)

z(t)+


αx(l)

0

0


dt+

+


γx1(l)qx1(l)+γx2(l)qx2(l)

γx1(l)

γx2(l)

dw(t).

(3.6.58)

Równanie obserwacji ma postać

v(t, l) = cTzx(t, l), cT = [1, 0, 0]T . (3.6.59)

Nieznane parametry modelu to lnµ0(l), αx(l), βx1(l), βx2(l), qx1(l), qx2(l),
γx1(l), γx2(l). W uproszczonej wersji można za lożyć qx1(l) = qx2(l) = 1.
Równania momentów modelu s ↪a nast ↪epuj ↪ace

dE[zx1(t, l)]

dt
=αx(l)−βx1(l)qx1(l)E[zx2(t, l)]−βx2(l)qx2(l)E[zx3(t, l)], (3.6.60)

dE[zx2(t, l)]

dt
= −βx1(l)E[zx2(t, l)], (3.6.61)

dE[zx3(t, l)]

dt
= −βx2(l)E[zx3(t, l)], (3.6.62)

dE[z2
x2

(t, l)]

dt
= −2βx1(l)E[z2

x2
(t, l)] + γ2

x1
(l), (3.6.63)

dE[z2
x3

(t, l)]

dt
= −2βx2(l)E[z2

x3
(t, l)] + γ2

x2
(l), (3.6.64)

dE[z2
x1

(t,l)]

dt
=2αx(l)E[zx1(t,l)]−2βx1(l)qx1(l)E[zx1(t, l)zx2(t, l)]+

−2βx2(l)qx2(l)E[zx1(t,l)zx3(t,l)]+(γx1(l)qx1(l)+γx2(l)qx2(l))
2,

(3.6.65)
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dE[zx1(t, l)zx2(t, l)]

dt
=αx(l)E[zx2(t, l)]−βx1(l)qx1(l)E[z2

x2
(t,l)]+

− βx2(l)qx2(l)E[zx2(t, l)zx3(t, l)]− βx1(l)E[zx1(t, l)zx2(t, l)]+

+ (γx1(l)qx1(l) + γx2(l)qx2(l))γx1(l),

(3.6.66)

dE[zx1(t,l)zx3(t,l)]

dt
=αx(l)E[zx3(t,l)]−βx1(l)qx1(l)E[zx2(t,l)zx3(t,l)]+

− βx2(l)qx2(l)E[z2
x2

(t, l)]− βx2(l)E[zx1(t, l)zx3(t, l)]+

+ (γx1(l)qx1(l) + γx2(l)qx2(l))γx2(l),

(3.6.67)

dE[zx2(t,l)zx3(t,l)]

dt
=−βx1(l)E[zx2(t,l)zx3(t,l)]+

− βx2(l)E[zx2(t, l)zx3(t,l)] + γx1(l)γx2(l).

(3.6.68)

Z równań (3.6.61) oraz (3.6.62) wynika, że można przyj ↪ać

E[zx2(t, l)] = E[zx3(t, l)] = 0.

3.6.4. Model z niezależnymi, liniowymi, skalarnymi filtrami

Rozważmy nast ↪epuj ↪acy szczególny przypadek modelu (3.6.22)–(3.6.23)

µx(t, l) = µx0(l) exp{αx(l)t+ qx1(l)y1(t, l) + qx2(l)y2(t, l)}, (3.6.69)

dy1(t, l) = −βx1(l)y1(t, l)dt+ γx1(l)dw1(t), (3.6.70)

dy2(t, l) = −βx2(l)y2(t, l)dt+ γx2(l)dw2(t), (3.6.71)

gdzie αx(l), βx1(l), βx2(l), qx1(l), qx2(l), µx0(l), γx1(l), γx2(l) s ↪a sta lymi para-
metrami, l ∈ S.
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Logarytmuj ↪ac obustronnie równość (3.6.54) i korzystaj ↪ac z formu ly Itô,
otrzymamy równanie

d lnµx(t)=[αx(l)−βx1(l)qx1(l)y1(t)−βx2(l)qx2(l)y2(t)]dt+

+ (γx1(l)qx1(l) + γx2(l)qx2(l))dw(t).

(3.6.72)

Wprowadzaj ↪ac nowy wektor stanu

zx(t, l) = [zx1(t, l), zx2(t, l), zx3(t, l)]
T = [lnµx(t, l), y1(t, l), y2(t, l)]T ,

równania (3.6.72) oraz (3.6.70), (3.6.71) możemy zapisać w postaci wek-
torowej

dzx(t)=




0 −βx1(l)qx1(l) −βx2(l)qx2(l)

0 −βx1(l) 0

0 0 −βx2(l)

zx(t,l)+


αx

0

0


dt+

+


γx1(l)qx1(l)

γx1(l)

0

dw1(t)+


γx2(l)qx2(l)

0

γx2(l)

dw2(t),

(3.6.73)

Równanie obserwacji ma postać

v(t, l) = cTzx(t, l), cT = [1, 0, 0]T . (3.6.74)

Nieznanymi parametrami w liniowym modelu s ↪a lnµ0(l), αx(l), βx1(l),
βx2(l), qx1(l), qx2(l), γx1(l), γx2(l). W uproszczonej wersji można dodat-
kowo za lożyć qx1(l) = qx2(l) = 1.

Równania momentów modelu wyrażaj ↪a si ↪e wzorami

dE[zx1(t,l)]

dt
=αx(l)−βx1(l)qx1(l)E[zx2(t, l)]−βx2(l)qx2(l)E[zx3(t, l)], (3.6.75)

dE[zx2(t, l)]

dt
= −βx1(l)E[zx2(t, l)], (3.6.76)

dE[zx3(t, l)]

dt
= −βx2(l)E[zx3(t, l)], (3.6.77)
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dE[z2
x1

(t,l)]

dt
=2αx(l)E[zx1(t,l)]−2βx1(l)qx1(l)E[zx1(t,l)zx2(t,l)]+

− 2βx2(l)qx2(l)E[zx1(t, l)zx3(t, l)] + γ2
x1

(l)q2
x1

(l)+

+ γ2
x2

(l)qx2)
2(l),

(3.6.78)

dE[zx1(t,l)zx2(t,l)]

dt
=αx(l)E[zx2(t,l)]−βx1(l)qx1(l)E[z2

x2
(t,l)]+

− βx2(l)qx2(l)E[zx2(t, l)zx3(t, l)]− βx1(l)E[zx1(t, l)zx2(t, l)]+

+ γ2
x1

(l)qx1(l),

(3.6.79)

dE[zx1(t,l)zx3(t,l)]

dt
=αx(l)E[zx3(t,l)]−βx1(l)qx1(l)E[zx2(t,l)zx3(t,l)]+

− βx2(l)qx2(l)E[z2
x2

(t, l)]− βx2(l)E[zx1(t, l)zx3(t, l)]+

+ γ2
x2

(l)qx2(l),

(3.6.80)

dE[zx2(t,l)zx3(t,l)]

dt
=−βx1(l)E[zx2(t,l)zx3(t,l)]−βx2(l)E[zx2(t,l)zx3(t,l)], (3.6.81)

dE[z2
x2

(t, l)]

dt
= −2βx1(l)E[z2

x2
(t, l)] + γ2

x1
(l), (3.6.82)

dE[z2
x3

(t, l)]

dt
= −2βx2(l)E[z2

x3
(t, l)] + γ2

x2
(l). (3.6.83)

Z równań (3.6.76) oraz (3.6.77) wynika, że można przyj ↪ać

E[zx2(t, l)] = E[zx3(t, l)] = 0.
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3.7. Dyskretno-czasowe reprezentacje modeli
hybrydowych

3.7.1. Uogólniony, skalarny, hybrydowy model Lee–Cartera

Dyskretno-czasowa reprezentacja równania (3.5.1) ma postać

lnmx,t = lnmx,t−1 + bx[k(t)− k(t−1)]+
1

2

(
q2
x−σ2

x

)
+σxεx,t, (3.7.1)

gdzie mx,t jest cz ↪astkowym wspó lczynnikiem zgonów, εx,t=w(t)−w(t−1).

Z w lasności standardowego procesu Wienera wynika, że wartość ocze-
kiwana dla εx,t jest równa zero, a wariancja εx,t równa jest 1.

B ↪edziemy dalej zak ladać, że k(t) jest przedzia lami liniow ↪a funkcj ↪a

k(t) =


c1 + δ1t dla l = l1, t = 1, 2, . . . , τ1,

c2 + δ2t dla l = l2, t = τ1+1, τ1+2, . . . , τ2,

. . . . . . . . .

cM + δM t dla l = lM , t = τM−1+1, τM−1+2, . . . , T,

(3.7.2)

gdzie τi s ↪a punktami prze l ↪aczeń określonymi przez różne ograniczenia
umieralności Ii oraz bx, σ

2
x, q

2
x, δi, ci, x = 0,1, . . . , X, i = 1, 2, . . . ,M, jest

zbiorem parametrów modelu.
Model zdefiniowany przez równania (3.7.1)–(3.7.2) b ↪edzie nazywany

rozszerzonym, hybrydowym modelem Lee–Cartera EHLC (Extended Hy-
brid Lee–Carter Model).

3.7.2. Uogólnione, hybrydowe modele Milevskiego–Promislowa

Model ze skalarnym, liniowym filtrem

Dyskretno-czasowa reprezentacja równania (3.6.5) ma postać

K(t, lnµx(t,l)) =

=K(t−1, lnµx(t−1, l))+

[
αx(l)+βx(l) lnµ0+αxβx(t−1)

γx(t−1)
+

−K(t−1, lnµ)

(
γx(t,l)−γx(t−1,l)

γx(t−1,l)
+βx(l)

)]
+ qxεx,t,l, l∈S.

(3.7.3)
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W przypadku, gdy funkcje γx(t, l) maj ↪a postać γx(t, l)=exp{αx(l)t}, od-
powiedni ↪a dyskretno-czasow ↪a reprezentacj ↪e równania (3.6.6) otrzymamy
z równości (3.6.7) przez odj ↪ecie od K(t, lnµ(t, l)) iloczynu

e−(αx(l)+βx(l))K(t− 1, lnµ(t− 1, l)).

K(t, lnµ(t,l))−exp{−(αx(l)+βx(l))}K(t−1, lnµ(t−1, l))=

=ψx(t, l) + qx(l)εx,t(l), l ∈ S,
(3.7.4)

gdzie

ψ(t, l) =

∫ 1

0

e−(αx(l)+βx(l))u[αx(l) + βx(l) lnµ0 +

+ βx(l)αx(l)(t− u)]e−αx(l)(t−u)du,

(3.7.5)

εx,t(l) = −
∫ 1

0

e−(αx(l)+βx(l))udw(t− u). (3.7.6)

Po sca lkowaniu (3.7.5) przyjmie postać

ψ(t, l)=
[
(1−e−βx(l))lnµ0+αx(l)e

−βx(l)+αx(l)t(1−e−βx(l))
]
e−αx(l)t. (3.7.7)

Zauważmy, że εx,t jest gaussowsk ↪a zmienn ↪a losow ↪a o zerowej wartości
średniej E[εx,t(l)] = 0 i wariancji

var[εx,t(l)] = E[ε2x,t(l)] =
qx(l)

2
(
1− e−2(αx(l)+βx(l))

)
2(αx(l) + βx(l))

. (3.7.8)

Zależność (3.7.4) można zapisać jako równanie różnicowe

Kt(l) = b0(t, l) + b1(l)Kt−1(l) + ε(t, l), l ∈ S, (3.7.9)

gdzie

Kt(l) = K(t, lnµ(t, l)), b1 = exp{−(ax(l) + βx(l))},

b0(t, l) = ψx(t, l) = (1− e−βx(l)) lnµ0 + αx(l)e
−βx(l) +

+ αx(l)t(1− e−βx(l))e−αx(l)t, l ∈ S.

(3.7.10)

Dokonuj ↪ac odpowiedniej zamiany zmiennych, (3.7.9) można przekszta lcić
do postaci

zt(l) = a0(l) + a1(l)t+ a2(l)zt−1(l) + ξt(l), l ∈ S, (3.7.11)



84

gdzie

zt(l)=lnµx(t, l), a0(l)= (1−e−βx(l)) lnµ0+αx(l)e
−βx(l),

a1(l)=αx(l)(1−e−βx(l)), a2(l) = e−βx(l), ξt(l) = eαx(l)tεt(l).

(3.7.12)

Model z wektorowym, liniowym filtrem

Dyskretno-czasowa reprezentacja równania (3.6.24) ma postać

zx(t, l) =αx0(σ(t)) + αx1(σ(t))t+ qTx (σ(t))yx(t),

yx(t) = A(σ(t))yx(t− 1)∆t+ G(σ(t))∆wt, l ∈ S,
(3.7.13)

gdzie zx(t) = lnµx(t), a zmienna czasu t przyjmuje wartości dyskretne.

Otrzymane rekurencyjne zależności (3.7.13) rozwi ↪azania dla poduk la-
dów wykorzystamy do konstrukcji dyskretnego rozwi ↪azania modelu hy-
brydowego.

Zak ladamy, że skalarny proces stochastyczny zx(t), b ↪ed ↪acy rozwi ↪aza-
niem skalarnego hybrydowego równania stochastycznego, startuj ↪acy w mo-
mencie t0 ze stanu pocz ↪atkowego x0, jest prze l ↪aczany w chwilach τ1, ..., τM .
Przyjmujemy, że τ0 = 0 i zak ladamy, że uk lad hybrydowy b ↪edzie pozo-
stawa l w przedzia lach czasu (τi, τi+1) w stanach li, i = 0, ...,M , gdzie
l0, ..., lM ∈ S jest pewnym podci ↪agiem.

Ponadto zak ladamy ci ↪ag lość rozwi ↪azań, czyli wartość procesu poduk la-
du li−1 w chwili τi jest równa wartości pocz ↪atkowej procesu poduk ladu li
w chwili τi, to znaczy zx(τi, li) = zx(τi, li−1). Wówczas dyskretne równania
dla uk ladu hybrydowego przyjm ↪a postać dla t ∈ [τk, τk+1]

zx(t, lk) =αx0(lk) + αx1(lk)(t− τi) + qTx (lk)yx(t).

yx(t, lk) = (A(lk) + I)yx(t− 1) + G(lk)∆wt,

yx(τi, lk) = yx(τi, lk−1), zx(τi, lk) = zx(τi, lk−1).

(3.7.14)
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3.7.3. Dyskretno-czasowa reprezentacja uk ladu równań
momentów dla uogólnionych, hybrydowych modeli
Milevskiego–Promislowa

Model z liniowymi, skalarnymi filtrami

E[zx1 ]i+1(l) = E[zx1 ]i(l) + αx(l)δ, (3.7.15)

E[z2
x1

]i+1(l)=E[z2
x1

]i(l)+(2αx(l)E[zx1 ]i(l)+

− 2βx1(l)qx1(l)E[zx1zx2 ]i(l)− 2βx2(l)qx2(l)E[zx1zx3 ]i(l)+

+ (γx1(l)qx1(l) + γx2(l)qx2(l))
2)δ,

(3.7.16)

E[z2
x2

]i+1(l) = E[z2
x2

]i(l) + (−2βx1(l)E[z2
x2

]i(l) + γ2
x1

(l))δ,
(3.7.17)

E[z2
x3

]i+1(l) = E[z2
x3

]i(l) + (−2βx2(l)E[z2
x3

]i(l) + γ2
x2

(l))δ,
(3.7.18)

E[zx1zx2 ]i+1(l) = E[zx1zx2 ]i(l) + (−βx1(l)qx1(l)E[z2
x2

]i(l)+

− βx2(l)qx2(l)E[zx2zx3 ]i(l)− βx1(l)E[zx1zx2 ]i(l)+

+ (γx1(l)qx1(l) + γx2(l)qx2(l))γx1(l))δ,

(3.7.19)

E[zx1zx3 ]i+1(l) = E[zx1zx3 ](l) + (−βx1(l)qx1(l)E[zx2zx3 ]i(l)+

− βx2(l)qx2(l)E[z2
x3

]i(l)− βx2(l)E[zx1zx3 ]i(l)+

+ (γx1(l)qx1(l) + γx2(l)qx2(l))γx2(l))δ,

(3.7.20)

E[zx2zx3 ]i+1(l) = E[zx2zx3 ]i(l) + (−βx1(l)E[zx2zx3 ]i(l)+

− βx2(l)E[zx2zx3 ]i(l) + γx1(l)γx2(l))δ,

(3.7.21)
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gdzie

E[zx1 ]i(l) = E[zx1 ](ti, l), E[z2
xj

]i(l) = E[z2
xj

](ti, l), j = 1, 2, 3,

E[zx1zx2 ]i(l) = E[zx1zx2 ](ti, l), E[zx1zx3 ]i(l) = E[zx1zx3 ](ti, l),

E[zx2zx3 ]i(l) = E[zx2zx3 ](ti, l), δ = ti+1 − ti = const.

Model z niezależnymi, liniowymi, skalarnymi filtrami

E[zx1 ]i+1(l) = E[zx1 ]i(l) + αx(l)δ, (3.7.22)

E[z2
x1

]i+1(l) = E[z2
x1

]i(l) + (2αx(l)E[zx1 ]i(l)+

− 2βx1(l)qx1(l)E[zx1zx2 ]i(l)− 2βx2(l)qx2(l)E[zx1zx3 ]i(l)+

+ (γ2
x1

(l)q2
x1

(l) + γ2
x2

(l)q2
x2

(l)))δ,

(3.7.23)

E[z2
x2

]i+1(l) = E[z2
x2

]i(l) + (−2βx1(l)E[z2
x2

]i(l) + γ2
x1

(l))δ, (3.7.24)

E[z2
x3

]i+1(l) = E[z2
x3

]i(l) + (−2βx2(l)E[z2
x3

]i(l) + γ2
x2

(l))δ, (3.7.25)

E[zx1zx2 ]i+1(l) = E[zx1zx2 ]i(l) + (−βx1(l)qx1(l)E[z2
x2

]i(l)+

− βx2(l)qx2(l)E[zx2zx3 ]i(l)− βx1(l)E[zx1zx2 ]i(l)+

+ γ2
x1

(l)qx1(l))δ,

(3.7.26)

E[zx1zx3 ]i+1(l) = E[zx1zx3 ]i(l) + (−βx1(l)qx1(l)E[zx2zx3 ]i(l)+

− βx2(l)qx2(l)E[z2
x3

]i(l)− βx2(l)E[zx1zx3 ]i(l)+

+ γ2
x2

(l)qx2(l))δ,

(3.7.27)
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E[zx2zx3 ]i+1(l) = E[zx2zx3 ]i(l) + (−βx1(l)E[zx2zx3 ]i(l)]]+

− βx2(l)E[zx2zx3 ]i(l))δ,

(3.7.28)

gdzie

E[zx1 ]i(l) = E[zx1 ](ti, l), E[z2
xj

]i(l) = E[z2
xj

](ti, l), j = 1, 2, 3,

E[zx1zx2 ]i = E[zx1zx2 ](ti), E[zx1zx3 ]i(l) = E[zx1zx3 ](ti, l),

E[zx2zx3 ]i(l) = E[zx2zx3 ](ti, l), δ = ti+1 − ti = const.

3.8. Estymacja parametrów hybrydowych modeli
umieralności

W celu estymacji parametrów proponowanego stochastycznego hybry-
dowego uk ladu skorzystamy z metod literaturowych [64], [113], [114].

3.8.1. Estymacja parametrów hybrydowego modelu
Lee–Cartera

Rozważmy rozszerzony, hybrydowy model Lee–Cartera (3.7.1)–(3.7.2).
Proponujemy procedur ↪e estymacji modelu EHLC wed lug nast ↪epuj ↪acych
etapów. Rozpoczynamy od identyfikacji czasów prze l ↪aczeń τi, które roz-
dzielaj ↪a przedzia ly czasowe Ii = (τi−1, τi], odpowiadajce różnym poduk la-
dom (,,podmodelom”). Przedzialy Ii określać b ↪edziemy mianem reżimów
czasowych. Do identyfikacji punktów τi prze laczeń pomi ↪edzy reżimami
wykorzystujemy metod ↪e opisan ↪a w paragrafie 4.4.3.

Przyjmijmy, że mamy do czynienia z dwoma punktami prze l ↪aczenia
τ1, τ2. Wówczas możemy wyodr ↪ebnić trzy reżimy czasowe I1 = [1, τ1],
I2 = (τ1, τ2], I2 = (τ1, T ]. W tym przypadku uk lad (3.7.2) ma postać

k(t) =


c1 + δ1t, t = 1, 2, . . . , τ1,

c2 + δ2t, t = τ1 + 1, . . . , τ2,

c3 + δ3t, t = τ2 + 1, . . . , T,

(3.8.1)

gdzie δ1, δ2, δ2, c1, c2, c3 s ↪a parametrami, szacowanymi metod ↪a MNK.

Sk ladniki σ2
x reprezentuj ↪a parametry zmienności. Ich estymatorami s ↪a

wariancje przyrostów vx,t = lnmx,t+1−lnmx,t, czyli

σ̂2
x =

1

T − 1

T∑
t=1

(vx,t − v̄x)2, (3.8.2)

gdzie v̄x jest średni ↪a arytmetyczn ↪a ci ↪agu {vx,t}.
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W celu oszacowania pozosta lych parametrów, tj. bx oraz q2
x, można

zastosować algorytm minimalizacji nast ↪epuj ↪acej sumy kwadratów

T∑
t=1

[
lnmx,t−

(
lnmx,t−1+bx[k(t)−k(t−1)]+

1

2

(
q2
x−σ2

x

))]2

, (3.8.3)

przyjmuj ↪ac za k(t), σ2
x wartości otrzymane w poprzednich etapach.

3.8.2. Estymacja parametrów uogólnionego, hybrydowego
modelu Milevskiego–Promislowa

Procedura iteracyjna dla modelu z liniowymi, skalarnymi
filtrami

1o Przyjmujemy sta le warunki startowe, np. E[z2
x1

]0 = 1, E[zx1zx2 ]0 = 0,
E[zx1zx3 ]0 =0, E[z2

x2
]0 = 1, E[zx2zx3 ]0 = 0, E[z2

x3
]0 = 1 oraz jako parametr

warunek pocz ↪atkowy E[zx1 ]0 = p1.

2o Przyjmujemy warunki startowe dla parametrów p1 = lnµ0, αx, βx1 , βx2 ,
qx1 , qx2 , γx1 , γx2 , np. p1 = 0, 1, αx = 0, 1, βx1 = 0, 1, βx2 = 0, 1, qx1 = 1,
qx2 = 1, γx1 = 0, 01, γx2 = 0, 01.

3o Obliczamy kolejne wielkości E[zx1 ]i, E[z2
x1

]i, E[zx1zx2 ]i, E[zx1zx3 ]i, E[z2
x2

]i,
E[zx2zx3 ]i, E[z2

x3
]i ze wzorów (3.7.15)–(3.7.18) dla i = 1, 2, ..., przy ustalo-

nych wartościach parametrów p1 = lnµ0, αx, βx1 , βx2 , qx1 , qx2 , γx1 , γx2 .

4o Empiryczne wielkości Ê[zx1 ]i, Ê[z2
x1

]i bierzemy z tablic logarytmów
cz ↪astkowych wspó lczynników zgonów i ich kwadratów, a nast ↪epnie two-
rzymy kryterium estymacji parametrów

I =
∑
i

[(Ê[zx1 ]i+1 − E[zx1 ]i − αx)2+

+ (Ê[z2
x1

]i+1 − E[z2
x1

]i − (2αxE[zx1 ]i − 2βx1qx1E[zx1zx2 ]i+

− 2βx2qx2E[zx1zx3 ]i + (γx1qx1 + γx2qx2)
2)2],

(3.8.4)

lub w uproszczonej postaci, tj. dla qx1 = qx2 = 1

I =
∑
i

[(Ê[zx1 ]i+1 − E[zx1 ]i − αx)2+

+ (Ê[z2
x1

]i+1 − E[z2
x1

]i − (2αxE[zx1 ]i − 2βx1E[zx1zx2 ]i+

− 2βx2E[zx1zx3 ]i + (γx1 + γx2)
2)2].

(3.8.5)
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5o Przeprowadzamy minimalizacj ↪e kryterium (3.8.4) ze wzgl ↪edu na pa-
rametry p1 = lnµ0, αx, βx1, βx2 , qx1, qx2 , γx1, γx2 lub kryterium (3.8.5) ze
wzgl ↪edu na parametry p1 = lnµ0, αx, βx1, βx2 , γx1, γx2 .

Procedura iteracyjna dla modelu z niezależnymi, liniowymi,
skalarnymi filtrami

1o Przyjmujemy sta le warunki startowe, np. E[z2
x1

]0 = 1, E[zx1zx2 ]0 = 0,
E[zx1zx3 ]0 =0, E[z2

x2
]0 = 1, E[zx2zx3 ]0 = 0, E[z2

x3
]0 = 1 oraz jako parametr

warunek pocz ↪atkowy E[zx1 ]0 = p1.

2o Przyjmujemy warunki startowe dla parametrów p1 = lnµ0, αx, βx1 , βx2 ,
qx1 , qx2 , γx1 , γx2 , np. p1 = 0, 1, αx = 0, 1, βx1 = 0, 1, βx2 = 0, 1, qx1 = 1,
qx2 = 1, γx1 = 0, 01, γx2 = 0, 01.

3o Obliczamy kolejne wielkości E[zx1 ]i, E[z2
x1

]i, E[zx1zx2 ]i, E[zx1zx3 ]i, E[z2
x2

]i,
E[zx2zx3 ]i, E[z2

x3
]i ze wzorów (3.7.22)–(3.7.25) dla i = 1, 2, ..., przy ustalo-

nych wartościach parametrów p1 = lnµ0, αx, βx1 , βx2 , qx1 , qx2 , γx1 , γx2 .

4o Empiryczne wielkości Ê[zx1 ]i, Ê[z2
x1

]i bierzemy z tablic logarytmów ko-
hortowych, cz ↪astkowych wspó lczynników zgonów i tworzymy kwadratowe
kryterium estymacji parametrów

I =
∑
i

[(Ê[zx1 ]i+1 − E[zx1 ]i − αx)2+

+ (Ê[z2
x1

]i+1 − E[z2
x1

]i − (2αxE[zx1 ]i − 2βx1qx1E[zx1zx2 ]i+

− 2βx2qx2E[zx1zx3 ]i + γ2
x1
q2
x1

+ γ2
x2
q2
x2

))2]

(3.8.6)

lub w uproszczonej postaci dla qx1 = qx2 = 1

I =
∑
i

[(Ê[zx1 ]i+1 − E[zx1 ]i − αx)2+

+ (Ê[z2
x1

]i+1 − E[z2
x1

]i − (2αxE[zx1 ]i − 2βx1E[zx1zx2 ]i+

− 2βx2E[zx1zx3 ]i + γ2
x1

+ γ2
x2

))2].

(3.8.7)

5o Przeprowadzamy minimalizacj ↪e kryterium (3.8.6) za wzgl ↪edu na para-
metry p1 = lnµ0, αx, βx1, βx2 , qx1, qx2 , γ

2
x1
, γ2

x2
lub kryterium (3.8.7) ze

wzgl ↪edu na parametry p1 = lnµ0, αx, βx1, βx2 , γ
2
x1
, γ2

x2
.
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Przy minimalizacji kryterium, jeśli zmieniamy wartość określonego pa-
rametru, wówczas należy przeliczyć wszystkie równania, aby otrzymać
nowy komplet momentów we wszystkich iteracjach i = 1, 2, ....

W tym ostatnim przypadku zauważmy, że w otrzymanym uk ladzie
równań momentów (3.7.22)–(3.7.25) nieznanymi parametrami, wyst ↪epu-
j ↪acymi liniowo, s ↪a p1 = lnµ0, αx, βx1, βx2 , γ

2
x1
, γ2

x2
.

Z budowy uk ladu równań (3.7.22)–(3.7.25) wynika, że proces minima-
lizacji kryterium (3.8.5) można rozbić na dwie cz ↪eści, to znaczy

I = I1 + I2, (3.8.8)

gdzie

I1 =
∑
i

[(Ê[zx1 ]i+1 − E[zx1 ]i − αx)2,

I2 =
∑
i

(Ê[z2
x1

]i+1 − E[z2
x1

]i − (2αxE[zx1 ]i+

− 2βx1E[zx1zx2 ]i − 2βx2E[zx1zx3 ]i + γ2
x1

+ γ2
x2

))2].

(3.8.9)

Wówczas estymacj ↪e nieznanych parametrów można podzielić na dwa
etapy. W pierwszym minimalizujemy kryterium I1 ze wzgl ↪edu na para-
metry p1 = lnµ0 oraz αx. W drugim etapie, na podstawie otrzymanych
oszacowań p̂1, α̂x, minimalizujemy kryterium I2 ze wzgl ↪edu na parametry
βx1, βx2 , γ

2
x1
, γ2

x2
.

3.9. Uwagi końcowe

Procedury iteracyjnej estymacji parametrów uogólnionego, hybrydo-
wego modelu Milevskiego–Promislowa, podane w paragrafie 3.8.2, zosta ly
zastosowane do oszacowania parametrów modelu na podstawie danych
rzeczywistych. W tym celu wykorzystane zosta ly cz ↪astkowe wspó lczynniki
zgonów dla Polski za lata 1958–2000. Szczegó lowe wyniki estymacji za-
mieszczono w rozdziale 6.

Bardzo ważnym zagadnieniem przy estymacji parametrów dynamicz-
nych modeli hybrydowych jest estymacja czasów (punktów) prze l ↪aczeń.
Do tego celu wykorzystać można niektóre testy statystyczne. Jednym z ta-
kich testów jest test Janic–Ledwiny opisany w nast ↪epnym rozdziale, w pa-
ragrafie 4.4.3.



Rozdzia l 4

Model Koissi–Shapiro oparty
na skierowanych liczbach rozmytych

4.1. Wprowadzenie

W rozdziale 1 niniejszej monografii przedstawione zosta ly m.in. podsta-
wy teoretyczne standardowego modelu Lee–Cartera, w którym przedmio-
tem modelowania s ↪a cz ↪astkowe wspó lczynniki zgonów mx,t dla rocznych
grup wieku x i lat kalendarzowych t.

G lówn ↪a trudności ↪a, zwi ↪azan ↪a z zastosowaniem modelu Lee–Cartera,
jest za lożenie o jednorodności sk ladnika losowego. Analiza reszt świadczy
o tym, że za lożenie to zwykle nie jest spe lnione. To może skutkować gor-
szym dopasowaniem modelu do niektórych grup wieku i wybranych lat. Co
wi ↪ecej wiadomo, iż empiryczne wspó lczynniki zgonów jedynie aproksy-
muj ↪a wartości rzeczywistego nat ↪eżenia zgonów, które nie jest dok ladnie
znane (por. [91], paragraf 3.3). Oznacza to, że modelowany proces obser-
wowany jest tylko z pewnym przybliżeniem.

Wymienione trudności sk laniaj ↪a do poszukiwania rozwi ↪azań uwzgl ↪ed-
niaj ↪acych zarówno niejednorodność sk ladnika losowego, jak i przybliżo-
ny charakter danych empirycznych. Jedn ↪a z możliwości jest traktowanie
cz ↪astkowych wspó lczynników zgonów w kategoriach liczb rozmytych.

Prób ↪e tak ↪a podj ↪eli M. C. Koissi i A. F. Shapiro w artykule [59] z roku
2006, w którym przedstawili koncepcj ↪e rozmytego modelu Lee–Cartera
(FLC – Fuzzy Lee–Carter model). W modelu tym cz ↪astkowe wspó lczyn-
niki zgonów traktowane s ↪a w kategoriach liczb rozmytych. Rozmyte s ↪a
także parametry modelu.

Rozmyty model Lee–Cartera, w wersji podanej przez Koissi i Sha-
piro, zak lada rozmyt ↪a reprezentacj ↪e macierzy obserwacji. Pozwala to m.in.
na uwzgl ↪ednienie niepewności zwi ↪azanej z aproksymacj ↪a wspó lczynników
umieralności oraz na w l ↪aczenie sk ladnika losowego do rozmytej struktury
modelu.

Estymacja parametrów modelu Koissi–Shapiro niesie jednak ze sob ↪a
problemy obliczeniowe, zwi ↪azane z dzia laniami na liczbach rozmytych
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oraz pojawiaj ↪acym si ↪e w tych dzia laniach operatorem max{a, b}. Z tego
powodu w monografii [91] przedstawilísmy podej́scie odwo luj ↪ace si ↪e do
algebry skierowanych liczb rozmytych OFN (Oriented Fuzzy Numbers),
zaproponowanej przez W. Kosińskiego z zespo lem [61], [62]. Podej́scie to
pozwala znacznie uprościć zadanie optymalizacyjne, a tym samym u latwić
estymacj ↪e parametrów modelu umieralności.

Podstawowe poj ↪ecia z zakresu liczb rozmytych i skierowanych liczb roz-
mytych, a także koncepcj ↪e rozszerzonego, rozmytego modelu Lee–Cartera
EFLC (Extended Fuzzy Lee–Carter model) opartego na algebrze OFN, zo-
stan ↪a omówione w niniejszym rozdziale, natomiast po szczegó ly dotycz ↪ace
ogólnej teorii zbiorów rozmytych odsy lamy Czytelnika do ksi ↪ażki [34].

4.2. Algebra skierowanych liczb rozmytych OFN

Za dat ↪e pocz ↪atkow ↪a teorii zbiorów rozmytych uznaje si ↪e rok 1965,
w którym ukaza la si ↪e praca Lofti Zadeha [115].

Klasyczny zbiór rozmyty jest poj ↪eciem uogólniaj ↪acym koncepcj ↪e zbio-
ru, dopuszczaj ↪acym cz ↪eściow ↪a przynależność elementów do danego zbioru.
Stopień przynależności jest wyrażony za pomoc ↪a funkcji, oznaczanej zwy-
kle przez µ. Wartość 0 tej funkcji odpowiada nienależeniu, wartość 1
– ,,pe lnej” przynależności, natomiast wartość pomi ↪edzy 0 a 1 – ,,cz ↪eś-
ciowej” przynależności danego elementu do zbioru rozmytego.

Obecnie zbiory rozmyte lub ich szczególny przypadek, tj. liczby roz-
myte, s ↪a cz ↪esto stosowane. S ↪a na przyk lad dobrym sposobem formalnej
reprezentacji poj ↪eć lingwistycznych, określonych w sposób nieprecyzyjny.
Typowym przyk ladem s ↪a określenia używane w mowie potocznej, takie
jak zimno, gor ↪aco lub wysoki, niski itp.

Definicja 4.1. Podzbiorem rozmytym A pewnej niepustej przestrzeni X
nazywamy zbiór uporz ↪adkowanych par

A = {〈z, µA(z)〉, z ∈ X}, (4.2.1)

gdzie µA(z) : X → [0, 1] jest funkcj ↪a przynależności, przypisuj ↪ac ↪a każde-
mu elementowi z ∈ X stopień przynależności do zbioru A.

Elementami przestrzeni X mog ↪a być dowolnie zdefiniowane obiekty,
np. osoby, poj ↪ecia, przedmioty, liczby.

Dalej zak ladać b ↪edziemy, że X = R, gdzie R jest zbiorem liczb rzeczy-
wistych. Rysunek 4.1 przedstawia przyk lad funkcji przynależności µA(z)
zbioru rozmytego A dla z ∈ R.
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Rys. 4.1. Przyk lad zbioru rozmytego A = {〈z, µA(z)〉, z ∈ R}
Źród lo: opracowanie w lasne

Definicja 4.2. ([34]) Rozmyty podzbiór A przestrzeni rzeczywistej R
o funkcji przynależności µA(z) : R → [0, 1] nazywamy liczb ↪a rozmyt ↪a,
jeżeli:
(i) A jest zbiorem normalnym, tzn. supz∈R µA(z) = 1,

(ii) A jest zbiorem rozmyto-wypuk lym, tzn. zachodzi

∀z1,z2∈R∀λ∈[0,1] µA(λz1 + (1− λ)z2) ≥ min{µA(z1), µA(z2)}, (4.2.2)

(iii) µA jest funkcj ↪a pó lci ↪ag l ↪a z góry3,

(iv) nośnik suppA = cl{z ∈ R : µA(z) > 0} zbioru rozmytego A jest
ograniczony, gdzie cl jest operatorem domkni ↪ecia.

Definicja 4.3. ([50]) Mówimy, że liczba rozmyta jest typu triangularnego,
jeśli jej funkcja przynależności ma postać

µA(z) =


1− |a−z|

lA
dla a− lA ≤ z < a,

1 + |a−z|
rA

dla a ≤ z ≤ a+ rA,

0 w pozosta lych przypadkach,

(4.2.3)

gdzie a ∈ R, lA, rA > 0.

Triangularn ↪a liczb ↪e rozmyt ↪a A, zwan ↪a także liczb ↪a trójk ↪atn ↪a, zapisu-
jemy

A = (a, lA, rA). (4.2.4)

3 Mówimy, że funkcja rzeczywista f określona na pewnej przestrzeni topologicznej
X jest pó lci ↪ag la z góry, gdy zbiór {z ∈ X : f(z) ≥ λ} jest domkni ↪ety dla każdego
λ ∈ R ([51]).
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Do znanych funkcji przynależności zaliczyć można, obok funkcji trój-
k ↪atnych, także funkcje typu singleton, funkcje radialne czy elipsoidalne.

Definicja 4.4. Mówimy, że trójk ↪atna liczba rozmyta A = (a, lA, rA) jest
symetryczna, jeżeli lA = rA = sA. Wtedy liczb ↪e rozmyt ↪a A oznaczamy
(a, sA), gdzie a jest wartości ↪a centraln ↪a (central value), a sA rozpi ↪etości ↪a
(spread) liczby rozmytej.

Definicja 4.5. λ-przekrojem liczby rozmytej A nazywamy zbiór Aλ, okreś-
lony jako

Aλ = {z ∈ R : µA(z) ≥ λ} = [AL(λ), AR(λ)], (4.2.5)

gdzie
AL(λ) = inf{z ∈ R : µA(z) ≥ λ}, (4.2.6)

AR(λ) = sup{z ∈ R : µA(z) ≥ λ}. (4.2.7)

Rysunek 4.2 przedstawia przyk lad λ-przekroju symetrycznej, trójk ↪at-
nej liczby rozmytej A = (a, sA).

Rys. 4.2. Przyk lad trójk ↪atnej, symetrycznej liczby rozmytej

A = (a, sA) i jej λ-przekroju [AL(λ), AR(λ)]

Źród lo: opracowanie w lasne

Przyk lad 4.1. Jeżeli liczba rozmyta jest typu triangularnego, czyli może
być zapisana jako A = (a, lA, rA), to jej λ-przekrój Aλ ma postać

Aλ = [AL(λ), AR(λ)],

gdzie
AL(λ) = a− lA(1− λ),

AR(λ) = a+ rA(1− λ).
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W szczególnym przypadku, gdy A jest trójk ↪atn ↪a, symetryczn ↪a liczb ↪a roz-
myt ↪a, tj. A = (a, sA)

AL(λ) = a− sA(1− λ),

AR(λ) = a+ sA(1− λ).

Definicja 4.6. ([97]) Dodawanie i mnożenie dwóch trójk ↪atnych, syme-
trycznych liczb rozmytych A = (a, sA), B = (b, sB) określone jest nast ↪e-
puj ↪aco

A⊕B = (a+ b, max(sA, sB)), (4.2.8)

A�B = (ab, max(sA|b|, sB|a|)). (4.2.9)

Definicja 4.7. ([61]) Skierowan ↪a liczb ↪a rozmyt ↪a
~A nazywamy uporz ↪ad-

kowan ↪a par ↪e
~A = (f, g), (4.2.10)

gdzie f, g : [0, 1]→ R s ↪a funkcjami ci ↪ag lymi.

Funkcje f i g nazywamy odpowiednio cz ↪eści ↪a up i cz ↪eści ↪a down skie-
rowanej liczby rozmytej. Z ci ↪ag lości obu cz ↪eści wynika, że ich obrazy s ↪a
ograniczonymi przedzia lami. Obrazy te określa si ↪e mianem odpowiednio
UP oraz DOWN i oznacza symbolami

UP = (lA, 1
−
A), DOWN = (1+

A, rA). (4.2.11)

Granice lA, 1
−
A , 1

+
A , rA s ↪a liczbami rzeczywistymi, przy czym zachodzi nast ↪e-

puj ↪ace przyporz ↪adkowanie

lA := f(0), 1−A := f(1), 1+
A := g(1), rA := g(0). (4.2.12)

W ogólnym przypadku nie musz ↪a być spe lnione relacje ([61], s. 47)

lA ≤ 1−A, 1+
A ≤ rA. (4.2.13)

Przymijmy dodatkowo na przedziale [1−A, 1
+
A] funkcj ↪e sta l ↪a, równ ↪a 1. Wów-

czas sum ↪e przedzia lów

UP ∪ [1−A, 1
+
A] ∪ DOWN = (lA, rA) (4.2.14)

możemy traktować jako nośnik liczby rozmytej A, rozumianej w sensie
klasycznym.
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W przypadku, gdy funkcje f, g s ↪a ścísle monotoniczne na przedziale
[0, 1], wówczas istniej ↪a dla nich funkcje odwrotne f−1, g−1 określone od-
powiednio na przedzia lach UP i DOWN. W takiej sytuacji zwi ↪azek funkcji
przynależności µA liczby rozmytej A z funkcjami f, g liczby skierowanej ~A
można przedstawić nast ↪epuj ↪aco

µA(z) =


1 dla z ∈ [1−A, 1

+
A],

f−1(z) dla z ∈ UP,

g−1(z) dla z ∈ DOWN,

0 dla z 6∈ (lA, rA).

(4.2.15)

Przyk lad 4.2. Trójk ↪atna liczba rozmyta A = (a, lA, rA) koresponduje ze

skierowan ↪a liczb ↪a rozmyt ↪a
~A = (f, g), gdzie

f(z) = a− lA(1− z), g(z) = a+ rA(1− z), z ∈ [0, 1].

Jak wynika z przyk ladu 4.1, trójk ↪atna liczba rozmyta A = (a, lA, rA) ma
λ-przekrój Aλ = [AL(λ), AR(λ)], λ ∈ [0, 1], gdzie

AL(λ) = a− lA(1− λ), AR(λ) = a+ rA(1− λ).

Podstawiaj ↪ac z = λ i oznaczaj ↪ac f(z) = AL(z) oraz g(z) = AR(z), otrzy-
mujemy

f(z) = a− lA(1− z), g(z) = a+ rA(1− z), z ∈ [0, 1],

gdzie a, lA, rA s ↪a znanymi parametrami.

Ponieważ funkcje f, g s ↪a ci ↪ag le na przedziale [0, 1], wi ↪ec uporz ↪adkowana

para funkcji ~A = (f, g) określa skierowan ↪a liczb ↪e rozmyt ↪a.

Z powyższego wnioskujemy, że trójk ↪atna, symetryczna liczba rozmyta
A = (a, sA) generuje skierowan ↪a liczb ↪e rozmyt ↪a

~A = (f, g), z funkcjami

f(z) = a− sA(1− z), g(z) = a+ sA(1− z), z ∈ [0, 1].

Rysunek 4.3 przedstawia przyk lad trójk ↪atnej liczby rozmytej A=(a, sA)
z funkcj ↪a przynależności

µA(z) =


1− a−z

sA
dla z ∈ [a− sA, a],

1 + z−a
sA

dla z ∈ (a, a+ sA],

0 dla z 6∈ [a− sA, a+ sA]

oraz odpowiadaj ↪ac ↪a jej skierowan ↪a liczb ↪e rozmyt ↪a
~A = (f, g), gdzie

f(z) = a− sA(1− z), g(z) = a+ sA(1− z) z ∈ [0, 1].
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Rys. 4.3. Trójk ↪atna liczba rozmyta A = ( 3
2 , 1)

oraz generowana przez ni ↪a liczba skierowana ~A = (f, g)

Źród lo: opracowanie w lasne

Definicja 4.8. ([32]) Metryka Diamonda dla skierowanych liczb rozmy-

tych ~A = (fA, gA), ~B = (fB, gB) określona jest wzorem

D2( ~A, ~B)=

∫ 1

0

[
(fA(z)−fB(z))2+(gA(z)−gB(z))2

]
dz, (4.2.16)

gdzie fA, fB, gA, gB s ↪a funkcjami ca lkowalnymi.

Definicja 4.9. Niech b ↪ed ↪a dane trzy skierowane liczby rozmyte

~A = (fA, gA), ~B = (fB, gB), ~C = (fC , gC). (4.2.17)

Liczba ~C jest sum ↪a liczb ~A i ~B, co zapisujemy ~C = ~A⊕ ~B, jeśli

fC(z) = fA(z) + fB(z), gC(z) = gA(z) + gB(z). (4.2.18)

Definicja 4.10. Niech b ↪ed ↪a dane trzy skierowane liczby rozmyte

~A = (fA, gA), ~B = (fB, gB), ~C = (fC , gC). (4.2.19)
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Liczba ~C jest iloczynem liczb ~A i ~B, co zapisujemy ~C = ~A⊗ ~B, jeśli

fC(z) = fA(z)fB(z), gC(z) = gA(z)gB(z). (4.2.20)

Definicja 4.11. Liczba ~C = (fC , gC) jest wynikiem mnożenia skierowanej

liczby rozmytej ~A = (fA, gA) przez skalar d, co zapisujemy symbolicznie
~C = d ~A, jeśli

fC(z) = dfA(z), gC(z) = dgA(z). (4.2.21)

Definicja 4.12. Niech b ↪ed ↪a dane trzy skierowane liczby rozmyte

~A = (fA, gA), ~B = (fB, gB), ~C = (fC , gC). (4.2.22)

Liczba ~C jest wynikiem dzielenia ~A przez ~B, co zapisujemy symbo-
licznie ~C = ~A � ~B, jeżeli dla każdego argumentu z ∈ [0, 1] takiego, że
fB(z) 6= 0 oraz gB(z) 6= 0 zachodzi

fC(z) =
fA(z)

fB(z)
oraz gC(z) =

gA(z)

gB(z)
. (4.2.23)

Przyk lad 4.3. Niech A = (a, sA) i B = (b, sB) b ↪ed ↪a trójk ↪atnymi, sy-
metrycznymi liczbami rozmytymi. Liczby te generuj ↪a skierowane liczby
rozmyte ~A = (fA, gA) oraz ~B = (fB, gB), gdzie

fA(z) = a− sA(1− z), gA(z) = a+ sA(1− z), z ∈ [0, 1]

fB(z) = b− sB(1− z), gB(z) = b+ sB(1− z), z ∈ [0, 1].

Możemy zapisać

~A⊕ ~B = (fA, gA)⊕ (fB, gB) = (fA + fB, gA + gB),

gdzie
fA(z) + fB(z) = a+ b− (sA + sB)(1− z), z ∈ [0, 1],

gA(z) + gB(z) = a+ b+ (sA + sB)(1− z), z ∈ [0, 1].

Analogicznie, mamy

~A⊗ ~B = (fA, gA)⊗ (fB, gB) = (fAfB, gAgB),

gdzie

fA(z)fB(z) = ab− (bsA + asB)(1− z) + sAsB(1− z)2, z ∈ [0, 1],
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gA(z)gB(z) = ab+ (bsA + asB)(1− z) + sAsB(1− z)2, z ∈ [0, 1].

Z kolei dla zadanej niezerowej liczby rzeczywistej d otrzymujemy na pod-
stawie definicji 4.11

d ~A = (dfA, dgA),

gdzie

dfA(z) = d[a− sA(1− z)], dgA(z) = d[a+ sA(1− z)], z ∈ [0, 1].

W lasność 4.1. Jeżeli ~A = (fA, gA) jest skierowan ↪a liczb ↪a rozmyt ↪a, to

liczba rozmyta − ~A ma postać

− ~A = (−fA, −gA). (4.2.24)

Liczb ↪e − ~A możemy potraktować jako wynik mnożenia ~A przez d = −1.

W lasność 4.2. Niech b ↪ed ↪a dane dwie skierowane liczby rozmyte

~A = (fA, gA), ~B = (fB, gB). (4.2.25)

Różnica liczb ~A oraz ~B ma postać

~A	 ~B = (fA − fB, gA − gB). (4.2.26)

Różnic ↪e
~A 	 ~B możemy potraktować, jak dodanie do ~A liczby ~B po-

mnożonej przez skalar d = −1.

W lasność 4.3. Jeżeli od liczby ~A odejmiemy liczb ↪e
~A, to w rezultacie

otrzymamy
~A− ~A = (fA − fA, gA − gA) = (0, 0). (4.2.27)

W lasność 4.4. Jeżeli ~A⊕ ~C1 = ~A⊕ ~C2, to ~C1 = ~C2.

Istotnie, niech

~A = (fA, gA), ~C1 = (fC1 , gC1), ~C2 = (fC2 , gC2).

Z definicji 4.9 mamy

~A⊕ ~C1 = (fA, gA)⊕ (fC1 , gC1) = (fA + fC1 , gA + gC1).

Analogiczny wynik otrzymujemy dla ~A⊕ ~C2, czyli

~A⊕ ~C2 = (fA, gA)⊕ (fC2 , gC2) = (fA + fC2 , gA + gC2).
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Z za lożonej równości ~A⊕ ~C1 = ~A⊕ ~C2 wynika

(fA + fC1 , gA + gC1) = (fA + fC2 , gA + gC2)

lub

(fA + fC1 , gA + gC1)− (fA + fC2 , gA + gC2) = (0, 0),

czyli

(fA + fC1 − fA − fC2 , gA + gC1 − gA − gC2) = (0, 0).

Z tego otrzymujemy

fC1 − fC2 = 0, gC1 − gC2 = 0

lub równoważnie

fC1 = fC2 , gC1 = gC2 .

Z powyższego mamy ~C1 = ~C2, co należa lo pokazać.

W lasność 4.5. Jeżeli ~A oraz ~B s ↪a skierowanymi liczbami rozmytymi oraz
c, d ∈ R s ↪a dowolnymi liczbami rzeczywistymi, to spe lnione s ↪a nast ↪epuj ↪ace
warunki
(i) c(d ~A) = (cd) ~A,

(ii) d( ~A⊕ ~B) = d ~A⊕ d ~B,

(iii) (c+ d) ~A = c ~A⊕ d ~A,

(iv) 1 ~A = ~A.
Warunek (i) wynika z definicji 4.11. Warunek (ii) wynika z definicji 4.9

i 4.11, tj. z definicji dodawania skierowanych liczb rozmytych i mnożenia
ich przez skalar. Podobnie jest z warunkiem (iii). Również warunek (iv)
wynika z w lasności mnożenia skierowanej liczby rozmytej przez skalar,
który w tym przypadku wynosi 1.

Oznaczmy symbolem R zbiór skierowanych liczb rozmytych, w którym
wprowadzono operacj ↪e dodawania skierowanych liczb rozmytych i mnoże-
nia przez skalar, jak powyżej.

W lasność 4.6. Jeżeli ~A, ~B, ~C ∈ R s ↪a skierowanymi liczbami rozmytymi,
to spe lnione s ↪a nast ↪epuj ↪ace warunki
(v) ~A⊕ ~B = ~B ⊕ ~A (przemienność dodawania),

(vi) ( ~A⊕ ~B)⊕ ~C = ~A⊕ ( ~B ⊕ ~C) ( l ↪aczność dodawania),

(vii) Jeżeli ~A⊕ ~B = ~A⊕ ~C, to ~B = ~C (jednoznaczność odejmowania).
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Warunki (i)–(vii) nosz ↪a nazw ↪e aksjomatów przestrzeni liniowej. Prze-
strzeń R jest rzeczywist ↪a przestrzeni ↪a liniow ↪a, gdyż skalary, przez które
mnożone s ↪a skierowane liczby rozmyte, s ↪a liczbami rzeczywistymi.

Niech C([0, 1]) oznacza zbiór wszystkich funkcji ci ↪ag lych, określonych
na odcinku domkni ↪etym [0, 1]. Wówczas R = C([0, 1]) × C([0, 1]) ozna-
cza zbiór uporz ↪adkowanych par (f, g) funkcji ci ↪ag lych, z których każda
określona jest na odcinku [0, 1]. Przestrzeń R ma struktur ↪e przestrzeni
liniowej, gdyż spe lniony jest zarówno aksjomat dodawania, jak i mnożenia
przez skalar, określone jako

~A⊕ ~B = (fA + fB, gA + gB) (4.2.28)

oraz
d ~A = (dfA, dgA), (4.2.29)

gdzie
~A = (fA, gA), ~B = (fB, gB), d ∈ R. (4.2.30)

Przyjmijmy nast ↪epuj ↪ac ↪a definicj ↪e normy w przestrzeni R

‖(f, g)‖ = max(sup
z∈[0,1]

|f(z)|, sup
z∈[0,1]

|g(z)|). (4.2.31)

Ponieważ odcinek [0, 1] jest zwarty, wi ↪ec funkcje ci ↪ag le f i g przyjmuj ↪a
na nim swoje kresy, czyli supz∈[0,1]|f(z)| < ∞ oraz supz∈[0,1]|g(z)|<∞,
a tym samym ‖(f, g)‖ < ∞. Zachodzi również supz∈[0,1] |f(z)| > 0 dla
f(z) 6= 0 i supz∈[0,1] |g(z)| > 0 dla g(z) 6= 0 oraz supz∈[0,1] |f(z)| = 0, gdy
∀z∈[0,1]f(z) = 0 i supz∈[0,1] |g(z)|=0, gdy ∀z∈[0,1]g(z)=0, czyli ‖(f, g)‖>0,
gdy (f, g) 6= (0, 0) oraz ‖(f, g)‖ = 0, gdy (f, g) = (0, 0), zatem spe lniony
jest pierwszy aksjomat normy4.

Dla sprawdzenia drugiego aksjomatu normy, tj. warunku trójk ↪ata,
przyjmijmy

~A = (fA, gA) oraz ~B = (fB, gB). (4.2.32)

Zgodnie z przyj ↪et ↪a definicj ↪a normy mamy

‖ ~A⊕ ~B‖ = max(sup
z∈[0,1]

|fA⊕B(z)|, sup
z∈[0,1]

|gA⊕B(z)|). (4.2.33)

4 Aksjomaty normy (por. [60], s. 35):
(i) ‖x‖ > 0 dla x 6= 0, ‖0‖ = 0,
(ii) ‖x+ y‖ ≤ ‖x‖+ ‖y‖ (subaddytywność),
(iii) ‖αx‖ = |α| ‖x‖ (jednorodność).
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Z drugiej strony zachodzi

fA⊕B(z) = fA(z) + fB(z), (4.2.34)

a co za tym idzie

|fA⊕B(z)| = |fA(z) + fB(z)| ≤ sup
z∈[0,1]

|fA(z)|+ sup
z∈[0,1]

|fB(z)| (4.2.35)

i w konsekwencji
sup
z∈[0,1]

|fA⊕B(z)| ≤ ‖ ~A‖+ ‖ ~B‖. (4.2.36)

Analogicznie otrzymamy

sup
z∈[0,1]

|gA⊕B(z)| ≤ ‖ ~A‖+ ‖ ~B‖, (4.2.37)

czyli

max(sup
z∈[0,1]

|gA⊕B(z)|, sup
z∈[0,1]

|gA⊕B(z)|) ≤ ‖ ~A‖+ ‖ ~B‖. (4.2.38)

Mamy wi ↪ec

‖ ~A⊕ ~B‖ ≤ ‖ ~A‖+ ‖ ~B‖, czyli warunek trójk ↪ata. (4.2.39)

Sprawdzamy trzeci aksjomat normy, czyli warunek jednorodności

‖α ~A‖ = max(sup
z∈[0,1]

|αfA(z)|, sup
z∈[0,1]

|αgA(z)|). (4.2.40)

Z w lasności modu lu mamy

|αfA(z)| = |α||fA(z)| ≤ |α| sup
z∈[0,1]

|fA(z)| ≤ |α|‖ ~A‖ (4.2.41)

oraz

|αgA(z)| = |α||gA(z)| ≤ |α| sup
z∈[0,1]

|gA(z)| ≤ |α|‖ ~A‖. (4.2.42)

Zatem zachodzi
‖α ~A‖ ≤ |α|‖ ~A‖. (4.2.43)

Jeżeli w tej nierówności zamiast ~A wstawimy 1
α
~A, to otrzymamy

‖ ~A‖ = ‖α 1

α
~A‖ = ‖ 1

α
(α ~A)‖ ≤ 1

|α|
‖α ~A‖. (4.2.44)
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St ↪ad zaś mamy

‖α ~A‖ ≥ |α| ‖ ~A‖. (4.2.45)

Zestawiaj ↪ac obydwie nierówności, dostajemy

‖α ~A‖ = |α| ‖ ~A‖, (4.2.46)

czyli otrzymujemy aksjomat jednorodności normy. Przestrzeń R z norm ↪a,
której w lasności sprawdzalísmy, jest wi ↪ec przestrzeni ↪a unormowan ↪a.

W lasność 4.7. Przestrzeń R jest przestrzeni ↪a Banacha, jest bowiem
przestrzeni ↪a unormowan ↪a, zupe ln ↪a

5.

W lasność 4.8. Przestrzeń skierowanych liczb rozmytych jest algebr ↪a Ba-
nacha6 z jedności ↪a

~I = (1, 1), tj. par ↪a sta lych funkcji, równych 1, przy

czym zachodzi ~A⊗~I = ~I⊗ ~A = ~A dla każdego ~A ∈ R.

W lasność 4.9. Algebra R jest komutatywna7, gdyż zachodzi

~A⊗ ~B =(fA, gA)⊗ (fB, gB) = (fAfB, gAgB) =

=(fB, gB)⊗ (fA, gA) = ~B ⊗ ~A,
(4.2.47)

dla dowolnych ~A, ~B ∈ R.

W lasność 4.10. Algebra R jest izomorficzna z algebr ↪a liczb zespolonych.

Twierdzenie Gelfanda–Mazura ([3]). Jeśli algebra Banacha z jedności ↪a
jest cia lem, to jest izometrycznie izomorficzna z cia lem liczb zespolonych;
dok ladniej każdy element A jest postaci λe, gdzie λ ∈ C, natomiast e jest
jedności ↪a w ciele liczb zespolonych.

4.3. Model umieralności typu Koissi–Shapiro

W rozdziale 5 monografii [91] zaproponowany zosta l rozszerzony mo-
del rozmyty umieralności Lee–Cartera (EFLC), b ↪ed ↪acy zmodyfikowan ↪a
wersj ↪a modelu Koissi–Shapiro FLC [59], w której parametry modelu oraz

5 By przestrzeń unormowana R by la przestrzeni ↪a zupe ln ↪a, potrzeba, aby każdy
ci ↪ag elementów przestrzeni R spe lniaj ↪acy warunek Cauchy’ego by l zbieżny do punktu
przestrzeni R. Dowód jest analogiczny do dowodu twierdzenia 22.3 w ksi ↪ażce
W. Ko lodzieja [60], s. 44.

6 Algebr ↪a Banacha nazywamy przestrzeń Banacha, w której jest określone
mnożenie  l ↪aczne, ci ↪ag le ze wzgl ↪edu na każd ↪a ze zmiennych z osobna (por. [117], s. 16).

7 Algebra R jest komutatywna, jeżeli ~A⊗ ~B = ~B ⊗ ~A.
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elementy macierzy obserwacji wyrażone s ↪a za pomoc ↪a skierowanych liczb
rozmytych. Model ten ma postać

~Yx,t = ~Ax ⊕ ( ~Bx ⊗ ~Kt), x = 0, 1, . . . , X, t = 1, 2 . . . , T, (4.3.1)

gdzie ~Yx,t s ↪a skierowanymi liczbami rozmytymi, reprezentuj ↪acymi rozmyte

logarytmy wspó lczynników zgonów, natomiast ~Ax, ~Bx, ~Kt s ↪a parametrami
modelu, b ↪ed ↪acymi również skierowanymi liczbami rozmytymi.

W oryginalnym modelu FLC Koissi–Shapiro przyj ↪eto, że parametry
Ax, Bx, Kt s ↪a liczbami rozmytymi z trójk ↪atnymi, symetrycznymi funkcjami
przynależności, o wartościach centralnych i rozpi ↪etościach odpowiednio
ax, bx, kt oraz sAx , sBx , sKt . W przypadku modelu (4.3.1) przyjmujemy, że
parametry s ↪a liczbami skierowanymi

~Ax = (fAx , gAx), ~Bx = (fBx , gBx), ~Kt = (fKt , gKt), (4.3.2)

koresponduj ↪acymi z trójk ↪atnymi, symetrycznymi liczbami rozmytymi

Ax = (ax, sAx), Bx = (bx, sBx), Kt = (kt, sKt). (4.3.3)

Oznacza to, że funkcje definiuj ↪ace liczby skierowane (4.3.2) s ↪a wyrażone
wzorami, w których w roli parametrów wyst ↪epuj ↪a wartości centralne i roz-
pi ↪etości liczb trójk ↪atnych (4.3.3). Mamy zatem dla z ∈ [0, 1]

fAx(z) = ax − (1− z)sAx , gAx(z) = ax + (1− z)sAx ,

fBx(z) = bx − (1− z)sBx , gBx(z) = bx + (1− z)sBx ,

fKt(z) = kt − (1− z)sKt , gKt(z) = kt + (1− z)sKt .

(4.3.4)

Przyjmiemy dalej, że dysponujemy rozmyt ↪a reprezentacj ↪a logarytmów
wspó lczynników zgonów, w postaci liczb skierowanych ~Yx,t = (fYx,t , gYx,t)
koresponduj ↪acych z symetrycznymi liczbami trójk ↪atnymi Yx,t = (yx,t, ex,t),
wyznaczonymi w drodze rozmywania logarytmów wspó lczynników zgo-
nów (por. kolejny paragraf 4.4). Funkcje fYx,t , gYx,t , definiuj ↪ace ~Yx,t, maj ↪a
nast ↪epuj ↪ac ↪a postać

fYx,t(z) = yx,t − ex,t(1− z), z ∈ [0, 1],

gYx,t(z) = yx,t + ex,t(1− z), z ∈ [0, 1].
(4.3.5)

Po zastosowaniu definicji mnożenia, a nast ↪epnie dodawania skierowa-
nych liczb rozmytych, prawa strona (4.3.1) przyjmuje postać

~Ax ⊕ ( ~Bx ⊗ ~Kt) = (fAx , gAx)⊕ (fBx⊗Kt , gBx⊗Kt) =

= (fAx + fBx⊗Kt , gAx + gBx⊗Kt),

(4.3.6)
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gdzie dla z ∈ [0, 1] mamy

fBx⊗Kt(z) = bxkt − (ktsBx + bxsKt)(1− z) + sBxsKt(1− z)2,

gBx⊗Kt(z) = bxkt + (ktsBx + bxsKt)(1− z) + sBxsKt(1− z)2,

fAx(z) + fBx⊗Kt(z) =

= ax + bxkt − (sAx + ktsBx + bxsKt)(1− z) + sBxsKt(1− z)2,

gAx(z) + fBx⊗Kt(z) =

= ax + bxkt + (sAx + ktsBx + bxsKt)(1− z) + sBxsKt(1− z)2.

(4.3.7)

Zauważmy, że wyrażenia sBxsKt(1−z)2 s ↪a bliskie 0 dla ma lych wartości
sBx , sKt oraz dla z ∈ [0, 1]. Możemy zatem rozważać przybliżenie

fAx(z) + fBx⊗Kt(z) ≈ ax + bxkt − (sAx + ktsBx + bxsKt)(1− z),

gAx(z) + gBx⊗Kt(z) ≈ ax + bxkt + (sAx + ktsBx + bxsKt)(1− z).

Zak ladaj ↪ac, że sBxsKt(1− z)2≈0, skierowane liczby rozmyte ~Ax ⊕ ( ~Bx ⊗
~Kt) koresponduj ↪a z symetrycznymi liczbami trójk ↪atnymi o wartościach
centralnych ax + bxkt i rozpi ↪etościach sAx + ktsBx + bxsKt .

4.4. Prze l ↪acznikowa fazyfikacja macierzy obserwacji

4.4.1. Metoda fazyfikacji obserwacji

Model umieralności w wersji zaproponowanej przez Koissi i Shapiro
[59] zak lada rozmyt ↪a reprezentacj ↪e macierzy obserwacji empirycznych.
Idea fazyfikacji zostanie przeniesiona do modelu opartego na skierowanych
liczbach rozmytych (por. także [91], s. 167–174). Ponieważ zagadnienie
to jest kluczowe do modelowania umieralności na gruncie teorii liczb roz-
mytych, przedstawimy dalej propozycj ↪e metody fazyfikacji, opart ↪a na idei
Koissi–Shapiro.

Rozważania koncentrować si ↪e b ↪ed ↪a wokó l zagadnienia rozmywania lo-
garytmów cz ↪astkowych wspó lczynników zgonów yx,t = lnmx,t dla ustalo-
nych grup wieku x i lat kalendarzowych t.
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Fazyfikacja zadanej wartości yx,t metod ↪a Koissi–Shapiro polega na
przekszta lceniu jej do postaci trójk ↪atnej, symetrycznej liczby rozmytej

Yx,t = (yx,t, ex,t),

gdzie yx,t pe lni rol ↪e wartości centralnej, natomiast ex,t jest nieznanym
parametrem, definiowanym jako rozpi ↪etość liczby rozmytej.

W celu znalezienia ex,t, Koissi i Shapiro zdefiniowali symetryczne, trój-
k ↪atne liczby rozmyte (c0x, s0x), (c1x, s1x), spe lniaj ↪ace równości

(yx,t, ex,t) = (c0x, s0x)⊕ (c1x, s1x)� t dla każdego x, (4.4.1)

co na mocy definicji 4.6 jest równoznaczne z postulatem, że dla każdego
x zachodz ↪a równości

yx,t = c0x + c1xt oraz ex,t = max(s0x, s1xt). (4.4.2)

W naszej propozycji zagadnienie oszacowania parametrów rozmytości
ex,t przeniesiemy na grunt skierowanych liczb rozmytych OFN. Zast ↪epu-
jemy zatem liczby trójk ↪atne (yx,t, ex,t), (c0x, s0x), (c1x, s1x) ich odpowiedni-
kami postaci

~Yx,t = (fYx,t , gYx,t), ~C0x = (fC0x , gC0x), ~C1x = (fC1x , gC1x),

gdzie fYx,t , gYx,t s ↪a zdefiniowane w (4.3.5), natomiast funkcje fC0x , gC0x ,
fC1x , gC1x maj ↪a postać

fC0x(z) = c0x − s0x(1− z), gC0x(z) = c0x + s0x(1− z),

fC1x(z) = c1x − s1x(1− z), gC1x(z) = c1x + s1x(1− z).

(4.4.3)

Zatem warunek (4.4.1) daje si ↪e teraz zast ↪apić nast ↪epuj ↪acym

(fYx,t , gYx,t) = (fC0x , gC0x)⊕ (fC1x , gC1x)� t dla każdego x. (4.4.4)

Z definicji 4.9, 4.11, dotycz ↪acych dodawania liczb skierowanych i mnoże-
nia przez skalar, wynika, że dla każdego x oraz z∈ [0, 1] powinny zachodzić
równości

(yx,t−ex,t(1−z), yx,t+ex,t(1−z))=(fC0x(z)+tfC1x(z), gC1x(z)+tgC1x(z))=

= (c0x + c1xt− (s0x + s1xt)(1− z), c0x + c1xt+ (s0x + s1xt)(1− z)) ,
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co sprowadza si ↪e do postulatu, aby dla każdego x zachodzi ly równości

yx,t = c0x + c1xt, t = 1, 2, . . . , T, (4.4.5)

ex,t = s0x + s1xt, t = 1, 2, . . . , T. (4.4.6)

Korzystaj ↪ac z (4.4.5), oszacowania wartości centralnych c0x oraz c1x

można wyznaczyć klasyczn ↪a metod ↪a MNK, która prowadzi do znanych
formu l na estymatory parametrów liniowej funkcji trendu

ĉ1x =
t lnmx,t − t lnmx,t

t2 − t̄2
, ĉ0x = lnmx,t − ĉ1xt̄, (4.4.7)

gdzie lnmx,t, t lnmx,t, t, t2 oznaczaj ↪a średnie arytmetyczne odpowiednich
wyrażeń.

Pozostaje znalezienie oszacowań parametrów s0x, s1x wyst ↪epuj ↪acych
w (4.4.6). Tutaj jednak lewa strona, tj. ex,t, nie jest znana, nie jest wi ↪ec
możliwe ponowne zastosowanie metody MNK.

Zauważmy jednak, że ex,t s ↪a z za lożenia liczbami nieujemnymi. Naj-
mniejsz ↪a wartości ↪a, jak ↪a mog ↪a przyj ↪ać jest 0. Znajdujemy wi ↪ec takie
wartości ŝ0x, ŝ1x, które dla ustalonego x minimalizuj ↪a sum ↪e

T∑
t=1

ex,t = Ts0x + s1x

T∑
t=1

t, (4.4.8)

przy warunkach ograniczaj ↪acych

s0x, s1x ≥ 0,

ĉ0x + ĉ1xt+ (s0x + s1xt) (1− z) ≥ lnmx,t,

ĉ0x + ĉ1xt− (s0x + s1xt) (1− z) ≤ lnmx,t,

(4.4.9)

określonych dla każdego x i dla ustalonego z ∈ [0, 1).

Ponieważ wi ↪eksze wartości z prowadz ↪a do wi ↪ekszych rozpi ↪etości s0x,
s1x, dlatego zak ladamy dalej z = 0. Warto zauważyć, że kryterium to
sprowadza si ↪e do analogicznego kryterium zaproponowanego w pracy [59].
Różnica wyst ↪epuje w sposobie obliczania parametrów ex,t. W tym przy-
padku, przez analogi ↪e do (4.4.6), wartości ex,t otrzymujemy ze wzoru

ex,t ≈ ŝ0x + ŝ1xt, (4.4.10)

podczas gdy w modelu Koissi–Shapiro ex,t określone s ↪a wzorem (4.4.2).
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Rysunek 4.4 ilustruje przyk ladowe cz ↪astkowe wspó lczynniki zgonów
(po ich zlogarytmowaniu) oraz obszary rozmytości ograniczone liniami

f1x(t) = c0x + c1xt− ex,t, f2x(t) = c0x + c1xt+ ex,t.

Parametry rozmytości ex,t obliczone zosta ly ze wzoru (4.4.10), w którym
oszacowania ŝ0x, ŝ1x wyznaczono jako rozwi ↪azanie zadania optymalizacyj-
nego (4.4.8)–(4.4.9).

Rys. 4.4. Wartości logarytmów cz ↪astkowych wspó lczynników zgonów

oraz ich obszary rozmytości dla x = 20, 40, 50, 60 lat (kobiety)

Źród lo: opracowanie w lasne

Z rysunku 4.4 wynika, że obszary rozmytości s ↪a nieco szersze w m lod-
szych grupach wieku, co jest skutkiem wi ↪ekszej zmienności wspó lczyn-
ników zgonów w tych grupach.

Podsumowuj ↪ac, przedstawiona metoda fazyfikacji macierzy obserwacji
zaproponowana zosta la przez M. C. Koissi i A. F. Shapiro jako metoda
przekszta lcania danych rzeczywistych (ostrych) w symetryczne, trójk ↪atne
liczby rozmyte. Zagadnienie to można także rozważać w sposób uprosz-
czony, stosuj ↪ac algebr ↪e skierowanych liczb rozmytych, dzi ↪eki czemu idea
fazyfikacji staje si ↪e intuicyjnie bardziej zrozumia la.

4.4.2. Wykrywanie punktów prze l ↪aczenia

Obserwacja cz ↪astkowych wspó lczynników umieralności, dokonana na
przyk ladzie wspó lczynników dla Polski od roku 1958, nasun ↪e la przypusz-
czenie, że zmiany tych wspó lczynników w niektórych grupach wieku lub
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w niektórych okresach nie przebiegaj ↪a wed lug jednakowego wzorca, jak to
zak lada metoda fazyfikacji Koissi–Shapiro. W takich przypadkach proste
trendu używane podczas rozmywania logarytmów cz ↪astkowych wspó lczyn-
ników zgonów (por. formu la (4.4.5)) mog ↪a nie być dostatecznie dobrze
dopasowane do danych, a obszary rozmytości mog ↪a być szerokie.

Przyk lad 4.4. Rozważmy logarytmy wspó lczynników zgonów w subpopu-
lacji kobiet w wieku x = 40 ukończonych lat w Polsce w latach 1958–2014
(rysunek 4.5). Dopasowanie prostej trendu przedstawia rysunek 4.6.

Wspó lczynniki ĉ1x, ĉ0x funkcji trendu, wykreślonej na rysunku 4.6, wy-
nosz ↪a odpowiednio

ĉ1x ≈ −0,0142, ĉ0x ≈ 0,8515,

natomiast średni b l ↪ad przewidywania jest równy

Se ≈ 0,1236.

Oceniaj ↪ac wzrokowo uk lad punktów na rysunku 4.5, możemy przypusz-
czać, że od roku 1991 nast ↪epuje zmiana kierunku trendu w odniesieniu do
wspó lczynników umieralności w badanej grupie kobiet.

Potwierdzaj ↪a te spostrzeżenia wyniki dopasowania prostych trendu dla
dwóch podokresów, tj. dla lat 1958–1990 oraz 1991–2014 (rysunek 4.7).

Rys. 4.5. Logarytmy wspó lczynników zgonów dla kobiet

w wieku x = 40 ukończonych lat (okres obserwacji 1958–2014)

Źród lo: opracowanie w lasne
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Rys. 4.6. Logarytmy wspó lczynników zgonów dla kobiet

w wieku x = 40 ukończonych lat oraz dopasowana prosta trendu

Źród lo: opracowanie w lasne

Rys. 4.7. Logarytmy wspó lczynników zgonów dla kobiet
w wieku x = 40 ukończonych lat oraz proste trendu

dla lat 1958–1990 oraz 1991–2014

Źród lo: opracowanie w lasne
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Wspó lczynniki c1x, c0x oszacowane dla lat 1958–1990 wynosz ↪a

ĉ∗1x ≈ −0,0095, ĉ∗0x ≈ 0,7636

natomiast średni b l ↪ad przewidywania S∗e ≈ 0,1012. Oceny wspó lczynników
c1x, c0x wyznaczone dla lat 1991–2014 s ↪a nast ↪epuj ↪ace

ĉ∗∗1x ≈ −0,0327, ĉ∗∗0x ≈ 0,6256,

a średni b l ↪ad przewidywania jest równy S∗∗e ≈ 0,0514.

Przyk lad ten pokazuje, iż w przypadku kobiet w badanej grupie wieku
i w analizowanym przedziale 1958–2014 warto wyróżnić dwa lub trzy pod-
okresy (reżimy umieralności), w których ,,obowi ↪azywa ly” inny kierunek
i tempo zmian badanego zjawiska. Wydaje si ↪e, że potencjalnie istotnym
rokiem w rozważanym przyk ladzie, od którego nast ↪epuje zmiana kierunku
funkcji trendu jest rok 1978, a nast ↪epnie 1991 (por. rysunek 4.8).

Rys. 4.8. Logarytmy wspó lczynników zgonów dla kobiet
w wieku x = 40 ukończonych lat oraz proste trendu oszacowane

dla lat 1958–1977, 1978–1990 oraz 1991–2014

Źród lo: opracowanie w lasne

Najpierw jednak należy ocenić, czy domniemane zmiany nie s ↪a przy-
padkowe i czy punkty zmiany zosta ly poprawnie uznane za ,,istotne”. Jeśli
tak, wówczas wskazane staje si ↪e użycie kilku funkcji trendu jako podstawy
rozmywania logarytmów cz ↪astkowych wspó lczynników zgonów, osobno
w każdym z wyodr ↪ebnionych podokresów.
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Przedstawiona dalej idea poszukiwania statystycznie istotnych punk-
tów zmiany (prze l ↪aczenia) oparta zosta la na wykorzystaniu statystycznego
testu adaptacyjnego Janic–Ledwiny (JL). Teoretyczne podstawy tego te-
stu zaczerpni ↪ete zosta ly z prac [4] oraz [53].

4.4.3. Podstawy teoretyczne testu JL

Za lożmy, że obserwujemy ci ↪ag le zmienne losowe U1, U2, . . . , UN w punk-
tach czasowych t1 < t2 < . . . < tN . Zmienne losowe Ut maj ↪a rozk lady
o dystrybuancie Ft. Testujemy hipotez ↪e zerow ↪a o jednakowych dystry-
buantach rozk ladu obserwowanych zmiennych

H0 : F1 = F2 = . . . = FN , (4.4.11)

przeciwko hipotezie alternatywnej

H1 : ∃η∈(0,1), F1 = F[Nη] 6= F[Nη+1] = . . . = FN (4.4.12)

gdzie [Nη] oznacza cz ↪eść ca lkowit ↪a liczby Nη.

Statystyka MN testu adaptacyjnego JL ma postać

MN(e, pN) = max
[eN ]≤m≤[(1−e)N ]

T (S(m, pN);m), (4.4.13)

gdzie:
N – liczebność próby,

e ∈
(
0, 1

2

)
– ustalona wartość (przyjmiemy dalej e = 0, 1),

pN = 1, 5 logN – liczba dodatnia, reprezentuj ↪aca tzw. kar ↪e,

S(m, pN) – statystyki zdefiniowane wzorem

S(m,pN)=

min{k :1≤k≤dN ;T (k,m)−kpN≥T (l,m)−lpN ; l=1,. . . ,dN},
(4.4.14)

dN – liczba naturalna, reprezentuj ↪aca z lożoność problemu (przyjmiemy
dalej dN = 10),

T (k,m) – statystyki zdefiniowane wzorem

T (k,m) =
k∑

n=1

L2(m; bn), (4.4.15)

L(m, bn) – statystyki zdefiniowane wzorem

L(m, bn) =
N∑
t=1

cmtbn

(
Rt − 0, 5

N

)
, (4.4.16)
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Rt – ranga Ut w uporz ↪adkowanym niemalej ↪aco ci ↪agu U1, . . . , UN ,

cmt – wspó lczynniki wagowe zdefiniowane wzorem

cmt =


√

m(N−m)
N

1
m
, t = 1, 2, . . . ,m,

−
√

m(N−m)
N

1
N−m , t = m+ 1, . . . , N,

(4.4.17)

bn, n = 1, . . . , k – wielomiany Legendre’a, ortonormalne na odcinku
[0, 1]8.
Autorzy publikacji [53] wyznaczyli wartości krytyczne testu JL metod ↪a

Monte-Carlo. W przypadku, gdy k = 1, wówczas statystyka testu spro-
wadza si ↪e do statystyki rangowej testu Wilcoxona, dzi ↪eki czemu można
korzystać z gotowych, stablicowanych wartości krytycznych tego testu.
Duże wartości statystyki MN przemawiaj ↪a za odrzuceniem hipotezy H0

na rzecz hipotezy H1.

4.4.4. Poszukiwanie punktu prze l ↪aczenia funkcji trendu

Przechodz ↪ac do zagadnienia poszukiwania ,,punktów prze l ↪aczenia” dla
logarytmów cz ↪astkowych wspó lczynników zgonów, rozważać b ↪edziemy sze-
regi czasowe

{Ux,1, Ux,2, . . . , Ux,N}, (4.4.18)

gdzie Ux,t = yx,t+1 − yx,t, yx,t = lnmx,t, t = 1, 2, . . . , T, x = 0, 1, . . . , X.

Zmienne Ux,t reprezentuj ↪a przyrosty logarytmów cz ↪astkowych wspó l-
czynników zgonów dla zadanej grupy wieku x. Ponieważ mamy T − 1
różnic, a wi ↪ec N = T − 1.

Propozycja zastosowania testu JL w tym problemie opiera si ↪e na nast ↪e-
puj ↪acej idei. Jeśli dla każdego t∗ (1≤ t∗<T ) zmienne

Ux,1, Ux,2, . . . , Ux,t∗ (4.4.19)

maj ↪a jednakowe rozk lady prawdopodobieństwa, jak zmienne

Ux,t∗+1, Ux,t∗+2 . . . , Ux,N , (4.4.20)

wówczas stwierdzimy brak punktu prze l ↪aczenia, w przeciwnym przypadku
istnieje co najmniej jeden taki punkt m = t∗.

8 Wielomianami Legendre’a nazywamy uk lad wielomianów {Pn(x)} o wyrazie

ogólnym Pn(x) = 1
n!2n

dn{(x2−1)n}
dxn , n = 0, 1, . . .
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Zidentyfikowane punkty zmiany pozwol ↪a na oszacowanie parametrów
c0x, c1x, s0x, s1x w metodzie fazyfikacji obserwacji, osobno dla każdego
z podokresów wyodr ↪ebnionych za pomoc ↪a punktów prze l ↪aczenia. Przyk la-
dowo, w przypadku wykrycia jednego punktu prze l ↪aczenia t∗, estymacji
podlegać b ↪ed ↪a parametry c0x, c1x, c̃0x, c̃1x dwóch funkcji trendu

yx,t = c0x + c1xt, t = 1, 2, . . . , t∗ − 1, (4.4.21)

yx,t = c̃0x + c̃1xt, t = t∗, . . . , T, (4.4.22)

co prowadzi także do dwóch zestawów parametrów s0x, s1x oraz s̃0x, s̃1x,
które szacujemy poprzez rozwi ↪azanie zadania (4.4.8)–(4.4.9) osobno dla
każdego z podokresów.

Zaproponowana koncepcja poszukiwania punktów zmiany, w po l ↪acze-
niu z metod ↪a fazyfikacji, a także kolejne modyfikacje tej metody przedsta-
wione w rozdziale 5, zostan ↪a wykorzystane do rozmywania logarytmów
wspó lczynników zgonów.

Przyk lad 4.5. Rozważmy różnice Ux,t = yx,t+1 − yx,t. Podstaw ↪a ana-
lizy w tym przyk ladzie b ↪ed ↪a logarytmy naturalne cz ↪astkowych wspó lczyn-
ników zgonów yx,t = lnmx,t dla kobiet w wieku x = 40 ukończonych lat,
odnotowanych w Polsce w okresie 1958–2000 (tablica 4.1).

W pierwszej kolejności obliczymy statystyki L(m, bn) określone wzorem
(4.4.16) dla m = 1, 2, . . . , N − 1 oraz n = 1, 2, . . . , k, k ∈ N.

Dla m = 1 formu ly (4.4.16)–(4.4.17), definiuj ↪ace statystyk ↪e L(1, bn)
i wspó lczynniki c1t, redukuj ↪a si ↪e do postaci

L(1, bn) =
N∑
t=1

c1tbn

(
Rt − 0, 5

N

)
, (4.4.23)

gdzie

c1t =


√

N−1
N
, t = 1,

−
√

N−1
N

1
N−1

, t = 2, 3, . . . , N.

(4.4.24)

W (4.4.23) wyst ↪epuje wielomian Legendre’a bn, wyznaczany ze wzoru

bn(zt) = Bn(zt)
√

2n+ 1. (4.4.25)

Dla n = 0, 1, 2 wielomian Bn przyjmuje postać, odpowiednio

B0(zt) = 1, B1(zt) = 2zt − 1, B2(zt) =
1

2

(
3(2zt − 1)2 − 1

)
, (4.4.26)
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natomiast dla n = 3, 4, . . . wielomiany Bn wyznaczamy ze wzoru

Bn+1(zt) =
2n+ 1

n+ 1
(2zt − 1)Bn(zt)−

n

n+ 1
Bn−1(zt), (4.4.27)

przy czym rol ↪e argumentów zt odgrywaj ↪a wyrażenia

zt =
Rt − 0, 5

N
, t = 1, 2, . . . , N, (4.4.28)

gdzie Rt s ↪a rangami obserwacji Ux,t w uporz ↪adkowanej próbie.

Tablica 4.1. Wspó lczynniki zgonów
w grupie kobiet w wieku x = 40 lat

w Polsce w latach 1958–2000

Rok lnmx,t Rok lnmx,t

1958 0,9155 1979 0,4187
1959 0,8220 1980 0,5295
1960 0,8591 1981 0,5822
1961 0,8398 1982 0,3880
1962 0,7871 1983 0,4141
1963 0,8242 1984 0,6259
1964 0,6755 1985 0,5693
1965 0,6387 1986 0,5955
1966 0,6785 1987 0,5664
1967 0,5939 1988 0,4762
1968 0,5839 1989 0,6109
1969 0,6323 1990 0,6038
1970 0,5828 1991 0,6617
1971 0,5104 1992 0,5789
1972 0,4472 1993 0,4700
1973 0,4965 1994 0,4479
1974 0,4929 1995 0,4793
1975 0,5098 1996 0,4008
1976 0,5038 1997 0,3598
1977 0,5365 1998 0,4618
1978 0,5844 1999 0,4246
1979 0,4187 2000 0,3141

Źród lo: obliczenia w lasne.

Przyk lady obliczeń statystki L(m, b1) osobno dla m = 1 i m = 2
w grupie kobiet w wieku x = 40 lat zamieszczono w tablicy 4.2. Warto
zwrócić uwag ↪e, że różnice w wartościach statystyk L(1, b1) i L(2, b1) wy-
nikaj ↪a wy lacznie ze zmian wartości wspó lczynników cmt.
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Tablica 4.2. Obliczenia pomocnicze przy wyznaczaniu statystyk L(1; b1) i L(2; b1)

Rok Ux,t Rt zt b1(zt) c1t c1tb1(zt) c2t c2tb1(zt)

1959 −0,0935 6 0,13 −1,2784 0,9880 −1,2631 0,6901 −0,8822
1960 0,0371 32 0,75 0,8660 −0,0241 −0,0209 0,6901 0,5976
1961 −0,0192 21 0,49 −0,0412 −0,0241 0,0010 −0,0345 0,0014
1962 −0,0527 14 0,32 −0,6186 −0,0241 0,0149 −0,0345 0,0213
1963 0,0371 31 0,73 0,7835 −0,0241 −0,0189 −0,0345 −0,0270
1964 −0,1487 3 0,06 −1,5259 −0,0241 0,0368 −0,0345 0,0526
1965 −0,0368 18 0,42 −0,2887 −0,0241 0,0070 −0,0345 0,0100
1966 0,0399 33 0,77 0,9485 −0,0241 −0,0229 −0,0345 −0,0327
1967 −0,0847 8 0,18 −1,1135 −0,0241 0,0268 −0,0345 0,0384
1968 −0,0100 22 0,51 0,0412 −0,0241 −0,0010 −0,0345 −0,0014
1969 0,0484 35 0,82 1,1135 −0,0241 −0,0268 −0,0345 −0,0384
1970 −0,0496 15 0,35 −0,5361 −0,0241 0,0129 −0,0345 0,0185
1971 −0,0723 11 0,25 −0,8660 −0,0241 0,0209 −0,0345 0,0299
1972 −0,0632 12 0,27 −0,7835 −0,0241 0,0189 −0,0345 0,0270
1973 0,0493 36 0,85 1,1959 −0,0241 −0,0288 −0,0345 −0,0413
1974 −0,0037 25 0,58 0,2887 −0,0241 −0,0070 −0,0345 −0,0100
1975 0,0170 26 0,61 0,3712 −0,0241 −0,0089 −0,0345 −0,0128
1976 −0,0060 24 0,56 0,2062 −0,0241 −0,0050 −0,0345 −0,0071
1977 0,0327 30 0,70 0,7011 −0,0241 −0,0169 −0,0345 −0,0242
1978 0,0480 34 0,80 1,0310 −0,0241 −0,0248 −0,0345 −0,0356
1979 −0,1657 2 0,04 −1,6083 −0,0241 0,0388 −0,0345 0,0555
1980 0,1107 40 0,94 1,5259 −0,0241 −0,0368 −0,0345 −0,0526
1981 0,0528 37 0,87 1,2784 −0,0241 −0,0308 −0,0345 −0,0441
1982 −0,1942 1 0,01 −1,6908 −0,0241 0,0407 −0,0345 0,0583
1983 0,0261 27 0,63 0,4536 −0,0241 −0,0109 −0,0345 −0,0157
1984 0,2118 42 0,99 1,6908 −0,0241 −0,0407 −0,0345 −0,0583
1985 −0,0567 13 0,30 −0,7011 −0,0241 0,0169 −0,0345 0,0242
1986 0,0263 28 0,65 0,5361 −0,0241 −0,0129 −0,0345 −0,0185
1987 −0,0291 19 0,44 −0,2062 −0,0241 0,0050 −0,0345 0,0071
1988 −0,0902 7 0,15 −1,1959 −0,0241 0,0288 −0,0345 0,0413
1989 0,1346 41 0,96 1,6083 −0,0241 −0,0388 −0,0345 −0,0555
1990 −0,0071 23 0,54 0,1237 −0,0241 −0,0030 −0,0345 −0,0043
1991 0,0579 38 0,89 1,3609 −0,0241 −0,0328 −0,0345 −0,0470
1992 −0,0828 9 0,20 −1,0310 −0,0241 0,0248 −0,0345 0,0356
1993 −0,1089 5 0,11 −1,3609 −0,0241 0,0328 −0,0345 0,0470
1994 −0,0221 20 0,46 −0,1237 −0,0241 0,0030 −0,0345 0,0043
1995 0,0314 29 0,68 0,6186 −0,0241 −0,0149 −0,0345 −0,0213
1996 −0,0785 10 0,23 −0,9485 −0,0241 0,0229 −0,0345 0,0327
1997 −0,0410 16 0,37 −0,4536 −0,0241 0,0109 −0,0345 0,0157
1998 0,1021 39 0,92 1,4434 −0,0241 −0,0348 −0,0345 −0,0498
1999 −0,0372 17 0,39 −0,3712 −0,0241 0,0089 −0,0345 0,0128
2000 −0,1105 4 0,08 −1,4434 −0,0241 0,0348 −0,0345 0,0498

Suma × −1,2939 × −0,2988

Źród lo: obliczenia w lasne.
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Sumy wyrazów w kolumnach 7 i 9 tablicy 4.2 przedstawiaj ↪a wartości
statystyk odpowiednio L(1; b1) i L(2; b1). Mamy zatem

L(1, b1) = −1,2939, L(2, b1) = −0,2988

L2(1, b1) = 1,6742, L2(2, b1) = 0,0893.

Statystyka L2(1, b1) jest komponentem statystyki T (k, 1), natomiast sta-
tystyka L2(2, b1) jest komponentem statystyki T (k, 2). Ogóln ↪a definicj ↪e
zmiennej T (k,m) dla zadanych wartości k i m podaje wzór (4.4.15).

W przypadku, gdy k = 1 oraz m = 1 statystyka T (k,m) redukuje si ↪e
do postaci

T (1, 1) = L2(1, b1).

Dla k = 1 oraz m = 2 mamy z kolei

T (1, 2) = L2(2, b1).

W podobny sposób możemy obliczyć statystyki L(m, b1) i odpowia-
daj ↪ace im zmienne T (1,m) dla k = 1 i m = 1, 2, . . . , N − 1.

Ze wzgl ↪edu na definicj ↪e statystyki testu (4.4.13), interesować nas b ↪ed ↪a
dalej wartości statystyk T (1,m) oraz dla indeksu m spe lniaj ↪acego nierów-
ność podwójn ↪a

[eN ] ≤ m ≤ [(1− e)N ],

gdzie e = 0, 1. W przypadku, gdy N = 42 otrzymujemy

5 ≤ m ≤ 37.

Wartości statystyk T (1,m), m = 5, 6, . . . , 37 przedstawia tablica 4.3.

Obliczenia statystyk T (2,m) dla m = 5, 6, . . . , 37 dokonujemy nas-
t ↪epuj ↪aco. Mamy

T (2,m) = L2(m, b1) + L2(m, b2),

gdzie L(m, bn) s ↪a zdefiniowane wzorem (4.4.16). Z kolei wielomiany b1, b2

określone s ↪a wzorami

b1(zt) =
√

3 (2zt − 1), b2(zt) =
√

5

(
3

2
(2zt − 1)2 − 1

2

)
,

gdzie

zt =
Rt − 0, 5

N
, t = 1, 2, . . . , N.
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Zestawienie wartości L(m, b1), L(m, b2), T (2,m) przedstawia tablica 4.4.

Tablica 4.3. Zestawienie wartości

L(m, b1), T (1,m), m = 5, . . . , 37

m L(m, b1) T (1,m)

5 −0,1375 0,0189
6 −0,8001 0,6402
7 −0,8708 0,7583
8 −0,4537 0,2059
9 −0,8529 0,7275

10 −0,8068 0,6509
11 −0,3908 0,1527
12 −0,5634 0,3175
13 −0,8396 0,7050
14 −1,0799 1,1662
15 −0,6773 0,4587
16 −0,5766 0,3324
17 −0,4537 0,2059
18 −0,3858 0,1488
19 −0,1662 0,0276
20 0,1529 0,0234
21 −0,3436 0,1181
22 0,1274 0,0162
23 0,5242 0,2748
24 0,0000 0,0000
25 0,1426 0,0203
26 0,6814 0,4643
27 0,4648 0,2160
28 0,6479 0,4198
29 0,5919 0,3503
30 0,1972 0,0389
31 0,7671 0,5884
32 0,8367 0,7000
33 1,3802 1,9050
34 1,0371 1,0756
35 0,5293 0,2802
36 0,5092 0,2593
37 0,8449 0,7139

Źród lo: obliczenia w lasne.

Post ↪epuj ↪ac w podobny sposób dla k = 3, 4, . . . oraz m = 5, 6, . . . , 37,
otrzymujemy wartości statystyk T (k,m) (tablica 4.5).

Kolejnym krokiem jest wyznaczenie dla każdego m wartości statystyki
S(m, pN) danej wzorem (4.4.14). Statystyka S(m, pN) dla ustalonego m
równa jest najmniejszej wartości k∗ indeksu k (k = 1, 2, . . . , dN), dla której
różnica T (k,m)− kpN jest najwi ↪eksza.
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Tablica 4.4. Zestawienie wartości

L(m, b1), L(m, b2), T (2,m), m = 5, . . . , 37

m L(m, b1) L(m, b2) T (2,m)

5 −0,1375 −0,8601 0,7586
6 −0,8001 −0,1409 0,6601
7 −0,8708 −0,5563 1,0678
8 −0,4537 −0,5718 0,5329
9 −0,8529 −0,4462 0,9266

10 −0,8068 −0,8340 1,3464
11 −0,3908 −0,7136 0,6619
12 −0,5634 −0,9664 1,2514
13 −0,8396 −1,0374 1,7813
14 −1,0799 −1,1585 2,5082
15 −0,6773 −0,9846 1,4282
16 −0,5766 −1,2969 2,0145
17 −0,4537 −1,5860 2,7212
18 −0,3858 −1,9067 3,7842
19 −0,1662 −2,0718 4,3199
20 0,1529 −2,0428 4,1963
21 −0,3436 −1,4928 2,3465
22 0,1274 −1,0355 1,0885
23 0,5242 −0,8190 0,9455
24 0,0000 −0,1755 0,0308
25 0,1426 −0,4559 0,2282
26 0,6814 0,1998 0,5042
27 0,4648 0,0196 0,2164
28 0,6479 −0,2407 0,4777
29 0,5919 −0,6025 0,7133
30 0,1972 −0,4520 0,2432
31 0,7671 0,1584 0,6135
32 0,8367 −0,2351 0,7553
33 1,3802 0,1144 1,9181
34 1,0371 0,1474 1,0974
35 0,5293 0,5500 0,5827
36 0,5092 0,1006 0,2694
37 0,8449 −0,2199 0,7622

Źród lo: obliczenia w lasne.

Parametr pN określamy na podstawie wzoru

pN = 1,5 ln(N) = 1,5 ln(42) ≈ 5,61,

natomiast za wartość parametru dN przyjmiemy dalej liczb ↪e 10 (za [53]).

Wartości T (k,m) dla k = 3, 4, . . . , dN zamieszczone s ↪a w tablicy 4.5,
natomiast tablica 4.6 zawiera zestawienie różnic T (k,m)− kpN oraz war-
tości statystyki S(m, pN) dla k = 1, 2, . . . , dN oraz m = 5, 6, . . . , 37.
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Tablica 4.5. Zestawienie wartości statystyk T (k,m), k = 3, . . . , 10, m = 5, . . . , 37

m
T (k,m)

k = 3 k = 4 k = 5 k = 6 k = 7 k = 8 k = 9 k = 10
5 0,9267 1,7483 2,0939 2,0939 2,9248 2,9277 5,8176 5,8231
6 1,3520 2,1503 2,1509 2,1509 4,5209 5,0748 6,1496 6,2405
7 1,3381 1,4499 1,4862 1,4862 5,0686 5,4595 7,5431 7,5773
8 1,3803 1,7862 1,8306 1,8306 6,8936 7,1247 10,038 10,4501
9 1,2658 2,6588 2,7375 2,7375 5,7573 5,7573 9,0131 9,7243

10 1,7007 2,3980 2,4151 2,4151 4,9796 5,1454 7,8567 9,2966
11 1,3934 2,5297 2,5325 2,5325 6,2929 6,9749 9,0355 10,9292
12 1,4816 2,3959 2,4137 2,4137 7,0958 7,3029 9,4206 10,3077
13 1,7881 3,3140 3,5862 3,5862 6,9205 7,0415 8,1072 9,5486
14 2,6020 4,7308 5,5466 5,5466 8,2464 8,2545 8,6556 10,2335
15 1,4426 5,2268 5,8376 5,8376 9,2229 9,4829 9,5565 10,9032
16 2,0212 4,4868 4,8554 4,8554 7,0228 7,3360 7,3447 8,4891
17 2,8288 4,4745 4,7713 4,7713 5,9781 6,1925 6,3603 7,0330
18 4,0043 4,9293 5,0142 5,0142 5,6768 6,0986 6,6259 7,4652
19 5,0063 6,2539 6,6442 6,6442 7,2939 7,3928 7,5989 8,2147
20 5,4609 7,5609 8,2483 8,2483 9,6650 9,9934 10,1295 11,4057
21 4,9719 6,1165 6,7412 6,7412 8,8118 8,8353 9,6520 12,5092
22 2,7919 3,7694 3,9520 3,9520 4,8603 4,9715 5,2511 8,6941
23 2,8865 4,9621 4,9864 4,9864 5,9325 5,9334 6,8463 9,1806
24 4,4906 6,4617 7,0780 7,0780 7,2847 7,4196 7,9331 10,0277
25 6,0775 7,1514 7,8739 7,8739 7,8906 7,9120 8,7812 10,0214
26 3,4641 3,5774 5,8252 5,8252 6,2664 6,5731 7,9923 9,0625
27 2,0868 2,3624 5,8498 5,8498 6,3075 6,3546 8,5621 9,4037
28 3,4637 3,5232 7,8305 7,8305 8,0092 8,0221 10,4742 10,7785
29 3,2992 3,7175 7,1394 7,1394 7,6665 7,6742 9,2476 9,6996
30 2,3554 2,3680 5,5344 5,5344 5,7905 6,0790 6,9078 7,2776
31 1,4747 1,8014 4,9894 4,9894 5,0449 5,0506 5,1573 6,7546
32 1,8784 2,8958 5,0879 5,0879 5,0891 5,2639 5,6174 8,1620
33 3,0548 3,5118 4,5960 4,5960 4,6490 4,9207 5,9439 7,1763
34 1,6361 1,6869 3,5109 3,5109 4,0481 4,8135 6,1667 8,7338
35 1,2399 1,6408 2,4105 2,4105 2,6407 3,6767 4,3030 5,4855
36 0,8162 1,1686 1,4118 1,4118 1,4774 3,7230 4,0036 6,2890
37 2,5332 3,6750 4,5559 4,5559 4,7973 5,9429 6,0956 7,5271

Źród lo: obliczenia w lasne.
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Tablica 4.6. Zestawienie wartości statystyk T (k,m)− kpN , k∗ = S(m, pN )

m
T (k,m)− kpN k∗

k=1 k=2 k=3 k=4 k=5 k=6 k=7 k=8 k=9 k=10
5 −5,6 −10,5 −15,9 −20,9 −26,3 −31,5 −36,3 −41,9 −44,6 −50,2 1
6 −5,0 −10,6 −15,5 −20,8 −25,9 −31,5 −34,7 −39,8 −44,3 −49,8 1
7 −4,8 −10,1 −15,5 −21,1 −26,6 −32,2 −34,2 −39,4 −42,9 −48,5 1
8 −5,4 −10,7 −15,4 −20,7 −26,2 −31,8 −32,4 −37,7 −40,4 −45,6 1
9 −4,9 −10,3 −15,6 −20,1 −25,4 −30,9 −33,5 −39,1 −41,4 −46,3 1

10 −5,0 −9,9 −15,1 −20,4 −25,6 −31,2 −34,3 −39,7 −42,6 −46,8 1
11 −5,5 −10,6 −15,4 −20,0 −25,5 −31,1 −33,0 −37,9 −41,4 −45,1 1
12 −5,3 −10,0 −15,3 −20,0 −25,6 −31,2 −32,1 −37,5 −41,0 −45,8 1
13 −4,9 −9,4 −15,0 −19,2 −24,7 −30,1 −32,3 −37,8 −42,4 −46,5 1
14 −4,4 −8,7 −14,2 −17,9 −23,3 −28,1 −31,0 −36,6 −41,8 −45,8 1
15 −5,1 −9,8 −15,4 −17,8 −22,8 −27,8 −30,0 −35,4 −40,9 −45,2 1
16 −5,3 −9,2 −14,8 −18,2 −23,5 −28,8 −32,2 −37,5 −43,1 −47,6 1
17 −5,4 −8,5 −14,0 −18,0 −23,6 −28,9 −33,3 −38,7 −44,1 −49,0 1
18 −5,5 −7,4 −12,8 −17,5 −23,1 −28,6 −33,6 −38,8 −43,8 −48,6 1
19 −5,6 −6,9 −11,8 −16,3 −21,8 −27,0 −32,0 −37,5 −42,9 −47,9 1
20 −5,6 −7,0 −11,4 −14,9 −20,5 −25,4 −29,6 −34,9 −40,3 −44,7 1
21 −5,5 −8,9 −11,8 −16,3 −21,9 −26,9 −30,4 −36,0 −40,8 −43,6 1
22 −5,6 −10,1 −14,0 −18,7 −24,3 −29,7 −34,4 −39,9 −45,2 −47,4 1
23 −5,3 −10,3 −13,9 −17,8 −23,1 −28,7 −33,3 −38,9 −43,6 −46,9 1
24 −5,6 −11,2 −12,3 −17,6 −21,6 −26,6 −32,0 −37,4 −42,5 −46,0 1
25 −5,6 −11,0 −10,7 −16,1 −20,9 −25,8 −31,4 −36,9 −41,7 −46,0 1
26 −5,1 −10,7 −13,4 −18,9 −24,5 −27,8 −33,0 −38,3 −42,5 −47,0 1
27 −5,4 −11,0 −14,7 −20,3 −25,7 −27,8 −32,9 −38,5 −41,9 −46,7 1
28 −5,2 −10,7 −13,4 −18,9 −24,5 −25,8 −31,2 −36,8 −40,0 −45,3 1
29 −5,3 −10,5 −13,5 −18,8 −24,3 −26,5 −31,6 −37,2 −41,2 −46,4 1
30 −5,6 −11,0 −14,5 −20,1 −25,7 −28,1 −33,5 −38,8 −43,6 −48,8 1
31 −5,0 −10,6 −15,3 −20,7 −26,2 −28,6 −34,2 −39,8 −45,3 −49,3 1
32 −4,9 −10,5 −14,9 −19,7 −25,1 −28,6 −34,2 −39,6 −44,8 −47,9 1
33 −3,7 −9,3 −13,8 −18,9 −24,5 −29,0 −34,6 −39,9 −44,5 −48,9 1
34 −4,5 −10,1 −15,2 −20,7 −26,3 −30,1 −35,2 −40,0 −44,3 −47,3 1
35 −5,3 −10,6 −15,6 −21,2 −26,4 −31,2 −36,6 −41,2 −46,2 −50,6 1
36 −5,3 −10,9 −16,0 −21,5 −26,9 −32,2 −37,8 −41,1 −46,5 −49,8 1
37 −4,9 −10,5 −14,3 −19,8 −24,4 −29,1 −34,4 −38,9 −44,4 −48,5 1

Źród lo: obliczenia w lasne.

Ponieważ dla każdego m otrzymalísmy k∗ = 1 (tablica 4.6), a wi ↪ec do
obliczenia statystykiMN b ↪edziemy brali pod uwag ↪e wyrazy odpowiadaj ↪ace
k=1 i reprezentuj ↪ace wartości statystyk T (1,m) (ostatnia kolumna tablicy
4.3). Wśród wartości T (1,m) poszukujemy teraz wartości najwi ↪ekszej. Jest
ni ↪a T (1,33), a wi ↪ec statystyka testu JL jest równa MN = 1,905, a odpo-
wiadaj ↪acy jej punkt zmiany m = 33 wskazuje na rok 1991. Porównuj ↪ac
otrzyman ↪a w tym przyk ladzie wartość statystyki z wartości ↪a krytyczn ↪a
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testu, równ ↪a dla k= 1 wartości krytycznej testu rang Wilcoxona, stwier-
dzamy, że jest to statystycznie istotny punkt prze l ↪aczenia.

Przedstawione w przyk ladzie 4.5 analizy dotyczy ly poszukiwania punk-
tu prze l ↪aczenia w grupie kobiet w wieku x=40 ukończonych lat. Podobne
obliczenia wykonać można dla innych grup wieku.

Wyniki poszukiwania punktów prze l ↪aczenia, uzyskane dla Polski na
podstawie danych z okresu 1958–2000, zawarte zosta ly w tablicy 6.1 (roz-
dzia l 6) i wykorzystane do fazyfikacji macierzy obserwacji, która jest niez-
b ↪ednym elementem szacowania parametrów modeli umieralności, rozważa-
nych w dalszej cz ↪eści ksi ↪ażki. Jednocześnie, ide ↪e punktów prze l ↪aczenia
uwzgl ↪edniono w ogólnych procedurach estymacji parametrów w tych mo-
delach.

W przypadku prezentowanego modelu typu Koissi–Shapiro rozmywa-
nie macierzy obserwacji polega na wyznaczeniu parametrów rozmytości
ex,t, tj. na rozwi ↪azaniu zadania optymalizacyjnego (4.4.8)–(4.4.9) dla zada-
nej grupy wieku x oraz dla ustalonych lat t obj ↪etych badaniem, a nast ↪epnie
na skorzystaniu ze wzoru (4.4.10). Uwzgl ↪ednienie punktów prze l ↪aczenia
w procedurze fazyfikacji oznacza loby dodanie modyfikacji, polegaj ↪acej na
rozwi ↪azaniu zadania (4.4.8)–(4.4.9), w podziale na podokresy (tzw. reżimy
umieralności) wyznaczone kolejnymi punktami prze l ↪aczenia.

4.5. Estymacja parametrów modelu Koissi–Shapiro

Do estymacji wspó lczynników wyst ↪epuj ↪acych w modelu umieralności
(4.3.1) typu Koissi–Shapiro, opartym na skierowanych liczbach rozmy-
tych, użyjemy odleg lości Diamonda pomi ↪edzy lew ↪a i praw ↪a stron ↪a mo-
delu, to jest pomi ↪edzy elementami ~Yx,t macierzy obserwacji i wyrażeniami
~Ax ⊕ ( ~Bx ⊗ ~Kt). Zadanie polega na minimalizacji sumy odleg lości Dia-
monda (definicja 4.8) postaci

S =
X∑
x=0

T∑
t=1

D2(~Yx,t, ~Ax ⊕ ( ~Bx ⊗ ~Kt)) =
X∑
x=0

T∑
t=1

dx,t, (4.5.1)

gdzie

dx,t ≡ D2(~Yx,t, ~Ax ⊕ ~Bx ⊗ ~Kt) =∫ 1

0

[(
fAx(z)+fBx⊗Kt(z)−fYx,t(z)

)2
+
(
gAx(z)+gBx⊗Kt(z)−gYx,t(z)

)2]
dz.

(4.5.2)
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Funkcje podca lkowe maj ↪a postać(
fAx(z)+fBx⊗Kt(z)−fYx,t(z)

)2
=

=
[
(ax+bxkt−yx,t)−(sAx+sBxkt+sKtbx−ex,t)(1−z)+sBxsKt(1−z)2

]2
,

(
gAx(z)+fBx⊗Kt(z)−gYx,t(z)

)2
=

=
[
(ax+bxkt−yx,t)+(sAx+sBxkt+sKtbx−ex,t)(1−z)+sBxsKt(1−z)2

]2
.

Wprowadźmy oznaczenia

Ux,t=ax+bxkt−yx,t, Vx,t=sAx+sBxkt+sKtbx−ex,t, Wx,t=sBxsKt . (4.5.3)

Wówczas otrzymujemy(
fAx(z)+fBx⊗Kt(z)−fYx,t(z)

)2
=
(
Ux,t−Vx,t(1−z)+Wx,t(1−z)2

)2
,(

gAx(z)+gBx⊗Kt(z)−gYx,t(z)
)2

=
(
Ux,t+Vx,t(1−z)+Wx,t(1−z)2

)2
.

Sumuj ↪ac stronami, a nast ↪epnie oznaczaj ↪ac symbolem Ψx,t(z) uzyskan ↪a
sum ↪e, dostajemy

Ψx,t(z) = 2U2
x,t + 2(2Ux,tWx,t + V 2

x,t)(1− z)2 + 2W 2
x,t(1− z)4.

Ca lka z funkcji Ψx,t(z) na przedziale [0, 1] prowadzi do sk ladnika dx,t

dx,t ≡D2( ~Ax ⊕ ( ~Bx ⊗ ~Kt), ~Yx,t)=

=2U2
x,t+2(2Ux,tWx,t + V 2

x,t)

∫ 1

0

(1−z)2dz + 2W 2
x,t

∫ 1

0

(1−z)4dz.

Ponieważ ∫ 1

0

(1− z)ndz =
1

n+ 1
,

wi ↪ec

dx,t = 2U2
x,t +

4

3
Ux,tWx,t +

2

3
V 2
x,t +

2

5
W 2
x,t. (4.5.4)

Ze wzgl ↪edu na fakt, że wyrażenie Wx,t jest bliskie zeru, przyjmiemy dalej

dx,t ≈ 2U2
x,t +

2

3
V 2
x,t. (4.5.5)
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Zauważmy, że wyrażenie (4.5.5) jest cz ↪eści ↪a minimalizowanego funk-
cjona lu (4.5.1) i jednoczeście funkcj ↪a wspó lczynników ax, bx, kt, sAx , sBx ,
sKt . Funkcjona l, który należy minimalizować, ma bowiem postać sumy

F (ax, bx, kt, sAx , sBx , sKt) =
T∑
t=1

X∑
x=0

dx,t. (4.5.6)

Przyrównanie do zera pochodnych cz ↪astkowych funkcjona lu (4.5.6)
wzgl ↪edem poszczególnych parametrów prowadzi do nast ↪epuj ↪acego uk ladu

∑T
t=1(ax + bxkt − yx,t) = 0,

∑T
t=1

[
(ax+bxkt−yx,t)kt+ 1

3
(sBxkt+sKtbx−ex,t)sKt

]
= 0,

∑X
x=0

[
(ax+bxkt−yx,t)bx+ 1

3
(sBxkt+sKtbx−ex,t)sBx

]
= 0,

∑T
t=1(sAx+sBxkt+sKtbx−ex,t) = 0,

∑T
t=1(sAx+sBxkt+sKtbx−ex,t)kt = 0,

∑X
x=0(sAx+sBxkt+sKtbx−ex,t)bx = 0.

(4.5.7)

Aby zagwarantować jednoznaczność rozwi ↪azania, przyjmiemy dodat-
kowe warunki ograniczaj ↪ace, dotycz ↪ace parametrów bx oraz kt, analogiczne
do warunków zak ladanych w standardowym modelu Lee–Cartera, to jest

X∑
x=0

bx = 1,
T∑
t=1

kt = 0. (4.5.8)

Zak ladamy dodatkowo, że rozpi ↪etości sAx , sBx , sKt s ↪a liczbami nieujem-
nymi, czyli

∀x sAx , sBx ≥ 0, ∀t sKt ≥ 0. (4.5.9)

Rozwi ↪azanie uk ladu (4.5.7), przy ograniczeniach (4.5.8)–(4.5.9), po-
zwala na wyznaczenie ocen parametrów modelu umieralności (4.3.1).

4.6. Uwagi końcowe

Przedstawione w tym rozdziale rozważania stanowi ↪a wprowadzenie do
nowych propozycji rozmytych i zespolonych modeli umieralności, omawia-
nych w dalszej cz ↪eści ksi ↪ażki.



Rozdzia l 5

Modele umieralności oparte
na zmodyfikowanych liczbach
rozmytych i funkcjach zespolonych

5.1. Wprowadzenie

Analiza algebry Banacha OFN (Oriented Fuzzy Numbers), zapropo-
nowanej przez Kosińskiego z zespo lem, zasugerowa la nam przyj ↪ecie alge-
bry zmodyfikowanych liczb rozmytych, któr ↪a nazwalísmy algebr ↪a MFN
(Modified Fuzzy Numbers). Zasadnicza różnica pomi ↪edzy OFN i MFN po-
lega na innej definicji mnożenia jako dzia lania w algebrze abstrakcyjnej.
Dalsze rozważania zosta ly przeniesione na grunt teorii funkcji zespolonych.

5.2. Model umieralności oparty na algebrze
zmodyfikowanych liczb rozmytych

Rozważmy model umieralności oparty na liczbach MFN postaci

Y̌x,t = Ǎx ⊕ (B̌x � Ǩt), x = 0, 1, . . . , X, t = 1, 2 . . . , T, (5.2.1)

gdzie zmodyfikowane liczby rozmyte Y̌x,t reprezentuj ↪a logarytmy cz ↪astko-
wych wspó lczynników zgonów, Ǎx, B̌x, Ǩt s ↪a parametrami modelu, b ↪ed ↪a-
cymi także zmodyfikowanymi liczbami rozmytymi, natomiast ⊕,� repre-
zentuj ↪a operatory dodawania i mnożenia liczb MFN (por. definicja B.1,
dodatek B).

Przez analogi ↪e do skierowanych liczb rozmytych, stosować b ↪edziemy
nast ↪epuj ↪ace oznaczenie dla Ǎx, B̌x i Ǩt

Ǎx = (fAx , gAx), B̌x = (fBx , gBx), Ǩt = (fKt , gKt).

Jednocześnie za lóżmy, że liczby rozmyte MFN s ↪a generowane przez syme-
tryczne liczby trójk ↪atne, o wartościach centralnych odpowiednio ax, bx, kt
i rozpi ↪etościach odpowiednio sAx , sBx , sKt .
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Oznacza to, że funkcje fAx , gAx , fBx , gBx , fKt , gKt s ↪a określone wzorami

fAx(u) = ax − sAx(1− u), gAx(u) = ax + sAx(1− u),

fBx(u) = bx − sBx(1− u), gBx(u) = bx + sBx(1− u),

fKt(u) = kt − sKt(1− u), gKt(u) = kt + sKt(1− u),

(5.2.2)

dla u ∈ [0, 1].

Przyjmiemy dalej za lożenie, że macierz obserwacji jest macierz ↪a o ele-
mentach b ↪ed ↪acych liczbami zmodyfikowanymi Y̌x,t = (fYx,t , gYx,t), genero-
wanymi przez trójk ↪atne, symetryczne liczby rozmyte o wartościach cen-
tralnych yx,t i rozpi ↪etościach ex,t. Funkcje fYx,t , gYx,t b ↪ed ↪a zatem postaci

fYx,t(u) = yx,t − ex,t(1− u),

gYx,t(u) = yx,t + ex,t(1− u),
(5.2.3)

gdzie yx,t = lnmx,t, natomiast ex,t s ↪a parametrami, wyznaczanymi metod ↪a
fazyfikacji, opisan ↪a w dalszej cz ↪eści niniejszego paragrafu.

Stosuj ↪ac definicj ↪e mnożenia, a nast ↪epnie dodawania zmodyfikowanych
liczb rozmytych (definicja B.1, dodatek B), otrzymujemy dla u ∈ [0, 1]

B̌x � Ǩt = (fBx�Kt , gBx�Kt), (5.2.4)

gdzie

fBx�Kt(u) = bxkt + sBxsKt(1− u)2,

gBx�Kt(u) = bxkt − sBxsKt(1− u)2.
(5.2.5)

oraz

Ǎx ⊕ (B̌x � Ǩt) = (fAx , gAx) + (fBx�Kt , gBx�Kt) =

= (fAx + fBx�Kt , gAx + gBx�Kt),

(5.2.6)

gdzie

fAx(u)+fBx�Kt(u) = ax + bxkt − sAx(1− u) + sBxsKt(1− u)2,

gAx(u)+gBx�Kt(u) = ax + bxkt + sAx(1− u)− sBxsKt(1− u)2.
(5.2.7)

Przez model umieralności MFMM (Modified Fuzzy Mortality Model)
rozumieć b ↪edziemy model postaci

Y̌x,t = Ǎx ⊕ (B̌x � Ǩt), x = 0, 1, . . . , X, t = 1, 2 . . . , T, (5.2.8)
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gdzie

Y̌x,t = (fYx,t , gYx,t), Ǎx ⊕ (B̌x � Ǩt) = (fAx⊕Bx�Kt , gAx⊕Bx�Kt) (5.2.9)

fYx,t(u) = yx,t − ex,t(1− u), gYx,t(u) = yx,t + ex,t(1− u), (5.2.10)

oraz

fAx⊕Bx�Kt(u) = ax + bxkt −
[
sAx(1− u)− sBxsKt(1− u)2

]
,

gAx⊕Bx�Kt(u) = ax + bxkt +
[
sAx(1− u)− sBxsKt(1− u)2

]
.

(5.2.11)

Przy za lożeniu, że sAx , sBx , sKt ≥ 0 i sAx − 2sBxsKt ≥ 0, wyrażenie
Ǎx ⊕ (B̌x � Ǩt) koresponduje z liczb ↪a rozmyt ↪a, z funkcj ↪a przynależności
zbliżon ↪a do funkcji przynależności symetrycznej liczby trójk ↪atnej z war-
tości ↪a centraln ↪a ax + bxkt i rozpi ↪etości ↪a równ ↪a

ex,t = sAx − sBxsKt . (5.2.12)

Przyk lad 5.1. Przyjmijmy nast ↪epuj ↪ace, przyk ladowe wartości dla pa-
rametrów modelu(5.2.8)–(5.2.11): ax = 3, bx = 0,05, kt = −27, sAx =
0,15, sBx = 0,01, sKt = 4. Rysunek 5.1 ilustruje zmodyfikowan ↪a liczb ↪e
rozmyt ↪a Ǎx ⊕ (B̌x � Ǩt) i koresponduj ↪ac ↪a z ni ↪a symetryczn ↪a liczb ↪e roz-
myt ↪a, zbliżon ↪a do liczby trójk ↪atnej z wartości ↪a centraln ↪a 1,65 i rozpi ↪etości ↪a
(u podstawy) 0,11.

Rys. 5.1. Przyk lad liczby rozmytej Ǎx ⊕ (B̌x � Ǩt) (linia ci ↪ag la)

i koresponduj ↪acej symetrycznej liczby rozmytej (linia przerywana)

Źród lo: opracowanie w lasne
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5.2.1. Estymacja parametrów modelu

Do estymacji parametrów modelu (5.2.8)–(5.2.11) wyst ↪epuj ↪acych w de-
finicji zmodyfikowanych liczb rozmytych Ǎx, B̌x, Ǩt użyjemy odleg lości
Diamonda pomi ↪edzy Ǎx ⊕ (B̌x � Ǩt) oraz Y̌x,t. Zajmiemy si ↪e w pierwszej
kolejności zagadnieniem estymacji parametrów ax, bx, kt.

Zadanie polegać b ↪edzie na minimalizacji sumy postaci

I=
X∑
x=0

T∑
t=1

D2(Ǎx ⊕ (B̌x � Ǩt), Y̌x,t), (5.2.13)

która sprowadza si ↪e do wzoru

I=
X∑
x=0

T∑
t=1

∫ 1

0

[
(fAx(u)+fBx�Kt(u)−fYx,t(u))2+(gAx(u)+gBx�Kt(u)−gYx,t(u))2

]
du.

W tym celu przekszta lcimy w pierwszej kolejności funkcje podca lkowe,
zaczynaj ↪ac od wyrażeń

fAx(u) + fBx�Kt(u)− fYx,t(u), gAx(u) + gBx�Kt(u)− gYx,t(u). (5.2.14)

Mamy

fAx(u)+fBx�Kt(u)−fYx,t(u)=

=ax + ktbx − yx,t − (sAx − ex,t)(1− u) + sBxsKt(1− u)2.
(5.2.15)

Analogicznie

gAx(u)+gBx�Kt(u)−gYx,t(u)=

=ax + ktbx − yx,t + (sAx − ex,t)(1− u)− sBxsKt(1− u)2.
(5.2.16)

Oznaczmy

Rx,t = ax + ktbx − yx,t, Sx,t = sAx − ex,t, Ux,t = sBxsKt . (5.2.17)

Otrzymujemy wówczas

fAx(u)+fBx�Kt(u)−fYx,t(u) = Rx,t −Sx,t(1−u)+Ux,t(1−u)2,

gAx(u)+gBx�Kt(u)−gYx,t(u) = Rx,t +Sx,t(1−u)−Ux,t(1−u)2.
(5.2.18)

Podnosz ↪ac do kwadratu obustronnie równości (5.2.18), a nast ↪epnie ozna-
czaj ↪ac symbolami Φx,t oraz Ψx,t(z) uzyskane kwadraty sum, dostajemy

Φx,t(u)=R2
x,t−2Rx,t

[
Sx,t(1−u)−Ux,t(1−u)2

]
+
[
Sx,t(1−u)−Ux,t(1−u)2

]2
,
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Ψx,t(u)=R2
x,t+2Rx,t

[
Sx,t(1−u)−Ux,t(1−u)2

]
+
[
Sx,t(1−u)−Ux,t(1−u)2

]2
.

Ca lka z sumy Φx,t(u)+Ψx,t(u), wzgl ↪edem zmiennej ca lkowania u, na prze-
dziale [0, 1], prowadzi do odleg lości Diamonda, która stanowi sk ladow ↪a
naszego kryterium optymalizacyjnego i ma postać

dx,t ≡ D2(Ǎx ⊕ (B̌x � Ǩt, Y̌x,t)=

= 2R2
x,t+2S2

x,t

∫ 1

0

(1−u)2du−4Sx,tUx,t

∫ 1

0

(1−u)3du+2U2
x,t

∫ 1

0

(1−u)4du.

Skorzystamy nast ↪epnie z ogólnego wzoru∫ 1

0

(1− u)ndu =

∫ 1

0

undu =
1

n+ 1
.

Dzi ↪eki temu uzyskujemy

dx,t ≡ D2(Ǎx ⊕ (B̌x � Ǩt), Y̌x,t) =2R2
x,t+

2

3
S2
x,t−Sx,tUx,t +

2

5
U2
x,t.

Zast ↪epuj ↪ac Rx,t, Sx,t, Ux,t oryginalnymi wyrażeniami (5.2.17), mamy

dx,t = 2(ax+ktbx−yx,t)2+
2

3
(sAx−ex,t)

2−sBxsKt (sAx−ex,t)+
2

5
s2
Bxs

2
Kt .

Zauważmy, że dx,t jest cz ↪eści ↪a minimalizowanej sumy (5.2.13) i jedno-
cześnie funkcj ↪a wspó lczynników ax, bx, kt, sAx , sBx , sKt , przy czym wspó l-
czynniki ax, bx, kt nie zależ ↪a od sAx , sBx , sKt i mog ↪a być estymowane od-
dzielnie.

Funkcjona l, który b ↪edziemy minimalizować ze wzgl ↪edu na ax, bx, kt,
redukuje si ↪e do podwójnej sumy

F (ax, bx, kt)=2
T∑
t=1

X∑
x=0

(ax + ktbx − yx,t)2, (5.2.19)

gdzie yx,t = lnmx,t. Wypiszmy pochodne cz ↪astkowe funkcji dx,t wzgl ↪edem
parametrów ax, bx, kt

∂dx,t
∂ax

= 4(ax + ktbx − yx,t),

∂dx,t
∂bx

= 4kt(ax + ktbx − yx,t),

∂dx,t
∂kt

= 4bx(ax + ktbx − yx,t),

(5.2.20)
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Zadanie sprowadza si ↪e do wyznaczenia rozwi ↪azania uk ladu równań

∑T
t=1(ax + ktbx − yx,t) = 0, x = 0, 1, . . . , X,

∑T
t=1 kt(ax + ktbx − yx,t) = 0, x = 0, 1, . . . , X,

∑X
x=0 bx(ax + ktbx − yx,t) = 0, t = 1, 2, . . . , T.

(5.2.21)

Zak ladamy, podobnie jak w modelu Lee–Cartera

T∑
t=1

kt = 0,
X∑
x=0

bx = 1. (5.2.22)

Z pierwszego równania w uk ladzie równań (5.2.21) otrzymujemy

ax =
1

T

T∑
t=1

yx,t, x = 0, 1, . . . , X. (5.2.23)

Z (5.2.23) wynika, że parametry ax reprezentuj ↪a średni poziom umie-
ralności w grupach wieku x na przestrzeni lat obj ↪etych analiz ↪a. Ponadto

bx =

∑T
t=1 yx,tkt∑T
t=1 k

2
t

, x = 0, 1, . . . , X (5.2.24)

oraz

kt =

∑X
x=0 yx,tbx −

∑X
x=0 axbx∑X

x=0 b
2
x

t = 1, 2, . . . , T. (5.2.25)

W celu wyznaczenia bx, kt zwi ↪azanych zależnościami (5.2.24)–(5.2.25)
przy warunkach (5.2.22) skorzystać można z wybranego algorytmu opty-
malizacji nieliniowej, minimalizuj ↪acego sum ↪e (5.2.19). Może to być np. je-
den ze znanych algorytmów gradientowych dost ↪epnych w pakiecie Matlab
lub Excel Solver.

Aby oszacować pozosta le parametry modelu, tj. sAx , sBx , sKt skorzy-
stamy z (5.2.12), czyli

ex,t = sAx − sBxsKt , x = 0, 1 . . . , X, t = 1, 2, . . . , T. (5.2.26)

Z za lożenia rozmytości ex,t s ↪a liczbami nieujemnymi. Najmniejsz ↪a war-
tości ↪a, jak ↪a mog ↪a przyj ↪ać jest 0. Oszacowania parametrów sAx , sBx , sKt
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znajdziemy w taki sposób, aby dla każdego x suma
∑T

t=1 ex,t osi ↪agn ↪e la
minimum warunkowe, tj. aby suma

T∑
t=1

ex,t = TsAx − sBx
T∑
t=1

sKt , (5.2.27)

osi ↪agn ↪e la wartość najmniejsz ↪a, przy warunkach ograniczaj ↪acych

∀x ∀t sAx , sBx , sKt ≥ 0, sAx − 2sBxsKt ≥ 0,
T∑
t=1

sKt = C,

ax + bxkt + (sAx − sBxsKt) ≥ lnmx,t,

ax + bxkt − (sAx − sBxsKt) ≤ lnmx,t,

(5.2.28)

gdzie ax, bx, kt s ↪a parametrami modelu oszacowanymi na podstawie zależ-
ności (5.2.23)–(5.2.25), natomiast C jest zadan ↪a sta l ↪a. Zak ladamy przy
tym, że zachodzi zwi ↪azek sKt = αt, gdzie α jest pewn ↪a sta l ↪a.

Rozwi ↪azanie zadania optymalizacyjnego (5.2.27)–(5.2.28) pozwala na
oszacowanie parametrów sAx , sBx , sKt , a pośrednio także na wyznaczenie
parametrów rozmytości ex,t, na podstawie relacji (5.2.26).

5.3. Model umieralności oparty na funkcjach
zespolonych

Punktem wyj́scia w dalszej cz ↪eści tego rozdzia lu b ↪edzie reprezentacja
skierowanych liczb rozmytych OFN za pomoc ↪a funkcji zespolonych.

Rozważmy zmienn ↪a rozmyt ↪a triangularn ↪a i symetryczn ↪a z wartości ↪a
centraln ↪a a i rozpi ↪etości ↪a sA. Zgodnie z propozycj ↪a W. Kosińskiego,
możemy j ↪a przedstawić jako skierowan ↪a liczb ↪e rozmyt ↪a

~A = (fA, gA), gdzie

fA(u) = a− sA(1− u), gA(u) = a+ sA(1− u), u ∈ [0, 1]. (5.3.1)

Bardzo  latwo możemy utworzyć algebr ↪e zespolon ↪a z algebry OFN,
przyjmuj ↪ac dla ~A = (fA, gA) zespolon ↪a postać

A(u) = fA(u) + igA(u), u ∈ [0, 1], (5.3.2)

w skrócie
A = fA + igA, (5.3.3)

gdzie i =
√
−1 jest jednostk ↪a urojon ↪a.
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Aby móc skorzystać z twierdzenia Gelfanda–Mazura, gwarantuj ↪acego
izomorfizm izometryczny, si ↪egn ↪elísmy po algebr ↪e liczb zespolonych C(T )
(zob. dodatek B), gdzie T jest zwart ↪a przestrzeni ↪a Hausdorffa. Tak ↪a prze-
strzeni ↪a może być odcinek domkni ↪ety [0, 1] lub iloczyn kartezjański takich
odcinków. Przyjmujac operacj ↪e mnożenia w laściw ↪a dla liczb zespolonych,
skierowane liczby rozmyte b ↪edziemy teraz identyfikować z funkcjami zes-
polonymi określonymi na odcinku [0, 1].

W algebrze OFN obserwacje i parametry modelu ~Yx,t= ~Ax⊕ ( ~Bx⊗ ~Kt)

wyrażone s ↪a za pomoc ↪a skierowanych liczb rozmytych ~Yx,t = (fYx,t , gYx,t),
~Ax=(fAx , gAx), ~Bx=(fBx , gBx), ~Kt=(fKt , gKt) (por. rozdzia l 4), b ↪ed ↪acych
odpowiednikami symetrycznych, trójk ↪atnych liczb rozmytych o wartoś-
ciach centralnych odpowiednio yx,t, ax, bx, kt i rozpi ↪etościach odpowiednio
ex,t, sAx , sBx , sKt . Z tego powodu funkcje definiuj ↪ace poszczególne liczby
skierowane maj ↪a postać

fYx,t(u) = yx,t − ex,t(1− u), gYx,t(u) = yx,t + ex,t(1− u),

fAx(u) = ax − sAx(1− u), gAx(u) = ax + sAx(1− u),

fBx(u) = bx − sBx(1− u), gBx(u) = bx + sBx(1− u),

fKt(u) = kt − sKt(1− u), gKt(u) = kt + sKt(1− u),

(5.3.4)

gdzie u ∈ [0, 1] oraz yx,t = lnmx,t.

Zak ladamy, że wartości yx,t s ↪a znane, natomiast parametry rozmytości
ex,t wyznaczamy metod ↪a fazyfikacji obserwacji Koissi–Shapiro. Niezna-
nymi parametrami modelu s ↪a wspó lczynniki ax, bx, kt, sAx , sBx , sKt .

Rozważania w tym paragrafie poświ ↪econe s ↪a propozycji modyfikacji
rozmytego modelu umieralności, poprzez zast ↪apienie skierowanych liczb
rozmytych funkcjami zespolonymi.

Proponujemy zatem model umieralności CFMM (Complex-Function
Mortality Model) postaci

Yx,t(u) = Ax(u) +Bx(u)Kt(u), u ∈ [0, 1], (5.3.5)

gdzie Yx,t(u), Ax(u), Bx(u), Kt(u) s ↪a funkcjami zespolonymi postaci

Yx,t(u) = fYx,t(u) + igYx,t(u),

Ax(u) = fAx(u) + igAx(u),

Bx(u) = fBx(u) + igBx(u),

Kt(u) = fKt(u) + igKt(u),

(5.3.6)

przy czym wyrażenia po prawej stronie (5.3.6) maj ↪a postać (5.3.4).
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Iloczyn Bx(u)Kt(u), wyst ↪epuj ↪acy po prawej stronie (5.3.5), uwzgl ↪ednia
regu l ↪e mnożenia na liczbach zespolonych

Bx(u)Kt(u) = (fBx(u) + igBx(u)) (fKt(u) + igKt(u))=

= [fBx(u)fKt(u)−gBx(u)gKt(u)]+i[fBx(u)gKt(u)+gBx(u)fKt(u)].

(5.3.7)

W celu wyznaczenia Ax(u) +Bx(u)Kt(u), znajdziemy najpierw sk lad-
niki w nawiasach kwadratowych po prawej stronie (5.3.7). Otrzymujemy

fBx(u)fKt(u) = bxkt+sBxsKt(1−u)2−(bxsKt+ktsBx) (1−u),

gBx(u)gKt(u) = bxkt+sBxsKt(1−u)2+(bxsKt+ktsBx) (1−u).

(5.3.8)

Po odj ↪eciu stronami dostajemy pierwszy sk ladnik cz ↪eści rzeczywistej wyra-
żenia Bx(u)Kt(u)

fBx(u)fKt(u)−gBx(u)gKt(u)=− (2bxsKt + 2ktsBx) (1−u). (5.3.9)

Z kolei, pierwszy sk ladnik cz ↪eści rzeczywistej funkcji zespolonej Ax(u) ma
postać

fAx(u) = ax − sAx(1− u), (5.3.10)

zatem cz ↪eść rzeczywista funkcji zespolonej Ax(u) +Bx(u)Kt(u) określona
jest wzorem

fAx+BxKt(u) =fAx(u) + [fBx(u)fKt(u)− gBx(u)gKt(u)] =

= ax − (sAx + 2bxsKt + 2ktsBx) (1− u).

(5.3.11)

W podobny sposób obliczymy cz ↪eść urojon ↪a dla Ax(u) + Bx(u)Kt(u).
W tym celu w pierwszej kolejności znajdziemy cz ↪eść urojon ↪a wyrażenia
po prawej stronie (5.3.7), czyli

gBx(u)fKt(u) + fBx(u)gKt(u). (5.3.12)

Mamy

gBx(u)fKt(u) = bxkt − sBxsKt(1−u)2 − (bxsKt−ktsBx) (1−u),

fBx(u)gKt(u) = bxkt − sBxsKt(1−u)2 + (bxsKt−ktsBx) (1−u).

(5.3.13)
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Po dodaniu stronami otrzymujemy

gBx(u)fKt(u) + fBx(u)gKt(u) = 2bxkt − 2sBxsKt(1− u)2. (5.3.14)

Dodaj ↪ac wyrażenie na gAx(u), czyli

gAx(u) = ax + sAx(1− u), (5.3.15)

otrzymamy postać cz ↪eści urojonej funkcji zespolonej Ax(u) +Bx(u)Kt(u)

gAx+BxKt(u) =gAx(u) + [gBx(u)fKt(u) + fBx(u)gKt(u)] =

= ax + 2bxkt + sAx(1− u)− 2sBxsKt(1− u)2.

(5.3.16)

Wzór (5.3.11) daje nam zatem wyrażenie na cz ↪eść rzeczywist ↪a funkcji
zespolonej Ax(u) + Bx(u)Kt(u), a wzór (5.3.16) wyraża postać jej cz ↪eści
urojonej.

5.3.1. Estymacja parametrów modelu

Zauważymy, że funkcje Yx,t(u) oraz Ax(u), Bx(u), Kt(u) możemy trak-
tować jako elementy przestrzeni funkcji zespolonych, ca lkowalnych z kwa-
dratem modu lu na odcinku [0, 1]. W zagadnieniu estymacji parametrów
modelu (5.3.5)–(5.3.6) interesuje nas minimalizacja odleg lości pomi ↪edzy
Yx,t(u) oraz Ax(u) +Bx(u)Kt(u). Do tego celu wykorzystamy metryk ↪e L2

postaci

‖(Ax+BxKt)−Yx,t‖L2 =

∫ 1

0

|(Ax(u)+Bx(u)Kt(u)−Yx,t(u)|2du, (5.3.17)

gdzie |z|2 oznacza kwadrat modu lu liczby zespolonej z, czyli sum ↪e kwa-
dratów cz ↪eści rzeczywistej i cz ↪eści urojonej liczby z.

Sum ↪e odleg lości mi ↪edzy wyrażeniami Yx,t(u) oraz Ax(u) +Bx(u)Kt(u)
dla x = 0, 1, . . . , X, t = 1, 2, . . . , T traktować b ↪edziemy jako funkcj ↪e celu,
której minimalizacja pozwoli na wyznaczenie nieznanych parametrów mo-
delu. Funkcja celu ma postać

F (ax, bx, kt, sAx ,sBx , sKt) =
X∑
x=0

T∑
t=1

‖(Ax+BxKt)−Yx,t‖L2 =

=
X∑
x=0

T∑
t=1

∫ 1

0

|(Ax(u)+Bx(u)Kt(u)−Yx,t(u)|2du.

(5.3.18)
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Cz ↪eść rzeczywista wyrażenia Ax(u)+Bx(u)Kt(u)−Yx,t(u) jest nast ↪epuj ↪aca

fAx(u) + fBx(u)fKt(u)− fYx,t(u) =

= fAx(u) + [fBxKt(u)− gBx(u)gKt(u)]− fYx,t(u) =

= (ax − yx,t)− (sAx + 2ktsBx + 2bxsKt − ex,t)(1− u).

(5.3.19)

Analogicznie, cz ↪eść urojona dla Ax(u) +Bx(u)Kt(u)− Yx,t(u) ma postać

gAx(u) + gBxKt(u)− gYx,t(u) =

= gAx(u) + [gBx(u)fKt(u) + fBx(u)gKt(u)]− gYx,t(u) =

= (ax−yx,t+2bxkt)+(sAx−ex,t)(1−u)−2sBxsKt(1−u)2.

(5.3.20)

Obliczenie wartości odleg lości (5.3.17) wymaga obliczenia kwadratów
wyrażeń wyst ↪epujacych po prawej stronie (5.3.19), (5.3.20), a nast ↪ep-
nie wyznaczenia ca lki z ich sumy. W efekcie prowadzi to do funkcji celu
(5.3.18), któr ↪a minimalizujemy wzgl ↪edem nieznanych parametrów ax, bx,
kt, sAx , sBx , sKt .

W kolejnym paragrafie proponujemy dalej id ↪ac ↪a modyfikacj ↪e zespolo-
nego modelu umieralności. Propozycj ↪e przedstawion ↪a w niniejszym para-
grafie traktujemy jako etap przej́scia od modelu umieralności opartego na
algebrze skierowanych liczb rozmytych OFN (por. rozdzia l 4), poprzez mo-
del umieralności oparty na zmodyfikowanych liczbach rozmytych MFN, do
modelu zdefiniowanego w algebrze kwaternionów, o którym mowa w dal-
szej cz ↪eści tego rozdzia lu.

5.4. Kwaternionowy model umieralności

Poj ↪ecie kwaternionów zosta lo po raz pierwszy opisane w roku 1843
przez matematyka irlandzkiego Williama Hamiltona i stanowi lo uogól-
nienie poj ↪ecia algebry zespolonej. Przestrzeń kwaternionów oznaczana jest
symbolem H, na cześć twórcy teorii kwaternionów. Podstawowe poj ↪ecia
i elementy algebry kwaternionów zosta ly zamieszczone w dodatku B.
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Postulujemy kwaternionowy model umieralności, oznaczony dalej sym-
bolem CNMM (Complex-Number Mortality Model)

Ỹx,t = Ãx + B̃xK̃t, (5.4.1)

gdzie Ỹx,t, Ãx, B̃x, K̃t s ↪a parami funkcji zespolonych

Ỹx,t=(fYx,t , gYx,t), Ãx=(fAx , gAx),

B̃x=(fBx , gBx), K̃t=(fKt , gKt).

(5.4.2)

Uporz ↪adkowane pary funkcji zespolonych (5.4.2) nazywamy kwaternio-
nami (definicja B.6, dodatek B). Przy symbolice analogicznej do stosowa-
nej w algebrze OFN, poszczególne funkcje dla u ∈ [0, 1] s ↪a postaci

fYx,t(u) =yx,t−i(1− u)ex,t, gYx,t(u)=yx,t+i(1− u)ex,t,

fAx(u) = ax − i(1− u)sAx , gAx(u) = ax + i(1− u)sAx ,

fBx(u) = bx − i(1− u)sBx , gBx(u) = bx + i(1− u)sBx ,

fKt(u) = kt − i(1− u)sKt , gKt(u) = kt + i(1− u)sKt .

(5.4.3)

Zak ladamy, że wielkości yx,t = lnmx,t s ↪a znane, natomiast ex,t oraz
sAx , sBx , sKt s ↪a wyznaczone metod ↪a fazyfikacji macierzy obserwacji. Nie-
znanymi parametrami modelu CNMM (5.4.1)–(5.4.3) s ↪a wspó lczynniki
ax, bx, kt.

Przypatruj ↪ac si ↪e wyrażeniom w (5.4.3), zauważymy, że funkcje fYx,t ,
fAx , fBx , fKt równe s ↪a funkcjom sprz ↪eżonym ḡYx,t , ḡAx , ḡBx , ḡKt postaci

ḡYx,t(u) = yx,t − i(1− u)ex,t,

ḡAx(u) = ax − i(1− u)sAx ,

ḡBx(u) = bx − i(1− u)sBx ,

ḡKt(u) = kt − i(1− u)sKt ,

(5.4.4)

a tym samym mamy

Ỹx,t=(ḡYx,t , gYx,t), Ãx=(ḡAx , gAx),

B̃x=(ḡBx , gBx), K̃t=(ḡKt , gKt).

(5.4.5)

W zapisie macierzowym Ãx ma postać

Ãx(u) =

[
ḡAx(u) gAx(u)
−ḡAx(u) gAx(u)

]
, u ∈ [0, 1]. (5.4.6)
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Analogicznie

B̃x(u) =

[
ḡBx(u) gBx(u)
−ḡBx(u) gBx(u)

]
, u ∈ [0, 1] (5.4.7)

oraz

K̃t(u) =

[
ḡKt(u) gKt(u)
−ḡKt(u) gKt(u)

]
, u ∈ [0, 1]. (5.4.8)

Przekszta lcaj ↪ac macierze zespolone kwaternionów Ãx, B̃x, K̃t, mamy

Ãx(u) =

[
ḡAx(u) gAx(u)
−ḡAx(u) gAx(u)

]
=

=

[
ax − isAx(1− u) ax + isAx(1− u)
−ax + isAx(1− u) ax + isAx(1− u)

]
=

=

[
ax ax
−ax ax

]
+ i(1− u)

[
−sAx sAx
sAx sAx

]
.

(5.4.9)

Analogicznie

B̃x(u) =

[
ḡBx(u) gBx(u)
−ḡBx(u) gBx(u)

]
=

=

[
bx − isBx(1− u) bx + isBx(1− u)
−bx + isBx(1− u) bx + isBx(1− u)

]
=

=

[
bx bx
−bx bx

]
+ i(1− u)

[
−sBx sBx
sBx sBx

]
,

(5.4.10)

K̃t(u) =

[
ḡKt(u) gKt(u)
−ḡKt(u) gKt(u)

]
=

=

[
kt − isKt(1− u) kt + isKt(1− u)
−kt + isKt(1− u) kt + isKt(1− u)

]
=

=

[
kt kt
−kt kt

]
+ i(1− u)

[
−sKt sKt
sKt sKt

]
.

(5.4.11)
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Stosuj ↪ac regu l ↪e mnożenia kwaternionów, dostajemy

B̃x(u)K̃t(u) =

[
bx bx
−bx bx

][
kt kt
−kt kt

]
−(1−u)2

[
−sBx sBx
sBx sBx

][
−sKt sKt
sKt sKt

]
+

+ i

{
(1−u)

[
bx bx
−bx bx

][
−sKt sKt
sKt sKt

]
+(1−u)

[
−sBx sBx
sBx sBx

] [
kt kt
−kt kt

]}
.

Operacja mnożenia na poszczególnych macierzach prowadzi do nast ↪epu-
j ↪acych wzorów[

bx bx
−bx bx

] [
kt kt
−kt kt

]
= bxkt

[
1 1
−1 1

][
1 1
−1 1

]
= 2bxkt

[
0 1
−1 0

]
,

[
−sBx sBx
sBx sBx

][
−sKt sKt
sKt sKt

]
= sBxsKt

[
−1 1
1 1

][
−1 1
1 1

]
= 2sBxsKt

[
1 0
0 1

]
.

Podobnie[
bx bx
−bx bx

] [
−sKt sKt
sKt sKt

]
= bxsKt

[
1 1
−1 1

] [
−1 1
1 1

]
= 2bxsKt

[
0 1
1 0

]
i analogicznie[
−sBx sBx
sBx sBx

] [
kt kt
−kt kt

]
= sBxkt

[
−1 1
1 1

] [
1 1
−1 1

]
= 2sBxkt

[
−1 0
0 1

]
.

Zatem mamy

B̃x(u)K̃t(u) = 2bxkt

[
0 1
−1 0

]
− 2(1− u)2sBxsKt

[
1 0
0 1

]
+

+ 2i(1− u)

{
bxsKt

[
0 1
1 0

]
+ ktsBx

[
−1 0
0 1

]}
.

(5.4.12)

Kwaternion Ãx(u) ma postać

Ãx(u) =

[
ax − isAx(1− u) ax + isAx(1− u)
−ax + isAx(1− u) ax + isAx(1− u)

]
=

= ax

[
1 1
−1 1

]
+ i(1− u)sAx

[
−1 1
1 1

]
.

(5.4.13)
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Po dodaniu kwaternionu Ãx(u) do B̃x(u)K̃t(u), otrzymujemy inn ↪a postać
prawej strony modelu kwaternionowego

Ãx(u) + B̃x(u)K̃t(u) =

= ax

[
1 1
−1 1

]
+2bxkt

[
0 1
−1 0

]
−2(1− u)2sBxsKt

[
1 0
0 1

]
+

+ i(1−u)

{
sAx

[
−1 1
1 1

]
+2bxsKt

[
0 1
1 0

]
+ 2ktsBx

[
−1 0
0 1

]}
.

(5.4.14)

Przekszta lcenie macierzy obserwacji do postaci kwaternionu Ỹx,t po-
legać b ↪edzie na zapisie macierzowym

Ỹx,t(u) =

[
ḡYx,t(u) gYx,t(u)
−ḡYx,t(u) gYx,t(u)

]
, (5.4.15)

gYx,t(u) = yx,t + iex,t(1− u), ḡYx,t(u) = yx,t − iex,t(1− u). (5.4.16)

Równoważny zapis przyjmuje postać

Ỹx,t(u) =

[
yx,t − iex,t(1− u) yx,t + iex,t(1− u)
−yx,t + iex,t(1− u) yx,t + iex,t(1− u)

]
. (5.4.17)

5.4.1. Estymacja parametrów modelu

Wyrażenie (5.4.14) wykorzystamy do estymacji parametrów modelu.
W tym celu w przestrzeni kwaternionów H wprowadźmy norm ↪e

||F ||2L2 =

∫ 1

0

||F (u)||2Hdu, (5.4.18)

gdzie || · ||2H pod ca lk ↪a oznacza kwadrat normy elementu w H (definicja
B.10, dodatek B).

Do estymacji użyjemy metody minimalizacji funkcjona lu

F (ax, bx, kt, sAx , sBx , sKt)=
X∑
x=0

T∑
t=1

||Ỹx,t−
(
Ãx+B̃xK̃t

)
||2L2 . (5.4.19)

Aby wyznaczyć norm ↪e kwaternionu w przestrzeni H, wystarcz ↪a wyrazy
z pierwszego wiersza macierzy zespolonej w zapisie macierzowym danego
kwaternionu.
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W przypadku kwaternionu Ãx + B̃xK̃t funkcje zespolone fAx+BxKt(u)
oraz gAx+BxKt(u) definiuj ↪ace kwaternion wyrażaj ↪a si ↪e wzorami

fAx+BxKt(u) = ax−2(1− u)2sBxsKt−i(1−u)(sAx + 2ktsBx),

gAx+BxKt(u) = ax+2bxkt+i(1−u)(sAx+2bxsKt).

(5.4.20)

Otrzymane wyrażenia wykorzystamy do znalezienia odleg lości pomi ↪e-
dzy lew ↪a i praw ↪a stron ↪a (5.4.1), to jest pomi ↪edzy kwaternionami Yx,t oraz
Ãx + B̃xK̃t.

Ustalilísmy, że kwaternion Ãx(u)+B̃x(u)K̃t(u) tworz ↪a dwie funkcje zes-
polone (5.4.20). Z kolei kwaternion Ỹx,t definiuj ↪a funkcje zespolone postaci

gYx,t(u) = yx,t + iex,t(1− u),

ḡYx,t(u) = yx,t − iex,t(1− u).

(5.4.21)

Oznacza to, że kwaternion Ỹx,t−(Ãx+B̃xK̃t) określony b ↪edzie przez nast ↪e-
puj ↪ace funkcje

φ(u) = ḡYx,t(u)− fAx+BxKt(u) =

= yx,t − ax+2(1− u)2sBxsKt+i(1−u)(sAx − ex,t + 2ktsBx),

ψ(u) = gYx,t(u)− gAx+BxKt(u) =

= yx,t−ax−2bxkt−i(1−u)(sAx−ex,t + 2bxsKt).

Kwadrat normy kwaternionu Ỹx,t−(Ãx+B̃xK̃t) w przestrzeni H wyrażony
jest wzorem

||Ỹx,t − (Ãx + B̃xK̃t)||2H = |φ(u)|2 + |ψ(u)|2.

Poszczególne kwadraty modu lów przyjmuj ↪a postać

|φ(u)|2 =
(
yx,t−ax+2(1−u)2sBxsKt

)2
+(1−u)2(sAx − ex,t + 2ktsBx)

2 =

= (yx,t−ax)2 + 4(1−u)2sBxsKt (yx,t−ax) +

+4(1− u)4s2
Bxs

2
Kt + (1−u)2(sAx − ex,t + 2ktsBx)

2.

|ψ(u)|2 = (yx,t − ax − 2bxkt)
2 + (1−u)2(sAx−ex,t + 2bxsKt)

2.
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Norma (5.4.18) kwaternionu Ỹx,t − (Ãx + B̃xK̃t) może być zapisana jako

||Ỹx,t − (Ãx + B̃xK̃t)||2L2 =

∫ 1

0

|φ(u)|2du+

∫ 1

0

|ψ(u)|2du, (5.4.22)

a poszczególne ca lki daj ↪a si ↪e przekszta lcić nast ↪epuj ↪aco∫ 1

0

|φ(u)|2du =(yx,t−ax)2 + 4sBxsKt (yx,t−ax)
∫ 1

0

(1−u)2du+

+ 4s2
Bxs

2
Kt

∫ 1

0

(1−u)4du+ (sAx − ex,t + 2ktsBx)
2

∫ 1

0

(1−u)2du =

= (yx,t−ax)2 +
4

3
sBxsKt (yx,t−ax)+

4

5
s2
Bxs

2
Kt+

1

3
(sAx − ex,t + 2ktsBx)

2.

Analogicznie∫ 1

0

|ψ(u)|2du = (yx,t − ax− 2bxkt)
2 +

∫ 1

0

(1−u)2(sAx−ex,t + 2bxsKt)
2du =

= (yx,t−ax−2bxkt)
2 +

1

3
(sAx−ex,t+2bxsKt)

2.

Oznaczmy

dx,t ≡ ||Ỹx,t −
(
Ãx + B̃xK̃t

)
||2L2 =

∫ 1

0

|φ(u)|2du+

∫ 1

0

|ψ(u)|2du =

= (yx,t − ax)2 +
4

3
sBxsKt (yx,t − ax)+

4

5
s2
Bxs

2
Kt+

1

3
(sAx − ex,t + 2ktsBx)

2+

+ (yx,t − ax−2bxkt)
2 +

1

3
(sAx−ex,t + 2bxsKt)

2.

Wówczas funkcjona l (5.4.19), który s lużyć nam b ↪edzie do oszacowania
parametrów modelu, możemy zapisać

F (ax, bx, kt, sAx , sBx , sKt) =
X∑
x=0

T∑
t=1

dx,t. (5.4.23)
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Zak ladamy przy tym, że wartości yx,t = lnmx,t oraz ex,t, x=0, 1, ..., X,
t = 1, 2, ..., T , s ↪a znane. Te ostatnie możemy wyznaczyć metod ↪a prze l ↪acz-
nikowej fazyfikacji macierzy obserwacji, opisan ↪a w rozdziale 4 (paragraf
4.4). Ponadto, przez analogi ↪e do modelu Lee–Cartera, przyjmujemy wa-
runki ograniczaj ↪ace

X∑
x=0

bx = 1,
T∑
t=1

kt = 0. (5.4.24)

Aby bliżej poznać relacje wi ↪aż ↪ace ax, bx, kt, wyznaczymy pochodne
cz ↪astkowe funkcjona lu (5.4.23) wzgl ↪edem wymienionych wspó lczynników.
Mamy

∂F
∂ax

=−
∑T

t=1

[
2(yx,t−ax) + 4

3
sBxsKt+2(yx,t−ax−2bxkt)

]
,

∂F
∂bx

=−
∑T

t=1

[
4kt(yx,t−ax−2bxkt)− 4

3
sKt(sAx− ex,t+2bxsKt)

]
,

∂F
∂kt

=−
∑X

x=0

[
4bx(yx,t−ax−2bxkt)− 4

3
sBx(sAx− ex,t+2ktsBx)

]
.

(5.4.25)

Po przyrównaniu do zera wyrażeń wyst ↪epuj ↪acych po prawej stronie
uk ladu (5.4.25) oraz zak ladaj ↪ac

∑T
t=1 kt = 0, otrzymujemy nast ↪epuj ↪ace

zależności

ax =
1

T

T∑
t=1

yx,t +
1

3
sBx

1

T

T∑
t=1

sKt = ȳx +
1

3
sBx s̄Kt , (5.4.26)

bx =

∑T
t=1 kt(yx,t − ax)−

1
3

∑T
t=1 sKt(sAx − ex,t)

2
∑T

t=1 k
2
t + 2

3

∑T
t=1 s

2
Kt

,

kt =

∑X
x=0 bx(yx,t − ax)−

1
3

∑X
x=0 sBx(sAx − ex,t)

2
∑X

x=0 b
2
x + 2

3

∑X
x=0 s

2
Bx

.

(5.4.27)

W podobny sposób możemy wyprowadzić formu ly dla sAx , sBx , sKt ,
przybliżaj ↪ac zależności  l ↪acz ↪ace poszczególne parametry modelu.

Ogólna jednak idea estymacji modelu kwaternionowego polega na mi-
nimalizacji sumy (5.4.23) przy warunkach ograniczaj ↪acych (5.4.24), z uży-
ciem wybranego algorytmu optymalizacji nieliniowej.
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5.5. Uwagi końcowe

Modele umieralności, zaproponowane w tym rozdziale, skonstruowane
zosta ly przez analogi ↪e do rozmytego modelu Lee–Cartera EFLC, opartego
na algebrze skierowanych liczb rozmytych. W każdym z proponowanych
podej́sć, to jest zarówno w modelu rozmytym MFMM, jak i w modelach
zespolonych CFMM oraz CNMM, metoda estymacji parametrów opiera si ↪e
na idei fazyfikacji macierzy obserwacji oraz na optymalizacji nieliniowej
funkcji celu, zdefiniowanej w kategoriach odleg lości pomi ↪edzy obserwa-
cjami a wartościami teoretycznymi wyznaczonymi z modelu. Przyk ladowe
wyniki estymacji modeli MFMM oraz CNMM z wykorzystaniem danych
rzeczywistych oraz prognozy otrzymane na ich podstawie, a także porów-
nanie z wynikami prognoz uzyskanymi w standardowym modelu Lee–Car-
tera zosta ly zamieszczone w nast ↪epnym rozdziale.





Rozdzia l 6

Estymacja i ewaluacja modeli
umieralności

6.1. Wprowadzenie

W celu ilustracji rozważań teoretycznych przedstawionych w poprzed-
nich rozdzia lach, dotycz ↪acych propozycji nowych modeli umieralności, do-
konano estymacji modeli klasy MP (3.6.1)–(3.6.2), EHLC (3.7.1)–(3.7.2),
MFMM (5.2.8)–(5.2.11) i CNMM (5.4.1)–(5.4.3) na podstawie danych rze-
czywistych i porównano b l ↪edy prognoz wygas lych z analogicznymi b l ↪edami
dla standardowego modelu Lee–Cartera LC (1.8.1)–(1.8.4), a niekiedy też
z b l ↪edami prognoz dla dynamicznego (niehybrydowego) modelu Lee–Car-
tera DLC (1.8.54)–(1.8.55) i modelu Giacometii G (1.8.74)–(1.8.75).

W analizie wykorzystane zosta ly cz ↪astkowe, przekrojowe wspó lczynni-
ki zgonów dla Polski z lat 1958–2014, w grupie m ↪eżczyzn i kobiet. Dane
zaczerpni ↪eto z bazy Human Mortality Database (www.mortality.org) oraz
z bazy GUS (stat.gov.pl). Wspó lczynniki zgonów z okresu 2001–2014 zo-
sta ly wykorzystane do ewaluacji w lasności prognostycznych rozważanych
modeli i nie by ly wykorzystane na etapie estymacji.

Dla wi ↪ekszej przejrzystości rezultatów, otrzymane oceny parametrów
przedstawione zosta ly w formie rysunków, przy czym w przypadku wy-
ników znacz ↪aco odbiegaj ↪acych od oszacowań w standardowym modelu
Lee–Cartera, w celach porównawczych wykreślono dodatkowo te ostatnie.

Należy zaznaczyć, że w przypadku modelu MFMM opartego na licz-
bach rozmytych oraz modelu CNMM opartego na funkcjach zespolonych,
etapem poprzedzaj ↪acym estymacj ↪e by la tzw. fazyfikacja macierzy obser-
wacji z wykorzystaniem ,,punktów prze l ↪aczenia”, czyli punktów (tutaj
lat), w których zaobserwowano statystycznie istotn ↪a zmian ↪e kierunku tren-
du dla logarytmów cz ↪astkowych wspó lczynników zgonów. Punkty te zosta-
 ly zidentyfikowane za pomoc ↪a testu statystycznego JL, którego podstawy
teoretyczne wraz z liczbowym przyk ladem przedstawione zosta ly w roz-
dziale 4, w paragrafie 4.4.3.
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W tablicy 6.1 zamieszczone zosta ly wyniki testu JL otrzymane na
podstawie cz ↪astkowych wspó lczynników zgonów, odnotowanych w Polsce
w kolejnych latach okresu 1958–2000, osobno w grupie m ↪eżczyzn i kobiet.

Tablica 6.1. Punkty (lata) prze l ↪aczenia

M ↪eżczyźni Kobiety

x m rok x m rok
0 33 1991 0 36 1994
4 29 1987 1 16 1974

11 12 1970 23 7 1966
15 37 1995 24 7 1966
17 30 1988 25 8 1966
20 6 1964 27 9 1966
26 33 1991 29 9 1966
27 37 1995 30 11 1966
31 32 1990 35 36 1994
33 33 1991 40 33 1991
35 33 1991 41 34 1992
37 33 1991 42 9 1966
38 33 1991 43 7 1965
38 33 1991 60 33 1991
40 34 1992 61 34 1991
41 33 1991 62 33 1991
42 33 1991 66 33 1991
43 33 1991 67 33 1991
44 33 1991 68 35 1993
45 33 1991 69 33 1991
46 33 1991 70 32 1990
47 33 1991 71 33 1991
50 33 1991 72 37 1995
51 33 1991 73 35 1993
52 33 1991 74 36 1994
53 33 1991 75 37 1995
54 33 1991 86 27 1985
55 33 1991 88 37 1995
56 33 1991 89 37 1995
57 33 1991 90 34 1991
58 34 1992
59 33 1991
61 33 1991
62 33 1991
63 33 1991
64 33 1991
67 33 1991
93 26 1984
99 9 1966

Źród lo: obliczenia w lasne.
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Wyszczególnione zosta ly te grupy wieku, dla których punkty prze l ↪acze-
nia okaza ly si ↪e statystycznie istotne na poziomie istotności 0,05. W każdym
z wymienionych przypadków podano jeden taki punkt.

W przypadku dynamicznego, hybrydowego modelu Milevskiego–Pro-
mislowa (3.6.1)–(3.6.2) i dynamicznego, hybrydowego modelu Lee–Car-
tera (3.7.1)–(3.7.2) przyj ↪eto dla uproszczenia wspólne punkty prze l ↪aczenia,
ustalone na podstawie danych z tablicy 6.1, poprzez wybór najcz ↪eściej
powtarzaj ↪acych si ↪e obserwacji (lat).

6.2. Wyniki estymacji dynamicznego, hybrydowego
modelu Lee–Cartera

Rysunki 6.1–6.6 prezentuj ↪a oszacowania ax, bx, kt, q
2
x, σ

2
x parametrów

uogólnionego, skalarnego, hybrydowego modelu Lee–Cartera dla Polski
(3.7.1)–(3.7.2), otrzymane na podstawie cz ↪astkowych wspó lczynników zgo-
nów dla m ↪eżczyzn i kobiet z lat 1958–2000. W odniesieniu do kt wykreślone
zosta ly także wyniki otrzymane dla standardowego modelu Lee–Cartera,
różni ↪a si ↪e one bowiem znacz ↪aco.

Oszacowania kt w modelu EHLC oparto na estymacji uk ladu (3.7.2),
przy czym w analizowanym okresie 1958–2000 wyodr ↪ebnione zosta ly dwa
punkty prze l ↪aczenia, którymi by ly lata 1966 oraz 1991. Innymi s lowy,
podczas estymacji parametrów uk ladu (3.7.2) uwzgl ↪ednione zosta ly trzy
podokresy I1 =[1958, 1965], I2 =[1966, 1990], I3 =[1991, 2000].

Na podstawie porównania krzywych na rysunku 6.1 wnioskujemy, że
niemal we wszystkich grupach wieku średni poziom umieralności by l wyż-
szy dla m ↪eżczyzn niż dla kobiet, przy czym widoczny jest zbliżony wzo-
rzec umieralności, charakteryzuj ↪acy si ↪e relatywnie wysok ↪a umieralności ↪a
w grupie dzieci do 2 lat, nisk ↪a dla dzieci w wieku 8–12 lat i rosn ↪aca dla
coraz starszych grup wieku.

Uk lad krzywych na rysunku 6.2 wskazuje, że ,,wrażliwość” wspó lczyn-
ników zgonów na zmiany umieralności w czasie w niektórych grupach
wieku by la wyraźnie wi ↪eksza wśród m ↪eżczyzn w porównaniu do kobiet.
Z kolei z rysunków 6.3 i 6.4 wynika, że umieralność w badanym okresie
wykazywa la ogóln ↪a tendencje spadkow ↪a, przy czym tempo spadku nie by lo
jednakowe w badanym okresie. By lo także szybsze w subpopulacji kobiet.

Parametry q2
x s ↪a zwi ↪azane z poj ↪eciem bia lego szumu, który jest proce-

sem abstrakcyjnym. Parametry te uwzgl ↪edniono w modelu w charakterze
cz lonu korekcyjnego, nie posiadaj ↪a one interpretacji fizykalnej.
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Rys. 6.1. Oszacowania parametrów ax, x = 0, 1, . . . , 100

w modelu EHLC (3.7.1)–(3.7.2) w grupie m ↪eżczyzn i kobiet

Źród lo: opracowanie w lasne

Rys. 6.2. Oszacowania parametrów bx, x = 0, 1, . . . , 100

w modelu EHLC (3.7.1)–(3.7.2) w grupie m ↪eżczyzn i kobiet

Źród lo: opracowanie w lasne
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Rys. 6.3. Oszacowania parametrów kt, t = 1958, . . . , 2000

w modelach LC i EHLC (3.7.1)–(3.7.2) (m ↪eżczyźni)

Źród lo: opracowanie w lasne

Rys. 6.4. Oszacowania parametrów kt, t = 1958, . . . , 2000

w modelach LC i EHLC (3.7.1)–(3.7.2) (kobiety)

Źród lo: opracowanie w lasne
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Rys. 6.5. Oszacowania parametrów q2x, x = 0, 1, . . . , 100

w modelu EHLC (3.7.1)–(3.7.2)

Źród lo: opracowanie w lasne.

Rys. 6.6. Oszacowania parametrów σ2
x, x = 0, 1, . . . , 100

w modelu EHLC (3.7.1)–(3.7.2)

Źród lo: opracowanie w lasne
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W celu porównania w lasności prognostycznych modeli LC i EHLC wy-
korzystane zosta ly miary b l ↪edów dla prognoz wygas lych (prognoz ex post),
wyznaczone osobno dla każdego roku z okresu 2001–2014, to jest z okresu
pomini ↪etego przy estymacji parametrów.

W porównaniach uwzgl ↪ednione zosta ly dwie miary b l ↪edów, to jest b l ↪ad
średniokwadratowyMSE i średni b l ↪ad absolutnyMAD, określone wzorami

MSE
(LC)
t =

√√√√ 1

101

100∑
x=0

[lnmx,t − (ax + bxkt)]
2,

MAD
(LC)
t =

1

101

100∑
x=0

|lnmx,t − (ax + bxkt)| ,

(6.2.1)

MSE
(EHLC)
t =

√√√√ 1

101

100∑
x=0

[
lnmx,t−

(
lnmx,t−1+bx(kt−kt−1)+

1

2
(q2
x−σ2

x)

)]2
,

MAD
(EHLC)
t =

1

101

100∑
x=0

∣∣∣∣lnmx,t−
(
lnmx,t−1+bx(kt−kt−1)+

1

2

(
q2
x−σ2

x

))∣∣∣∣.
(6.2.2)

Wartości wymienionych miar dla obu porównywanych modeli LC oraz
EHLC prezentuj ↪a tablice 6.2 i 6.3.

Z analizy zawartości tablic 6.2 i 6.3 wynika, że model EHLC charakte-
ryzuje si ↪e zdecydowanie lepszymi w lasnościami prognostycznymi, co jest
zauważalne szczególnie w grupie m ↪eżczyzn.

Jak pokazuj ↪a dane w kolumnach 3 i 5, średnie odchylenia prognoz loga-
rytmów cz ↪astkowych wspó lczynników zgonów od ich wartości odnotowa-
nych w latach 2001–2014, mierzone za pomoc ↪a b l ↪edu średniokwadratowego
MSE i średniego b l ↪edu absolutnego MAD, s ↪a wyraźnie mniejsze niż dla
prognoz opartych na standardowym modelu Lee–Cartera (kolumny 2 i 4).
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Tablica 6.2. Porównanie ex post miar MSE

dla modeli LC i EHLC

Rok
M ↪eżczyźni Kobiety

LC EHLC LC EHLC
2001 0,197 0,098 0,098 0,104
2002 0,204 0,046 0,122 0,051
2003 0,215 0,052 0,122 0,063
2004 0,223 0,039 0,132 0,061
2005 0,230 0,037 0,146 0,095
2006 0,232 0,055 0,152 0,060
2007 0,238 0,042 0,172 0,077
2008 0,257 0,061 0,174 0,067
2009 0,281 0,067 0,191 0,093
2010 0,330 0,064 0,190 0,106
2011 0,341 0,076 0,218 0,077
2012 0,373 0,047 0,215 0,059
2013 0,406 0,050 0,246 0,072
2014 0,469 0,101 0,273 0,062

Źród lo: opracowanie w lasne.

Tablica 6.3. Porównanie ex post miar MAD
dla modeli LC i EHLC

Rok
M ↪eżczyźni Kobiety

LC EHLC LC EHLC
2001 0,182 0,079 0,083 0,070
2002 0,185 0,035 0,107 0,043
2003 0,195 0,040 0,109 0,037
2004 0,206 0,033 0,117 0,041
2005 0,214 0,025 0,129 0,054
2006 0,214 0,030 0,130 0,039
2007 0,219 0,022 0,152 0,049
2008 0,234 0,039 0,156 0,038
2009 0,250 0,044 0,170 0,048
2010 0,302 0,052 0,167 0,078
2011 0,307 0,043 0,191 0,047
2012 0,335 0,034 0,185 0,036
2013 0,359 0,038 0,221 0,045
2014 0,430 0,070 0,245 0,048

Źród lo: opracowanie w lasne.

6.3. Wyniki estymacji hybrydowego modelu
Milevskiego–Promislowa

W celu ilustracji wyników estymacji modelu Milevskiego–Promislowa
MP, wybrano jeden model tej klasy, tj. ze skalarnym, liniowym filtrem.
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W analizie rozważano szeregi czasowe logarytmów wspó lczynników
zgonów lnmx,t, dla x = 0, . . . , X oraz t przebiegaj ↪acego zbiór indeksów
kolejnych lat należ ↪acych do podokresów I1 =[1958, 1965], I2 =[1966, 1990],
I3 =[1991, 2000]. Wyniki estymacji przedstawiono na rysunkach 6.7–6.16.

Rys. 6.7. Oszacowania parametrów αx, x = 0, 1, . . . , 100

w modelu MP (3.6.1)–(3.6.2) dla podokresów I1, I2, I3 (m ↪eżczyźni)

Źród lo: opracowanie w lasne

Rys. 6.8. Oszacowania parametrów lnµ0x, x = 0, 1, . . . , 100

w modelu MP (3.6.1)–(3.6.2) dla podokresów I1, I2, I3 (m ↪eżczyźni)

Źród lo: opracowanie w lasne
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Rys. 6.9. Oszacowania parametrów βx, γx, x = 0, 1, . . . , 90

w modelu MP (3.6.1)–(3.6.2) dla podokresu I1 (m ↪eżczyźni)

Źród lo: opracowanie w lasne

Rys. 6.10. Oszacowania parametrów βx, γx, x = 0, 1, . . . , 90

w modelu MP (3.6.1)–(3.6.2) dla podokresu I2 (m ↪eżczyźni)

Źród lo: opracowanie w lasne
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Rys. 6.11. Oszacowania parametrów βx, γx, x = 0, 1, . . . , 90

w modelu MP (3.6.1)–(3.6.2) dla podokresu I3 (m ↪eżczyźni)

Źród lo: opracowanie w lasne

Rys. 6.12. Oszacowania parametrów αx, x = 0, 1, . . . , 100

w modelu MP (3.6.1)–(3.6.2) dla podokresów I1, I2, I3 (kobiety)

Źród lo: opracowanie w lasne
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Rys. 6.13. Oszacowania parametrów lnµ0x, x = 0, 1, . . . , 100

w modelu MP (3.6.1)–(3.6.2) dla podokresów I1, I2, I3 (kobiety)

Źród lo: opracowanie w lasne

Rys. 6.14. Oszacowania parametrów βx, γx, x = 0, 1, . . . , 90

w modelu MP (3.6.1)–(3.6.2) dla podokresu I1 (kobiety)

Źród lo: opracowanie w lasne
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Rys. 6.15. Oszacowania parametrów βx, γx, x = 0, 1, . . . , 90

w modelu MP (3.6.1)–(3.6.2) dla podokresu I2 (kobiety)

Źród lo: opracowanie w lasne

Rys. 6.16. Oszacowania parametrów βx, γx, x = 0, 1, . . . , 90

w modelu MP (3.6.1)–(3.6.2) dla podokresu I3 (kobiety)

Źród lo: opracowanie w lasne

W celu porównania w lasności hybrydowego modelu Milevskiego–Pro-
mislowa i modelu zaproponowanego przez Giacometti i wspó lautorów,
przedstawionego w paragrafie 1.8.6 w rozdziale 1, wykorzystane zosta ly
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miary b l ↪edów prognoz ex post, obliczone dla każdego roku z przedzia lu
2001–2014, tj. dla okresu pomini ↪etego podczas estymacji parametrów.

W przypadku uogólnionego, hybrydowego modelu Milevskiego–Promi-
slowa (3.6.1)–(3.6.2) miary MSE i MAD przybieraj ↪a postać

MSE
(MP)
t =

√√√√ 1

101

100∑
x=0

(lnmx,t − Et[zx1 ])
2,

MAD
(MP)
t =

1

101

100∑
x=0

| lnmx,t − Et[zx1 ]|,

(6.3.1)

gdzie Et[zx1 ] jest oczekiwan ↪a wartości ↪a logarytmu cz ↪astkowego wspó lczyn-
nika zgonów w grupie wieku x w roku t, wyrażon ↪a wzorem (3.7.15) i zna-
lezion ↪a za pomoc ↪a procedury iteracyjnej omówionej w paragrafie 3.8.2.

Dla modelu Giacometti i in. (1.8.74)–(1.8.75) analogiczne miary wyra-
żaj ↪a si ↪e wzorami

MSE
(G)
t =

√√√√ 1

101

100∑
x=0

[lnmx,t − (α0 + α1t+ α2 lnmx,t−1)]2,

MAD
(G)
t =

1

101

100∑
x=0

|lnmx,t − (α0 + α1t+ α2 lnmx,t−1)|,

(6.3.2)

gdzie α0, α1, α2 s ↪a określone w (1.8.77).

Dla dynamicznego modelu Lee–Cartera DLC (1.8.54)–(1.8.55) mamy
z kolei

MSE
(DLC)
t =

√√√√ 1

101

100∑
x=0

[lnmx,t − (ax + bxkt)]
2,

MAD
(DLC)
t =

1

101

100∑
x=0

|lnmx,t − (ax + bxkt)|.

(6.3.3)

Tablice 6.4 i 6.5 zawieraj ↪a zestawienie wartości b l ↪edów ex post średnio-
kwadratowych i absolutnych dla modeli Milevskiego–Promislowa MP, Gia-
cometti i in. G oraz dynamicznego modelu Lee–Cartera DLC.
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Analiza danych uj ↪etych w tablicach 6.4 i 6.5 pozwala stwierdzić, że
hybrydowy model MP dostarcza trafniejszych prognoz umieralności niż
modele G oraz DLC, na co wskazuj ↪a mniejsze b l ↪edy prognozy dla lat
2001–2014. Rezultaty nie s ↪a jednak lepsze niż w przypadku omawianego
wcześniej modelu EHLC (por. tablice 6.2 i 6.3).

Tablica 6.4. Porównanie ex post miar MSE
dla modeli MP, G i DLC

Rok
M ↪eżczyźni Kobiety

MP G DLC MP G DLC
2001 0,096 0,121 0,015 0,078 0,108 0,020
2002 0,090 0,138 0,100 0,099 0,139 0,109
2003 0,080 0,152 0,107 0,088 0,148 0,125
2004 0,089 0,178 0,102 0,099 0,152 0,110
2005 0,097 0,193 0,107 0,147 0,170 0,116
2006 0,115 0,194 0,111 0,147 0,173 0,154
2007 0,139 0,210 0,122 0,150 0,178 0,149
2008 0,141 0,231 0,129 0,153 0,180 0,155
2009 0,139 0,255 0,142 0,198 0,200 0,156
2010 0,155 0,306 0,147 0,175 0,227 0,183
2011 0,159 0,319 0,178 0,200 0,244 0,167
2012 0,179 0,350 0,197 0,195 0,254 0,193
2013 0,189 0,384 0,222 0,227 0,269 0,185
2014 0,201 0,451 0,247 0,239 0,288 0,215

Źród lo: opracowanie w lasne.

Tablica 6.5. Porównanie ex post miar MAD
dla modeli MP, G i DLC

Rok
M ↪eżczyźni Kobiety

MP G DLC MP G DLC
2001 0,076 0,105 0,010 0,056 0,091 0,016
2002 0,071 0,126 0,079 0,076 0,121 0,069
2003 0,057 0,140 0,088 0,068 0,131 0,087
2004 0,063 0,160 0,079 0,076 0,136 0,082
2005 0,070 0,174 0,087 0,108 0,149 0,090
2006 0,083 0,179 0,093 0,107 0,150 0,110
2007 0,098 0,193 0,103 0,106 0,153 0,110
2008 0,102 0,208 0,108 0,115 0,159 0,117
2009 0,093 0,229 0,121 0,137 0,172 0,122
2010 0,100 0,277 0,123 0,136 0,207 0,139
2011 0,109 0,288 0,157 0,156 0,218 0,140
2012 0,116 0,317 0,175 0,150 0,228 0,158
2013 0,121 0,344 0,198 0,171 0,239 0,155
2014 0,131 0,413 0,219 0,184 0,254 0,176

Źród lo: opracowanie w lasne.



160

Dla zilustrowania skali rozbieżności pomi ↪edzy prognozami a rzeczywi-
stymi danymi, na rysunkach 6.17 i 6.18 przedstawiono krzywe reprezen-
tuj ↪ace logarytmy empirycznych wspó lczynników zgonów dla dwóch wy-
branych grup wieku x = 20 i x = 40 lat (linie przerywane) dla m ↪eżczyzn
i kobiet w okresie 1958–2014 oraz odtworzone logarytmy wspó lczynników
zgonów dla tych grup wieku, wraz z ich prognozami dla lat 2001–2014
(linie ci ↪ag le).

Podkreślić należy, że parametry modeli oszacowane zosta ly na pod-
stawie danych za okres 1958–2000. Na rysunkach 6.17 oraz 6.18 krzywe
ci ↪ag le odpowiadaj ↪ace przedzia lowi lat 2001–2014 stanowi ↪a prognozy ana-
lizowanych wielkości. Prognozy można nast ↪epnie porównać z wartościami
empirycznymi. Wynika z niego, iż rozbieżności pomi ↪edzy wartościami
empirycznymi i prognozami uzyskanymi z obu modeli wzrastaj ↪a wraz
z wyd lużaniem si ↪e horyzontu prognozy.

Wskazuje to na potrzeb ↪e wyznaczania pasm ufności lub pasm roz-
mytości dla prognozowanych wielkości, zamiast rozważania pojedynczych
trajektorii (prognoz punktowych). Możliwości takich dostarczaj ↪a np. mo-
dele umieralności oparte na liczbach rozmytych lub funkcjach zespolonych.
Przyk ladowe wyniki estymacji tego typu modeli zawarte zosta ly w kolej-
nych dwóch paragrafach.

Rys. 6.17. Empiryczne i odtworzone logarytmy wspó lczynników

zgonów uzyskane na podstawie modeli MP i G (m ↪eżczyźni)

Źród lo: opracowanie w lasne
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Rys. 6.18. Empiryczne i odtworzone logarytmy wspó lczynników

zgonów, uzyskane na podstawie modeli MP i G (kobiety)

Źród lo: opracowanie w lasne

6.4. Wyniki estymacji modelu umieralności opartego
na zmodyfikowanych liczbach rozmytych

Rozważmy model umieralności MFMM (5.2.8)–(5.2.11), odwo luj ↪acy
si ↪e do poj ↪ecia i w lasności zmodyfikowanych liczb rozmytych MFN. Model
ten ma struktur ↪e, w której punkty prze l ↪aczeń pomi ↪edzy pookresami umie-
ralności zosta ly uwzgl ↪ednione na etapie fazyfikacji cz ↪astkowych wspó lczyn-
ników zgonów.

Rysunki 6.19–6.24 ilustruj ↪a oszacowania parametrów ax, bx, kt, razem
z ocenami parametrów rozmytości sAx , sBx , sKt uzyskanymi na podstawie
modelu MFMM, osobno dla kobiet i m ↪eżczyzn. Interpretacja sk ladników
ax, bx, kt jest analogiczna, jak w modelu Lee–Cartera (por. paragraf 6.2
lub paragraf 1.8.1 w rozdziale 1).

W tym przypadku dysponujemy dodatkowo ocenami sAx , sBx , sKt ≥ 0,
które pozwalaj ↪a na wyznaczenie obszarów rozmytości dla ax, bx, kt. Ob-
szary te zaznaczone zosta ly na rysunkach 6.19–6.24 jako pasma ograni-
czone liniami przerywanymi.

Co wi ↪ecej, wartości sAx−sBxsKt możemy traktować jako miary rozmy-
tości dla odtworzonych lub prognozowanych logarytmów wspó lczynników
zgonów, uzyskanych na podstawie modelu.
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Zmodyfikowane liczby rozmyte Ǎx, B̌x, Ǩt, wyst ↪epuj ↪ace w roli para-
metrów modelu MFMM, koresponduj ↪a bowiem z symetrycznymi liczbami
trójk ↪atnymi, rozumianymi w klasycznym sensie i zapisywanymi jako upo-
rzdkowane pary wartości centralnych i rozpi ↪etości

Ax=(ax, sAx), Bx=(bx, sBx), Kt=(kt, sKt).

Wynikiem dzia lań na tych liczbach, zgodnie z formu l ↪a (5.2.8), s ↪a zmo-
dyfikowane liczby rozmyte Ǎx ⊕ (B̌x � Ǩt). Odpowiadaj ↪a one symetrycz-
nym liczbom rozmytym, które przybieraj ↪a kszta lt zbliżony do rozmytych
liczb trójk ↪atnych o wartościach centralnych i rozpi ↪etościach równych dla
każdego x = 0, 1, . . . , X, t = 1, 2, . . . , T, odpowiednio

ax + bxkt, sAx − sBxsKt ,

przy warunku sAx − 2sBxsKt ≥ 0.

Oznacza to, że różnice sAx − sBxsKt możemy interpretować w katego-
riach miar rozmytości dla odtworzonych lub prognozowanych logarytmów
wspó lczynników zgonów, otrzymanych z modelu MFMM.

Rys. 6.19. Oszacowania parametrów ax, x = 0, 1, . . . , 100 oraz ich obszar

rozmytości w modelu MFMM (5.2.8)–(5.2.11) (m ↪eżczyźni)

Źród lo: opracowanie w lasne
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Rys. 6.20. Oszacowania parametrów bx, x = 0, 1, . . . , 100 oraz ich obszar

rozmytości w modelu MFMM (5.2.8)–(5.2.11) (m ↪eżczyźni)

Źród lo: opracowanie w lasne

Rys. 6.21. Oszacowania parametrów kt, t = 1958, . . . , 2000 oraz ich obszar

rozmytości w modelu MFMM (5.2.8)–(5.2.11) (m ↪eżczyźni)

Źród lo: opracowanie w lasne
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Rys. 6.22. Oszacowania parametrów ax, x = 0, 1, . . . , 100 oraz ich obszar

rozmytości w modelu MFMM (5.2.8)–(5.2.11) (kobiety)

Źród lo: opracowanie w lasne

Rys. 6.23. Oszacowania parametrów bx, x = 0, 1, . . . , 100 oraz ich obszar

rozmytości w modelu MFMM (5.2.8)–(5.2.11) (kobiety)

Źród lo: opracowanie w lasne
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Rys. 6.24. Oszacowania parametrów kt, t = 1958, . . . , 2000 oraz ich obszar

rozmytości w modelu MFMM (5.2.8)–(5.2.11) (kobiety)

Źród lo: opracowanie w lasne

Ponieważ prognozowane na podstawie modelu MFMM wielkości kore-
sponduj ↪a z trójk ↪atnymi, symetrycznymi liczbami romytymi, wi ↪ec do obli-
czenia miar b l ↪edów MAD oraz MSE wykorzystane zosta ly dalej wartości
centralne otrzymanych prognoz.

Miary MSE i MAD dla modelu LC definiuj ↪a wzory (6.2.1). Analogicz-
n ↪a postać przyjmuj ↪a także w przypadku modelu MFMM

MSE
(MFMM)
t =

√√√√ 1

101

100∑
x=0

[lnmx,t− (ax + bxkt)]
2,

MAD
(MFMM)
t =

1

101

100∑
x=0

|lnmx,t−(ax + bxkt)|,

(6.4.1)

przy czym ax, bx, kt oznaczaj ↪a tutaj parametry zmodyfikowanych liczb roz-
mytych Ǎx, B̌x, Ǩt, oszacowane na podstawie modelu (5.2.8)–(5.2.11).

Otrzymane wartości średnie b l ↪edów prognoz ex post (tablice 6.6 i 6.7)
przemawiaj ↪a na korzyść modelu MFMM w porównaniu z modelem LC. Do-
datkowo, model MFMM pozwala na ocen ↪e niepewności w odniesieniu
do uzyskanych oszacowań, a zw laszcza wspó lczynników umieralności, po-
nieważ daje możliwość wyznaczenia tzw. obszarów rozmytości (por. ry-
sunek 6.25).
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Tablica 6.6. Porównanie ex post miar MSE

dla modeli LC i MFMM

Rok
M ↪eżczyźni Kobiety

LC MFMM LC MFMM
2001 0,197 0,186 0,098 0,098
2002 0,204 0,194 0,122 0,121
2003 0,215 0,202 0,122 0,122
2004 0,223 0,209 0,132 0,132
2005 0,230 0,214 0,146 0,146
2006 0,232 0,220 0,152 0,151
2007 0,238 0,223 0,172 0,171
2008 0,257 0,240 0,174 0,173
2009 0,281 0,262 0,191 0,190
2010 0,330 0,308 0,190 0,190
2011 0,341 0,321 0,218 0,217
2012 0,373 0,351 0,215 0,215
2013 0,406 0,383 0,246 0,246
2014 0,469 0,442 0,273 0,272

Źród lo: opracowanie w lasne.

Tablica 6.7. Porównanie ex post miar MAD
dla modeli LC i MFMM

Rok
M ↪eżczyźni Kobiety

LC MFMM LC MFMM
2001 0,182 0,171 0,083 0,082
2002 0,185 0,175 0,107 0,107
2003 0,195 0,181 0,109 0,109
2004 0,206 0,191 0,117 0,116
2005 0,214 0,197 0,129 0,128
2006 0,214 0,203 0,130 0,129
2007 0,219 0,208 0,152 0,152
2008 0,234 0,219 0,156 0,156
2009 0,250 0,232 0,170 0,168
2010 0,302 0,281 0,167 0,166
2011 0,307 0,288 0,191 0,191
2012 0,335 0,318 0,185 0,185
2013 0,359 0,341 0,221 0,220
2014 0,430 0,410 0,245 0,245

Źród lo: opracowanie w lasne.

Rysunek 6.25 ilustruje empiryczne i odtworzone logarytmy wspó lczyn-
ników zgonów, wraz z ich obszarami rozmytości, dla m ↪eżczyzn i kobiet
w wybranej grupie wieku. Przypomnijmy, że okresem, na podstawie któ-
rego dokonano estymacji parametrów, s ↪a lata 1958–2000, natomiast prze-
dzia l 2001–2014 traktowany jest tutaj jako okres prognozy ex post.
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Rys. 6.25. Empiryczne i odtworzone logarytmy wspó lczynników zgonów

w grupie wieku x = 25 lat wraz z pasmem rozmytości

Źród lo: opracowanie w lasne

Wartości odtworzone wyznaczone zosta ly z formu ly ax+bxkt. Stanowi ↪a
one jednocześnie wartości centralne symetrycznych liczb rozmytych, repre-
zentuj ↪acych logarytmy wspó lczynników zgonów, oszacowane na podstawie
modelu. Dodatkowo, na rysunku 6.25 wykreślone zosta ly pasma rozmy-
tości dla wartości odtworzonych, ograniczone krzywymi o równaniach

f1x(t) = ax + bxkt − (sAx − sBxsKt), (6.4.2)

f2x(t) = ax + bxkt + (sAx − sBxsKt). (6.4.3)

W celu wyznaczenia kt oraz sKt dla okresu prognozy przyj ↪eto model
b l ↪adzenia przypadkowego z dryfem dla obu wymienionych wskaźników
(przez analogi ↪e do modelu (1.8.5)). Zauważymy, że wyznaczone obszary
rozmytości zawieraj ↪a w sobie wartości odtworzone oraz wi ↪ekszość obser-
wacji rzeczywistych, bior ↪ac w szczególności pod uwag ↪e okres prognozy.

6.5. Wyniki estymacji modelu kwaternionowego

Wyniki estymacji modelu kwaternionowego CNMM (5.4.1)–(5.4.3) za-
prezentowane zosta ly dalej w podobnej konwencji, jak w paragrafie 6.4,
tj. za pomoc ↪a wykresów ocen parametrów ax, bx, kt oraz sAx , sBx , sKt , nato-
miast wartości miar b l ↪edów MSE, MAD dla prognoz ex post przedstawione
zosta ly w formie tabelarycznej.
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Algebra rozważana w modelu kwaternionowym utworzona zosta la z al-
gebry skierowanych liczb rozmytych, poprzez przedstawienie skierowanych
liczb rozmytych ~A = (f, g) za pomoc ↪a par funkcji zespolonych

Ã(u) = (fA(u), gA(u)), u ∈ [0, 1], (6.5.1)

gdzie

fA(u) = a− i(1− u)sA, gA(u) = a+ i(1− u)sA (6.5.2)

oraz poprzez przyj ↪ecie definicji mnożenia w laściwej dla kwaternionów (por.
definicja B.6, aksjomat (iii), dodatek B).

W algebrze tej jest spe lnione za lożenie twierdzenia Gelfanda–Mazura,
zatem jest ona izometrycznie izomorficzna z algebr ↪a liczb zespolonych.

Wspó lczynniki sAx , sBx , sKt w modelu CNMM b ↪edziemy traktować po-
dobnie, jak w modelu rozmytym MFMM, to jest jako miary rozmytości
odpowiednich ocen ax, bx, kt. Te ostatnie interpretujemy analogicznie, jak
w standardowym modelu Lee–Cartera (por. paragraf 6.2). Na rysunkach
6.26–6.31 wartości sAx , sBx , sKt użyte zosta ly do zaznaczenia obszarów roz-
mytości.

Rys. 6.26. Oszacowania parametrów ax, x = 0, 1, . . . , 100 oraz ich obszar

rozmytości w modelu CNMM (5.4.1)–(5.4.3) (m ↪eżczyźni)

Źród lo: opracowanie w lasne
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Rys. 6.27. Oszacowania parametrów bx, x = 0, 1, . . . , 100 oraz ich obszar

rozmytości w modelu CNMM (5.4.1)–(5.4.3) (m ↪eżczyźni)

Źród lo: opracowanie w lasne

Rys. 6.28. Oszacowania parametrów kt, t = 1958, . . . , 2000 oraz ich obszar

rozmytości w modelu CNMM (5.4.1)–(5.4.3) (m ↪eżczyźni)

Źród lo: opracowanie w lasne
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Rys. 6.29. Oszacowania parametrów ax, x = 0, 1, . . . , 100 oraz ich obszar

rozmytości w modelu CNMM (5.4.1)–(5.4.3) (kobiety)

Źród lo: opracowanie w lasne

Rys. 6.30. Oszacowania parametrów bx, x = 0, 1, . . . , 100 oraz ich obszar

rozmytości w modelu CNMM (5.4.1)–(5.4.3) (kobiety)

Źród lo: opracowanie w lasne
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Rys. 6.31. Oszacowania parametrów kt, t = 1958, . . . , 2000 oraz ich obszar

rozmytości w modelu CNMM (5.4.1)–(5.4.3) (kobiety)

Źród lo: opracowanie w lasne

Miary MSE i MAD dla modelu CNMM, których wartości zestawione
zosta ly w tablicach 6.8 i 6.9 z miarami dla modelu LC zdefiniowane s ↪a
przez analogi ↪e do (6.2.1)

MSE
(CNMM)
t =

√√√√ 1

101

100∑
x=0

[lnmx,t− (ax + bxkt)]
2,

MAD
(CNMM)
t =

1

101

100∑
x=0

|lnmx,t−(ax + bxkt)|,

gdzie ax, bx, kt oznaczaj ↪a parametry kwaternionów Ãx, B̃x, K̃t, oszacowane
na podstawie modelu (5.4.1)–(5.4.3) z wykorzystaniem metody optymali-
zacji nieliniowej (rozdzia l 5, paragraf 5.4.1).

Opieraj ↪ac si ↪e na wynikach zawartych w tablicach 6.8, 6.9 można stwier-
dzić, iż model kwaternionowy wykazuje nieco gorsze w lasności progno-
styczne niż model LC. Jednakże, podobnie jak model rozmyty MFMM,
dostarcza dodatkowo ocen rozmytości dla szacowanych parametrów oraz
pozwala na wyznaczenie obszarów rozmytości (niepewności) dla progno-
zowanych wspó lczynników zgonów.
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Tablica 6.8. Porównanie ex post miar MSE

dla modeli LC i CNMM

Rok
M ↪eżczyźni Kobiety

LC CNMM LC CNMM
2001 0,197 0,214 0,098 0,225
2002 0,204 0,207 0,122 0,240
2003 0,215 0,231 0,122 0,273
2004 0,223 0,250 0,132 0,289
2005 0,230 0,263 0,146 0,269
2006 0,232 0,247 0,152 0,282
2007 0,238 0,263 0,172 0,299
2008 0,257 0,273 0,174 0,314
2009 0,281 0,304 0,191 0,296
2010 0,330 0,355 0,190 0,376
2011 0,341 0,342 0,218 0,381
2012 0,373 0,368 0,215 0,415
2013 0,406 0,396 0,246 0,413
2014 0,469 0,476 0,273 0,424

Źród lo: opracowanie w lasne.

Tablica 6.9. Porównanie ex post miar MAD
dla modeli LC i CNMM

Rok
M ↪eżczyźni Kobiety

LC CNMM LC CNMM
2001 0,182 0,159 0,083 0,199
2002 0,185 0,158 0,107 0,215
2003 0,195 0,173 0,109 0,238
2004 0,206 0,185 0,117 0,255
2005 0,214 0,192 0,129 0,247
2006 0,214 0,187 0,130 0,257
2007 0,219 0,191 0,152 0,264
2008 0,234 0,205 0,156 0,282
2009 0,250 0,228 0,170 0,269
2010 0,302 0,277 0,167 0,353
2011 0,307 0,283 0,191 0,351
2012 0,335 0,308 0,185 0,379
2013 0,359 0,333 0,221 0,377
2014 0,430 0,402 0,245 0,397

Źród lo: opracowanie w lasne.

6.6. Uwagi końcowe

Podsumowuj ↪ac rezultaty estymacji oraz ewaluacji szeregu propono-
wanych modeli umieralności, można wskazać ich mocne i s labe strony.
W przypadku hybrydowego modelu dynamicznego Lee–Cartera EHLC
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mocn ↪a stron ↪a s ↪a jego w lasności prognostyczne. Na podstawie tego modelu
możemy uzyskać prognozy umieralności obarczone mniejszym średnim
b l ↪edem niż w przypadku popularnego modelu Lee–Cartera, na co wskazuj ↪a
wyraźnie mniejsze b l ↪edy średniokwadratowe i średnie b l ↪edy absolutne. Bu-
dowane prognozy maj ↪a jednak charakter prognoz punktowych. Wskazane
by loby w kolejnym kroku opracowanie obszarów ufności dla prognozowa-
nych wielkości, co wymaga loby przyj ↪ecia pewnych za lożeń o rozk ladzie
prawdopodobieństwa obserwowanych zmiennych oraz zaangażowania za-
awansowanego aparatu matematycznego.

W przypadku modeli opartych na liczbach rozmytych oraz funkcjach
zespolonych w lasności prognostyczne s ↪a zbliżone do oferowanych przez
standardowy model Lee–Cartera. Przewaga wymienionych modeli polega
natomiast na możliwości wyznaczenia obszarów rozmytości dla szacowa-
nych parametrów, a w konsekwencji także dla generowanych na tej podsta-
wie prognoz wspó lczynników zgonów. Co wi ↪ecej, wyznaczenie obszarów
rozmytości w przypadku tych modeli nie wymaga stosowania zaawanso-
wanej metodologii.

Otrzymane rezultaty sk laniaj ↪a autorów do kontynuowania prac zmie-
rzaj ↪acych do opracowania rodziny modeli,  l ↪acz ↪acych w sobie w lasności
hybrydowych modeli dynamicznych oraz modeli rozmytych i zespolonych.
B ↪ed ↪a one przedmiotem dociekań w kolejnych publikacjach poświ ↪econych
modelowaniu umieralności.





Dodatek A

Elementy analizy procesów
stochastycznych i równania
stochastyczne

A.1. Podstawowe definicje procesów stochastycznych

W niniejszym dodatku przypomnimy niezb ↪edne informacje o procesach
stochastycznych. Pomijamy przy tym wiadomości z rachunku prawdopo-
dobieństwa, które Czytelnik z  latwości ↪a znajdzie w podr ↪ecznikach akade-
mickich. Przy opracowywaniu tego dodatku korzystano z monografii [68],
[98], [99], [100].

Teoria procesów stochastycznych powsta la jako uogólnienie koncepcji
zmiennych losowych. W przypadku zmiennej losowej każdemu zdarzeniu
elementarnemu przypisana jest liczba. Jednak w wielu procesach rzeczy-
wistych (fizycznych, ekonomicznych, biologicznych lub chemicznych) mo-
del taki jest niewystarczaj ↪acy, najcz ↪eściej każdemu zdarzeniu elementar-
nemu odpowiada bowiem nie liczba, lecz funkcja, np. czasu, lub funkcja
określona na jakimś zbiorze parametrów. Prowadzi to do definicji procesu
stochastycznego.

Definicja A.1. Niech (Ω,F ,P) b ↪edzie przestrzeni ↪a probabilistyczn ↪a oraz
R+ = [0,∞). Rodzin ↪e X = {ξ(t, ω)}, t ∈ R+, nazywamy (rzeczywistym)
procesem stochastycznym z czasem ci ↪ag lym. W przypadku, gdy parametr
czasowy t należy do zbioru liczb naturalnych N = {1, 2, ...}, rodzin ↪e
X = {ξ(t, ω)}, t ∈ N, ω ∈ Ω nazywamy ci ↪agiem losowym lub procesem
stochastycznym z czasem dyskretnym. W podobny sposób definiuje si ↪e
proces stochastyczny o wartościach zespolonych.

Przy ustalonym ω ∈ Ω funkcj ↪e czasu ξ(t, ·) nazywamy trajektori ↪a lub
realizacj ↪a odpowiadaj ↪ac ↪a zdarzeniu elementarnemu ω.

B ↪edziemy używali notacji ξ(t, ω) dla procesów z czasem ci ↪ag lym oraz
ξt(ω) dla procesów z czasem dyskretnym. Niekiedy, dla wygody zapisu,
b ↪edziemy opuszczać symbol zdarzenia elementarnego ω w oznaczeniu pro-
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cesów, to znaczy ξ(t) = ξ(t, ω), gdy t ∈ R+ lub ξt = ξ(t, ω), gdy t ∈ N,
co nie powinno prowadzić do nieporozumień. Procesy stochastyczne b ↪ed ↪a
oznaczane także literami x1, x2, y1, y2.

Dla ustalonych chwil t = t1, t2, ..., tn proces stochastyczny ξ(t) staje si ↪e
skończon ↪a liczb ↪a zmiennych losowych ξ(t1), ..., ξ(tn), które charakteryzuje
 l ↪aczny rozk lad prawdopodobieństwa

Ft1,...,tn(x1, ..., xn) = P{ξ(t1) < x1, ..., ξ(tn) < xn} (A.1.1)

lub  l ↪aczna g ↪estość prawdopodobieństwa (dla procesów ci ↪ag lych)

g(t1, x1, ..., tn, xn)

albo  l ↪aczna funkcja charakterystyczna

Φ(Θ1, t1, ...,Θn, tn) = E

[
exp

{
n∑
j=1

iΘjξ(tj)

}]
. (A.1.2)

Naturalnym uogólnieniem  l ↪acznej funkcji charakterystycznej jest funk-
cjona l charakterystyczny zdefiniowany nast ↪epuj ↪aco

Φ(Θ(t)) = E

[
exp

{
i

∫
R+

Θ(t)ξ(t)dt

}]
, (A.1.3)

gdzie funkcja Θ(t) należy do klasy funkcji, dla których operacja ca lkowania
pod eksponentem jest dobrze określona.

Przej́scie od wzoru (A.1.3) do (A.1.2) otrzymuje si ↪e przez podstawienie

Θ(t) =
∑
j

Θjδ(t− tj), (A.1.4)

gdzie δ(t) jest dystrybucj ↪a Diraca.

Podobnie jak dla zmiennych losowych, również dla procesów stocha-
stycznych momenty i kumulanty wyznacza si ↪e, różniczkuj ↪ac odpowiedni
funkcjona l charakterystyczny

Φ(Θ(t)) = Φ(Θ(t)) = 1 + i
n∑
j=1

Θj(t)E[xj(t)]+

+
i2

2!

n∑
j=1

n∑
k=1

Θj(t)Θk(t)E[xj(t)xk(t)] + . . .

(A.1.5)
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Przy wykorzystaniu  l ↪acznej g ↪estości g(t1, x1, ..., tn, xn) momenty mie-
szane wyższych rz ↪edów maj ↪a postać

E[xp11 (t1) . . . xpnn (tn)]=

∫ +∞

−∞
...

∫ +∞

−∞
[xp11 (t1) . . . xpnn (tn)]g(x1, t1, ..., xn, tn)dx1...dxn.

Korzystaj ↪ac z różnych definicji zbieżności zmiennych losowych można
podać kilka podstawowych definicji ci ↪ag lości procesu stochastycznego.

Definicja A.2. Proces stochastyczny ξ(t), t ∈ R+, jest nazywany ci ↪ag lym
prawie wsz ↪edzie, jeśli

P{ω : lim
t→s

ξ(t, ω) = ξ(s, ω) = 0} = 1. (A.1.6)

Definicja A.3. Proces stochastyczny ξ(t), t ∈ R+, jest nazywany ci ↪ag lym
wed lug prawdopodobieństwa, jeśli

∀ε > 0 lim
t→s

P{|ξ(t, ω)− ξ(s, ω)| > ε} = 0. (A.1.7)

A.1.1. Procesy drugiego rz ↪edu

Szczególnie ważna w zastosowaniach jest klasa procesów drugiego rz ↪e-
du o wartościach zespolonych, to znaczy posiadaj ↪acych ograniczone drugie
momenty

E[|x(t, ω)|2] <∞, t ∈ R+. (A.1.8)

Wielkościami charakteryzuj ↪acymi procesy drugiego rz ↪edu s ↪a: funkcja au-
tokorelacji i autokowariancji, zdefiniowane odpowiednio

Rxx(t1, t2) = E[x(t1) x(t2)], (A.1.9)

Kxx(t1, t2) = E[(x(t1)− E[x(t1)]) (x(t2)− E[x(t2)])], (A.1.10)

zwane czasami w skrócie odpowiednio funkcjami korelacji i kowariancji
i zapisywane Rx(t1, t2) oraz Kx(t1, t2) lub R(t1, t2) oraz K(t1, t2).

W zapisie (A.1.9) oraz (A.1.10) górna kreska oznacza zespolone sprz ↪eżenie.
Dla t1 = t2 = t mamy

Kxx(t, t) = E[(x(t)− E[x(t)])2] = σ2
x(t), (A.1.11)

gdzie σx(t) jest odchyleniem standardowym procesu x(t).
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Dla dwóch różnych procesów x(t), y(t) wprowadza si ↪e funkcje korelacji
wzajemnej i funkcje kowariancji wzajemnej, zdefiniowane odpowiednio

Rxy(t1, t2) = E[x(t1) y(t2)], (A.1.12)

Kxy(t1, t2) = E[(x(t1)− E[x(t1)]) (y(t2)− E[y(t2)])], (A.1.13)

a dla procesu wektorowego x(t) o wartościach zespolonych macierzowe
funkcje korelacji oraz macierzowe funkcje kowariancji s ↪a zdefiniowane na-
st ↪epuj ↪aco

Rxx(t1, t2) = E[x(t1) x∗(t2)], (A.1.14)

Kxx(t1, t2) = E[(x(t1)− E[x(t1)]) (x(t2)− E[x(t2)])∗], (A.1.15)

gdzie gwiazdka oznacza sprz ↪eżenie i transpozycj ↪e.

Podobnie definiuje si ↪e, odpowiednio macierzow ↪a funkcj ↪e korelacji wza-
jemnej oraz macierzow ↪a funkcj ↪e kowariancji wzajemnej

Rxy(t1, t2) = E[x(t1) y∗(t2)], (A.1.16)

Kxy(t1, t2) = E[(x(t1)− E[x(t1)]) (y(t2)− E[y(t2)])∗]. (A.1.17)

Dla procesów drugiego rz ↪edu definiuje si ↪e ci ↪ag lość w sensie średniokwa-
dratowym.

Definicja A.4. Proces stochastyczny x(t), t ∈ R+ drugiego rz ↪edu jest
nazywany ci ↪ag lym w sensie średniokwadratowym w punkcie t, jeśli

l.i.m
∆t→0

(x(s+∆t, ω)−(x(s, ω))= lim
∆t→0

E[|x(s+∆t, ω)−x(s, ω)|2]=0, (A.1.18)

gdzie l.i.m oznacza granic ↪e w sensie średniokwadratowym.

Twierdzenie A.1. Warunkiem koniecznym i wystarczaj ↪acym ci ↪ag lości
w sensie średniokwadratowym procesu x(t) jest istnienie funkcji autoko-
relacji Rx(t1, t2), ci ↪ag lej na zbiorze {(t1, t2) : t1 = t2}.

W przypadku procesów p-tego rz ↪edu definicja ci ↪ag lości jest nast ↪epuj ↪aca.

Definicja A.5. Proces stochastyczny x(t), t ∈ R+ p-tego rz ↪edu, jest
nazywany ci ↪ag lym w punkcie s w sensie p-tego momentu, 0 < p <∞, jeśli

lim
t→s

E[|x(t, ω)− x(s, ω)|p] = 0. (A.1.19)

W szczególnym przypadku, tj. dla p = 1, proces jest nazywany ci ↪ag lym
w sensie średnim.
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A.1.2. Procesy stacjonarne

Szerok ↪a klas ↪a procesów stochastycznych, których w lasności probabili-
styczne nie zależ ↪a od bież ↪acej wartości zmiennej t, ale od różnicy argu-
mentów t− s, s ↪a tzw. procesy stacjonarne.

Definicja A.6. Proces stochastyczny x(t), t ∈ R+ jest nazywany s labo
stacjonarnym lub stacjonarnym w szerokim sensie, jeśli dla dowolnego
∆ ∈ R i dowolnych t, s ∈ R+ zachodz ↪a nast ↪epuj ↪ace zależności

E[|x(t)|2] <∞,

E[x(t)] = E[x(t+ ∆, ω)],

E[x(t+ ∆) x(s+ ∆)] = E[x(t) x(s)],

(A.1.20)

tzn. jeśli pierwsze i drugie momenty nie zmieniaj ↪a si ↪e po przesuni ↪eciu
zmiennej t. Dla uproszczenia b ↪edziemy cz ↪esto pomijać s lowo ,,s labo”, co
nie powinno prowadzić do nieporozumień.

Bezpośrednim wnioskiem p lyn ↪acym z tej definicji jest fakt, że wartość
średnia i wariancja s ↪a sta le w czasie, a funkcje korelacji i kowariancji zależ ↪a
jedynie od różnicy argumentów t2 − t1, tzn.

E[x(t)] = mx = const, (A.1.21)

E
[
(x(t)− E[x(t)])2

]
= σ2

x = const, (A.1.22)

Rx(t1, t2) = Rx(t2 − t1) = Rx(τ), (A.1.23)

Kx(t1, t2) = Kx(t2 − t1) = Kx(τ), (A.1.24)

gdzie t1 = t, t2 = t+ τ .

A.1.3. Procesy gaussowskie

Bardzo ważn ↪a klas ↪a procesów stochastycznych, z uwagi na swe w la-
sności aplikacyjne, s ↪a procesy gaussowskie (normalne). W literaturze ist-
nieje kilka różnych definicji procesu gaussowskiego. My wyróżnimy nast ↪e-
puj ↪ac ↪a definicj ↪e.

Definicja A.7. Wektorowy proces stochastyczny x(t), x ∈ Rr, t ∈ R+

nazywamy gaussowskim (lub normalnym), jeśli dla dowolnego natural-
nego n ∈ N i dowolnego podzbioru {t1, ..., tn}, ti ∈ R+, n ≥ 1 wektorowe
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zmienne losowe x(t1), ...,x(tn) maj ↪a  l ↪aczny rozk lad gaussowski, to zna-
czy ich funkcja charakterystyczna dla dowolnych wektorów rzeczywistych
Θ1, ...,Θn jest nast ↪epuj ↪aca

Φ(Θ1, t1, ...,Θn, tn) = E

[
exp

{
n∑
j=1

iΘT
j x(tj)

}]
=

= exp

{
n∑
j=1

iΘT
j m(tj)−

1

2

n∑
j=1

n∑
k=1

iΘT
j K(tj, tk)Θk

}
,

(A.1.25)

gdzie m(t) i K(t1, t2) s ↪a odpowiednio wektorem wartości średnich (średni ↪a)
i macierz ↪a kowariancji wektorowego procesu x(t), t∈R+, Θ=[ΘT

1, ...,Θ
T
n ]T,

m=[mT
1 , ...,m

T
n ]T , K=[K(t1, t2)].

Jeśli macierz kowariancji K(ti, tj), i, j = 1, ..., n jest niesingularna, to
 l ↪aczna g ↪estość prawdopodobieństwa zmiennych wektorowych x(t1),...,x(tn)
ma postać

gG(x1,t1, ...,xn,tn)=[(2π)n
2|K|]−

1
2 exp

{
−1

2
(u−mx)

TK−1(u−mx)

}
, (A.1.26)

gdzie u = [xT1 , ...,x
T
n ]T , mx = [mT

1 , ...,m
T
n ]T , natomiast |K| jest wyznacz-

nikiem blokowej macierzy kowariancji o wymiarach n2×n2. Ma ona postać
K = [K(ti, tj)], i, j = 1, ..., n.

W szczególnym przypadku, gdy elementy macierzy s ↪a jednowymia-
rowe, tzn. [K(ti, tj)] = K(ti, tj), macierz kowariancji K jest postaci

K =



K(t1, t1) K(t1, t2) . . . K(t1, tn)
K(t2, t1) K(t2, t2) . . . K(t2, tn)

...
...

. . .
...

K(tn, t1) K(tn, t2) . . . K(tn, tn)


. (A.1.27)

A.1.4. Procesy Markowa

Zajmiemy si ↪e teraz szerok ↪a klas ↪a procesów stochastycznych, w których
,,przysz lość” nie zależy od ,,przesz lości” jeśli znana jest ,,teraźniejszość”.
Podamy najpierw ogóln ↪a definicj ↪e takiego procesu.

Definicja A.8. Wektorowy proces stochastyczny ξ(t), t ∈ R+, r-wymia-
rowy nazywa si ↪e procesem Markowa, jeśli dla n ∈ N i dla dowolnych
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wartości parametru tm∈R+, m= 1, ..., n, gdzie t0 < t1 < ... < tn oraz dla
dowolnych wektorów rzeczywistych x1, ...,xn ∈ Rr zachodzi nast ↪epuj ↪aca
zależność

P{ξ(tn) < xn| ξ(tn−1) = xn−1, ..., ξ(t1) = x1} =

= P{ξ(tn) < xn| ξ(tn−1) = xn−1},
(A.1.28)

to znaczy rozk lad warunkowy ξ(tn) dla danych wartości ξ(t0), ξ(t1),...
ξ(tn−1) zależy tylko od wartości procesu w chwili poprzedniej, nie zależy
natomiast od wszystkich wartości jakie przyjmowa l proces ξ(t) do chwili
tn−1, tzn. zależy jedynie od ξ(tn−1).

Wprowadźmy oznaczenia

P(s,x; t,B) = P{ξ(t) ∈ B| ξ(s) = x}, s ≤ t, (A.1.29)

F (s,x; t,y) = P{ξ(t) < y| ξ(s) = x}, (A.1.30)

gdzie B ∈ Br, Br jest σ-cia lem zbiorów borelowskich w Rr.

Funkcje P(s,x; t,B) i F (s,x; t,y) s ↪a nazywane funkcjami prawdopodo-
bieństwa przej́scia lub krócej funkcjami przej́scia zwi ↪azanymi z procesem
Markowa ξ(t).

W analizie procesów Markowa cz ↪esto korzysta si ↪e z w lasności homoge-
niczności (jednorodności).

Definicja A.9. Proces Markowa ξ(t), t ∈ R+ nazywa si ↪e homogenicznym
(ze wzgl ↪edu na czas), jeśli dla dowolnych s, t ∈ R+, s < t, funkcja przej́scia
zależy tylko od różnicy argumentów czasowych t− s = τ , to znaczy

P(s,x; t,B) = P(x, τ,B), (A.1.31)

F (s,x; t,y) = F (x, τ,y). (A.1.32)

Wśród procesów Markowa ważn ↪a klas ↪e stanowi ↪a procesy z ci ↪ag lym
czasem oraz ci ↪ag l ↪a przestrzeni ↪a stanów.

Definicja A.10. Wektorowy proces Markowa ξ(t), t ∈ R+ o wartoś-
ciach w Rr jest nazywany r-wymiarowym procesem dyfuzji, jeśli jego funk-
cja przej́scia F (s,x; t,y) dla każdego t ∈ R+ i każdego ε > 0 spe lnia
nast ↪epuj ↪ace warunki
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(i)

lim
∆t→0

1

∆t

∫
|y−x|≥ε

dyF (t,x; t+ ∆t,y) = 0, (A.1.33)

(ii) istnieje pewna funkcja wektorowa A(x, t), taka że

lim
∆t→0

1

∆t

∫
|y−x|<ε

(y − x) dyF (t,x; t+ ∆t,y) = A(x, t), (A.1.34)

(iii) istnieje pewna funkcja wektorowa σ(x, t), taka że

lim
∆t→0

1

∆t

∫
|y−x|<ε

(y − x)(y − x)TdyF (t,x; t+ ∆t,y) =

= σ(x, t)σT (x, t) = B(x, t) > 0,

(A.1.35)

gdzie | · | jest norm ↪a Euklidesa w Rr oraz zbieżność w warunkach
(A.1.34), (A.1.35) jest jednostajna ze wzgl ↪edu na x. Z kolei wyrażenie
dyF (t,x; t+ ∆t,y) jest różniczk ↪a funkcji F ze wzgl ↪edu na y.

Funkcje A(x, t) i B(x, t) nazywa si ↪e odpowiednio wektorem dryftu
(unoszenia) oraz macierz ↪a dyfuzji.

Dla procesu dyfuzyjnego istnieje możliwość wyznaczenia g ↪estości funk-
cji przej́scia na podstawie znajomości A(x, t) oraz B(x, t).

A.1.5. Procesy o przyrostach niezależnych

Szczególnie ważn ↪a klas ↪a procesów Markowa s ↪a procesy o przyrostach
niezależnych.

Definicja A.11. Proces stochastyczny ξ(t), t ∈ R+, jest nazywany pro-
cesem o przyrostach niezależnych, jeśli dla dowolnych ti ∈ R+, takich że
t0 < t1 < ... < tn, zmienne losowe b ↪ed ↪ace przyrostami procesu ξ(t), tzn.
ξ(t0), ξ(t1)− ξ(t0), . . . , ξ(tn)− ξ(tn−1) s ↪a niezależne.

Definicja A.12. Proces stochastyczny ξ(t), t ≥ 0, ξ(0) = 0 określony na
przestrzeni probabilistycznej (Ω,F ,P) jest nazywany procesem o przyro-
stach niezależnych od przesz lości, jeśli dla dowolnych t,s∈R+, 0≤s≤ t<∞,
zmienne losowe b ↪ed ↪ace przyrostami procesu ξ(t), to znaczy ξ(t)− ξ(s), s ↪a
niezależne od F .

Definicja A.13. Proces stochastyczny ξ(t), t ∈ R+ o przyrostach nie-
zależnych jest nazywany procesem o stacjonarnych przyrostach niezależ-
nych, jeśli różnice ξ(t1) − ξ(t0), ..., ξ(tn) − ξ(tn−1) zależ ↪a tylko od różnic
odpowiednio t1 − t0, ..., tn − tn−1.
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Ważnymi procesami o przyrostach niezależnych s ↪a procesy Wienera,
Poissona oraz Levy’ego. Szczegó lowo omówimy proces Wienera.

Definicja A.14. Proces stochastyczny ξ(t, ω), t ∈ R+, zadany na prze-
strzeni probabilistycznej (Ω,F ,P) jest nazywany procesem Wienera lub
ruchem Browna, jeśli
(i) P{ξ(0, ω) = 0} = 1,
(ii) ξ(t, ω) jest procesem o stacjonarnych przyrostach niezależnych od

przesz lości,
(iii) przyrosty ξ(t, ω)− ξ(s, ω) maj ↪a rozk lad Gaussa taki, że

E[ξ(t, ω)− ξ(s, ω)] = 0, (A.1.36)

E[(ξ(t, ω)− ξ(s, ω))2] = σ2|t− s|, σ2 = const > 0, (A.1.37)

(iv) dla prawie wszystkich ω ∈ Ω realizacje ξ(t, ω) s ↪a ci ↪ag le ze wzgl ↪edu na
t ∈ R+.
Niektórzy autorzy definiuj ↪a proces Wienera wykorzystuj ↪ac w lasności

(i)–(iii) i udowadniaj ↪a, że tak zdefiniowany proces Wienera ξ(t, ω) ma
modyfikacj ↪e, której realizacje s ↪a prawie wsz ↪edzie ci ↪ag le.

W przypadku, gdy σ2 = 1 proces ξ(t, ω) jest nazywany standardowym
procesem Wienera. Istnienie takiego procesu wynika z konstrukcji podanej
przez Lipcera i Sziriajewa [68].

Niech η1, η2, ... b ↪edzie ci ↪agiem gaussowskich zmiennych losowych o war-
tościach średnich równych zeru i jednostkowych wariancjach oraz niech
φ1(t), φ2(t), ..., t ∈ [0, T ], b ↪edzie dowolnym ci ↪agiem zupe lnym i ortogonal-
nym w L2[0, T ]. Wówczas zachodzi nast ↪epuj ↪ace twierdzenie.

Twierdzenie A.2. Dla każdego t ∈ [0, T ] szereg

ξ(t, ω) =
∞∑
j=1

ηj(ω)

∫ t

0

φj(s)ds, (A.1.38)

jest zbieżny prawie wsz ↪edzie i określa proces Wienera na przedziale [0, T ].

Z definicji standardowego procesu Wienera wynikaj ↪a nast ↪epuj ↪ace jego
w lasności

E[ξ(t)] = 0, (A.1.39)

K(s, t) = E[ξ(s)ξ(t)] = min(s, t), (A.1.40)

P{ξ(t) ≤ x} =
1√
2πt

∫ x

−∞
exp

{
− y2

2t

}
dy, (A.1.41)
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E[|ξ(t)|] =

√
2t

π
, (A.1.42)

E[(ξ(t+ ∆t)− ξ(t))2p] =
1√

2π∆t

∫ +∞

−∞
z2p exp

{
− z2

2∆t

}
dz =

= (2n− 1)!! (∆t)p.

(A.1.43)

Z definicji wynika, że prawie wszystkie realizacje procesu Wienera s ↪a
ci ↪ag le.

Twierdzenie A.3. Mimo że prawie wszystkie realizacje procesu Wienera
s ↪a ci ↪ag le, to nie s ↪a jednak różniczkowalne dla wszystkch t ≥ 0 i na każdym
skończonym przedziale maj ↪a wahanie nieskończone (można je interpre-
tować jako ,,szybko zmienne funkcje pi lowe”).

Definicja A.15. Proces stochastyczny ξ(t) jest nazywany r-wymiarowym
procesem Wienera ξ(t) = [ξ1(t), ..., ξr(t)]

T , jeśli każda jego sk ladowa ξi(t),
i = 1, ..., r jest skalarnym procesem Wienera i wszystkie ξi(t) s ↪a wzajemnie
niezależnymi procesami.

A.1.6. Bia ly szum

Fundamentalnym narz ↪edziem matematycznym w analizie stochastycz-
nych uk ladów dynamicznych jest abstrakcyjny proces stochastyczny (nie-
realizowalny fizykalnie), zwany bia lym szumem. W literaturze, zw laszcza
technicznej, można znaleźć kilka definicji tego poj ↪ecia. Podamy definicj ↪e
autorstwa Itô i Gelfanda, zaczerpni ↪et ↪a z ksi ↪ażki Sobczyka [98], opart ↪a na
teorii funkcji uogólnionych (dystrybucji) stochastycznych.

Niech D(T ) b ↪edzie przestrzeni ↪a funkcji próbnych, tzn. wszystkich nie-
skończenie wiele razy różniczkowalnych funkcji φ : T → R1 znikaj ↪acych
tożsamościowo na zewn ↪atrz skończonego przedzia lu domkni ↪etego. Dla tej
przestrzeni przyjmuje si ↪e topologi ↪e, jak w zwyk lych przestrzeniach dystry-
bucyjnych Schwartza. Oznacza to, że D(T ) jest topologiczn ↪a przestrzeni ↪a
wektorow ↪a. Niech H b ↪edzie przestrzeni ↪a Hilberta wszystkich P-równoważ-
nych zmiennych losowych zdefiniowanych na (Ω,F ,P) o skończonym dru-
gim momencie.

Definicja A.16. Ci ↪ag le, liniowe odwzorowanie Φ : D(T )→ H jest nazy-
wane uogólnionym procesem stochastycznym na zbiorze T . Wartość uogól-
nionego procesu stochastycznego Φ w φ jest oznaczana przez {φ, Φ} lub
Φ(φ).
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Zalet ↪a uogólnionego procesu stochastycznego jest zawsze istnienie jego
pochodnej, która jest również uogólnionym procesem stochastycznym. Ilu-
struje to nast ↪epna definicja.

Definicja A.17. Pochodna Φ̇ ze wzgl ↪edu na t uogólnionego procesu Φ (uo-
gólniona pochodna) w przestrzeni D(T ) jest określona zależności ↪a

{φ, Φ̇} = {dφ
dt
, Φ} dla wszystkich φ ∈ D(T ). (A.1.44)

Wykorzystuj ↪ac definicj ↪e uogólnionej pochodnej do procesów Wienera,
z lożonego procesu Poissona oraz α-stabilnego procesu Levy’ego, można
otrzymać nowe, uogólnione procesy stochastyczne.

Gaussowki bia ly szum

Definicja A.18. Uogólniona pochodna procesu Wienera w(t), t∈ [0,∞)

oznaczana przez ηw(t) = ẇ(t) = dw(t)
dt

, to znaczy

{φ, η} = {φ, ξ̇} = − {dφ
dt
, ξ} dla wszystkich φ ∈ D(T ), (A.1.45)

jest nazywana gaussowskim bia lym szumem.

Równość (A.1.45) można również zapisać w postaci

dξ(t) = η(t)dt. (A.1.46)

Nie wchodz ↪ac w szczegó ly, można wykazać, że dla każdego φ∈D(T ),
ca lka zmiennej {φ, η} jest zmienn ↪a losow ↪a gaussowsk ↪a oraz dla skończonej
liczby funkcji φ1, ..., φn ∈ D(T ) zmienne losowe {φi, η}, 1 ≤ i ≤ n maj ↪a
 l ↪aczny rozk lad gaussowski. Ponadto, wartość oczekiwana dla η(t) wynosi

E[η(t)] = 0 (A.1.47)

i funkcja kowariancji jest dystrybucj ↪a Diraca

Kηη(t1, t2) = cδ(t2 − t1) = cδ(τ), c = const. c > 0, (A.1.48)

Z ostatniej równości wynika bezpośrednio, że wariancja bia lego szumu
gaussowskiego jest równa nieskończoności Kηη(t, t) = δ(0) =∞, a funkcja
g ↪estości widmowej mocy procesu jest funkcj ↪a sta l ↪a równ ↪a sta lej c

Sξξ(λ) = c. (A.1.49)

W lasność (A.1.48) potwierdza ,,nierealizowalność fizykaln ↪a” takiego
procesu, druga natomiast w lasność (A.1.49) wskazuje na pochodzenie na-
zwy ,,bia ly szum”, czyli jego analogi ↪e do ,,́swiat la bia lego”, w którym
wyst ↪epuj ↪a wszystkie cz ↪estości fal elektromagnetycznych (barwy).
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A.2. Rachunek różniczkowy i ca lkowy procesów
stochastycznych

A.2.1. Ca lkowanie oraz różniczkowanie w sensie
średniokwadratowym

Przy omawianiu procesów drugiego rz ↪edu podalísmy definicj ↪e ci ↪ag lości
procesu stochastycznego w sensie średniokwadratowym. W podobny spo-
sób definiuje si ↪e różniczkowalność i ca lkowalność w sensie średniokwadra-
towym.

Definicja A.19 (różniczkowanie w sensie średniokwadratowym). Po-
chodna w sensie średniokwadratowym procesu stochastycznego x(t) jest
zdefiniowana przez nast ↪epuj ↪ac ↪a równość

d

dt
x(t) = ẋ(t) = l.i.m.

∆t→0

x(t+ ∆t)− x(t)

∆t
. (A.2.1)

Twierdzenie A.4. Warunkiem koniecznym i wystarczaj ↪acym różnicz-
kowalności (istnienia pochodnej) w sensie średniokwadratowym procesu

x(t) jest istnienie drugiej pochodnej funkcji autokorelacji ∂2Rx(t1,t2)
∂t1∂t2

ogra-
niczonej i ci ↪ag lej na zbiorze {(t1, t2) : t1 = t2}.

Definicja A.20 (ca lkowanie w sensie średniokwadratowym). Niech f(t)
b ↪edzie funkcj ↪a zespolon ↪a na przedziale [a, b] oraz niech {Tn} b ↪edzie ci ↪agiem
podzia lów przedzia lu [a, b], to znaczy

Tn = {a = t
(n)
0 < t

(n)
1 < ... < t(n)

n = b},

lim
n→+∞

max
1≤i≤n

(t
(n)
i − t

(n)
i−1) = 0.

(A.2.2)

Ca lk ↪e w sensie średniokwadratowym na przedziale [a, b] określimy jako
granic ↪e sum riemannowskich∫ b

a

f(t)x(t)dt = l.i.m
n→+∞

n−1∑
i=0

f(t′in)x(t′in)(t
(n)
i+1 − t

(n)
i ), (A.2.3)

gdzie t′in jest dowolnym ci ↪agiem spe lniaj ↪acym nast ↪epuj ↪ace nierówności

t
(n)
i ≤ t′in ≤ t

(n)
i+1. (A.2.4)
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Twierdzenie A.5. Ca lka w sensie średniokwadratowym
∫ b
a
f(t)x(t)dt

istnieje wtedy i tylko wtedy, gdy istnieje i jest skończona zwyk la podwójna
ca lka Riemanna ∫ b

a

∫ b

a

f(t1)f(t2)R(t1, t2)dt1dt2. (A.2.5)

Operacja uśredniania jest przemienna wzgl ↪edem różniczkowania i ca l-
kowania w sensie średniokwadratowym, to znaczy

dE[x(t)]

dt
= E

[
dx(t)

dt

]
, (A.2.6)

E

[∫ b

a

f(t)x(t)dt

]
=

∫ b

a

f(t)E[x(t)]dt. (A.2.7)

Ta w lasność jest s luszna dla dowolnej operacji liniowej L, tzn. jeśli Lt
jest liniowym operatorem przekszta lcaj ↪acym proces drugiego rz ↪edu x(t)
w proces drugiego rz ↪edu y(t), czyli

y(t) = Lt[x(t)], (A.2.8)

wówczas
E[y(t)] = Lt[E[x(t)]]. (A.2.9)

Ponadto funkcja autokorelacji procesu y(t) jest określona zależności ↪a

Ryy(t1, t2) = Lt1Lt2Rxx(t1, t2). (A.2.10)

W szczególnym przypadku, gdy Lt = L

Ryy(t1, t2) = L2Rxx(t1, t2). (A.2.11)

A.2.2. Ca lki stochastyczne wzgl ↪edem procesów dyfuzyjnych

W analizie procesów stochastycznych konstrukcje ca lek, a także regu ly
różniczkowania różni ↪a si ↪e od odpowiadaj ↪acych im operacji dla funkcji de-
terministycznych. Zacytujemy dalej jedynie podstawowe definicje i twier-
dzenia, zaczynaj ↪ac od historycznie najwcześniej wprowadzonych ca lek sto-
chastycznych wzgl ↪edem procesów dyfuzyjnych, zwanych ca lkami Itô oraz
Stratonowicza.

Definicja A.21. Ca lk ↪a stochastyczn ↪a Itô nieantycypuj ↪acej funkcji (Ft-mie-
rzalnej) f(x(t), t) na przedziale [0, T ] wzgl ↪edem pewnego procesu dyfuzyj-
nego x(t) nazywamy granic ↪e średniokwadratow ↪a sumy Riemanna∫ T

0

f((x(t), t)dx(t) = l.i.m
∆t→0

N∑
i=0

f(x(ti), ti)[x(ti+1)− x(ti)], (A.2.12)
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gdzie

E
[∫ T

0
f 2((x(t), t)dt

]
<∞, 0= t1<...<tN+1 =T,∆t = max

i
(ti+1−ti)

i granica nie zależy od wyboru punktów ti.

W odróżnieniu od ca lki średniokwadratowej, określonej zależności ↪a
(A.2.3), wartość ca lki stochastycznej funkcji nieantycypuj ↪acej f(x(t), t)
na przedziale [0, T ] wzgl ↪edem procesu dyfuzyjnego x(t) zależy od wy-
boru punktów pośrednich t′i, dla których wyznaczane s ↪a wartości funk-
cji f(x(t), t) w sumach Riemanna, to znaczy przedzia l [ti, ti+1] jest trak-
towany jako pewien zbiór wypuk ly i dowoln ↪a wartość z tego przedzia lu
t′i możemy przedstawić jako kombinacj ↪e wypuk l ↪a punktów ti i ti+1 postaci
t′i = βti + (1 − β)ti+1, a wartość funkcji f(x(t), t) w tym przedziale jako
f(βx(ti) + (1− β)x(ti+1), βti + (1− β)ti+1), gdzie β jest pewnym rzeczy-
wistym parametrem 0 ≤ β ≤ 1. Wówczas wzór definiuj ↪acy ca lk ↪e stocha-
styczn ↪a nieantycypuj ↪acej funkcji f(x(t), t) (Ft-mierzalnej) na przedziale
[0, T ] wzgl ↪edem procesu dyfuzyjnego x(t) ma postać definicji stochastycz-
nej ca lki Itô, gdzie równość (A.2.12) jest zast ↪apiona nast ↪epuj ↪ac ↪a∫ T

0

f(x(t), t)dβx(t) =

= l.i.m
∆t→0

N∑
i=0

f(βx(ti)+(1−β)x(ti+1), βti+(1−β)ti+1)[x(ti+1)−x(ti)].

(A.2.13)

Ta ogólna definicja ca lki stochastycznej zawiera dwa specjalne przy-
padki β = 1 oraz β = 1

2
, nazywane odpowiednio stochastyczn ↪a ca lk ↪a Itô

oraz stochastyczn ↪a ca lk ↪a Stratonowicza. Wzajemn ↪a zależność pomi ↪edzy
ca lkami ustala poniższe twierdzenie.

Twierdzenie A.6. Jeśli x(t), t∈ [0,T ] jest procesem dyfuzyjnym, f(x(t),t)
jest nieliniow ↪a nieantycypuj ↪ac ↪a funkcj ↪a na przedziale [0, T ] maj ↪ac ↪a ci ↪ag le
pochodne ze wzgl ↪edu na obydwa argumenty oraz

E

[∫ T

0

f 2(x(t), t)dt

]
<∞,

to zachodzi równość∫ T

0

f(x(t), t)dβx(t) =

∫ T

0

f(x(t), t)dx(t)+(1−β)

∫ T

0

∂f

∂x
(x(t), t)B(x(t), t)dt,

gdzie B(x(t), t) jest wspó lczynnikiem dyfuzji określonym za pomoc ↪a zależ-
ności (A.1.35), 0 ≤ β ≤ 1.
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Definicj ↪e ca lki stochastycznej i twierdzenie A.6 można rozszerzyć na
procesy wektorowe.

Definicja A.22. Niech x(t) b ↪edzie r-wymiarowym procesem dyfuzyjnym
dla t ∈ [0, T ], którego wektor dryftu A(x, t) i macierz dyfuzji B(x, t)
 l ↪acznie z pierwszymi pochodnymi ∂B(x, t)/∂xj, j = 1, . . . , r s ↪a ci ↪ag le
wzgl ↪edem obu argumentów. Niech f(x, t) b ↪edzie nieliniow ↪a nieantycypuj ↪a-
c ↪a funkcj ↪a o wartościach w Rr, ci ↪ag l ↪a wzgl ↪edem x, tak ↪a że dla t∈ [0, T ]
spe lnia warunki
(i) istniej ↪a pochodne cz ↪astkowe ∂f(x,t)

∂xj
j = 1, . . . , r,

(ii)
∫ T

0
E[|fT (x(s), s)A(x(s), s)|]ds <∞,

(iii)
∫ T

0
E[|fT (x(s), s)B(x(s), s)f(x(s), s)|]ds <∞,

wówczas stochastyczna ca lka wektorowa jest określona wzorem∫ T

0

fT(x(s), s)dβx(t) =

=l.i.m
∆t→0

N−1∑
i=0

fT(βx(ti)+(1−β)x(ti+1), βti+(1−β)ti+1)[x(ti+1)−x(ti)],

(A.2.14)

gdzie ∆t = max[ti+1 − ti], 0 = t0 < ... < tN = T .

W podobny sposób, jak dla funkcji skalarnej, zdefiniowane s ↪a stocha-
styczne ca lki Itô oraz Stratonowicza, tj. dla β = 1 – wektorowa ca lka Itô
oraz dla β = 1

2
– wektorowa ca lka Stratonowicza.

Stratonowicz udowodni l, że wzajemny zwi ↪azek mi ↪edzy wektorowymi,
stochastycznymi ca lkami Itô oraz Stratonowicza, oznaczonymi odpowied-
nio przez

II =

∫ T

0

fT (x(s), s)d1x(t), IS =

∫ T

0

fT (x(s), s)d 1
2
x(t), (A.2.15)

jest nast ↪epuj ↪acy

IS = II +
1

2

r∑
j=1

r∑
k=1

∫ T

0

∂fj
∂xk

(x(t), t)bjk(x(t), t)dt, (A.2.16)

gdzie bjk(x(t), t) s ↪a elementami macierzy dyfuzji procesu x(t).
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A.2.3. Formu la Itô dla procesów dyfuzyjnych

Podamy teraz formu l ↪e różniczkowania funkcji wektorowej procesu dy-
fuzyjnego.

Niech x(t) b ↪edzie n-wymiarowym procesem stochastycznym określo-
nym dla t∈ [0, T ], to znaczy x(t) = [x1(t), ..., xn(t)]T , maj ↪acym różniczk ↪e
stochastyczn ↪a

dx(t) = a(t, ω)dt+ σ(t, ω)dξ(t), (A.2.17)

gdzie ξ(t) jest r-wymiarowym procesem Wienera dla t ∈ [0, T ].

Wektor a(t, ω) = [a1(t, ω), . . . , an(t, ω)]T i macierz σ(t, ω) = [σij(t, ω)],
i = 1, . . . , n, j = 1, . . . , r sk ladaj ↪a si ↪e z nieliniowych, nieantycypuj ↪acych
funkcji, spe lniaj ↪acych warunki

P

{∫ T

0

|ai(t, ω)|dt <∞
}

= 1, i = 1, ..., n,

P

{∫ T

0

|σ2
ij(t, ω)|dt <∞

}
= 1, i = 1, ..., n, j = 1, ..., r.

(A.2.18)

Wówczas wyznaczenie różniczki zupe lnej pewnej nieliniowej funkcji wielu
zmiennych f(x(t), t) ustala nast ↪epuj ↪ace twierdzenie.

Twierdzenie A.7. Niech f(t, y1, ..., yn, ) b ↪edzie ci ↪ag la i ma ci ↪ag le po-
chodne ∂f/∂t, ∂f/∂yi, ∂

2f/∂yi∂yj, i, j = 1, ..., n. Wówczas proces sto-
chastyczny f(t, x1(t), ..., xn(t)) ma różniczk ↪e stochastyczn ↪a postaci

df(t, x1(t), . . . , xn(t))=

=

[
∂f

∂t
(t, x1(t), . . . , xn(t))+

n∑
i=1

∂f

∂yi
(t, x1(t), . . . , xn(t))+

+
1

2

n∑
i=1

n∑
j=1

∂2f

∂yi∂yj
(t, x1(t), . . . , xn(t))

r∑
k=1

σik(t, ω)σjk(t, ω)

]
dt+

+
n∑
i=1

r∑
k=1

∂f

∂yi
(t, x1(t), ..., xn(t))σik(t, ω)dξk.

(A.2.19)



191

W szczególnym przypadku, gdy r = n i funkcja f(x(t), t) jest form ↪a
kwadratow ↪a

f(x(t), t) = xT (t)H(t)x(t), (A.2.20)

gdzie H(t) jest macierz ↪a deterministyczn ↪a, x(t) jest procesem dyfuzyjnym
o różniczce

dx(t) = a(t)dt+ σ(t)dξ(t), (A.2.21)

wówczas

d(xT (t)H(t)x(t)) =
[
xT (t)H(t)a(t) + aT (t)H(t)x(t)+

+ xT (t)
dH(t)

dt
x(t) + tr(σ(t)σT (t)H(t))

]
dt+

+ [xT (t)H(t)σ(t) + σT (t)H(t)x(t)]dξ(t),

(A.2.22)

gdzie tr(A) oznacza ślad macierzy A, tj. jeśli A=[aij], i, j=1, . . . , n, to

tr(A) =
n∑
i=1

aii. (A.2.23)

Jeśli za lożymy, że H(t) jest macierz ↪a jednostkow ↪a, niezależn ↪a od t,
czyli H(t) = I, wówczas zachodzi

d(|x(t)|2)=

[
xTa(t)+aT (t)x(t)+

r∑
i=1

σ2
ii(t)

]
dt+

+[xTσ(t) + σT (t)x(t)]dξ(t).

(A.2.24)

A.2.4. Stochastyczne równania różniczkowe Itô i Stratonowicza
dla procesów dyfuzyjnych

Rozważmy wektorowe, stochastyczne równanie różniczkowe Itô

dx(t) = F(t,x)dt+
M∑
k=1

Gk(t,x)dwk(t), x(t0) = x0, (A.2.25)

gdzie F,Gk : [0, T ]×Rn → Rn s ↪a nieliniowymi, deterministycznymi funk-
cjami wektorowymi F=[F1, . . . , Fn]T , Gk=[σik], i=1, . . . , n, k=1, . . . ,M ,
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natomiast wk s ↪a standardowymi, niezależnymi procesami Wienera, mie-
rzalnymi wzgl ↪edem niemalej ↪acej rodziny σ-cia l =t, t ∈ [0, T ].

Oznaczmy przez (CT ,BT ) przestrzeń mierzaln ↪a funkcji (x(t), t∈ [0, T ])
ci ↪ag lych na [0, T ] z σ-cia lem BT = σ(x : x(s), s ≤ T ). Oznaczmy ana-
logicznie Bt = σ(x : x(s), s ≤ t). Niech Fi(t,x) oraz σik(t,x) b ↪ed ↪a nie-
antycypuj ↪acymi funkcjona lami, to znaczy Bt-mierzalnymi dla wszystkich
t∈ [0, T ].

Definicja A.23. Proces stochastyczny x(t), t ∈ [0, T ], ci ↪ag ly z prawdopo-
dobieństwem 1, jest nazywany silnym rozwi ↪azaniem lub po prostu rozwi ↪a-
zaniem stochastycznego równania różniczkowego (A.2.25) z F0-mierzalnym
warunkiem pocz ↪atkowym x(t0) = x0, jeśli dla wszystkich t∈ [0, T ], wek-
torowe zmienne losowe x(t) s ↪a Ft-mierzalne, przy czym

P

{∫ T

0

|F(t,x)|dt <∞
}

= 1, (A.2.26)

P

{
M∑
k=1

∫ T

0

|Gk(t,x)|2dt <∞

}
= 1, (A.2.27)

(|.| jest norm ↪a Euklidesa) oraz z prawdopodobieństwem 1 dla t ∈ [0, T ]
mamy

x(t) = x0 +

∫ t

0

F(s,x)ds+

∫ t

0

M∑
k=1

Gk(s,x)dwk(s). (A.2.28)

DefinicjaA.24. Mówimy, że stochastyczne równanie różniczkowe (A.2.25)
ma jednoznacznie silne rozwi ↪azanie, jeśli dla dowolnych jego silnych roz-
wi ↪azań x(t), x̃(t), t ∈ [0, T ] zachodzi zależność

P

{
sup
t∈[0,T ]

|x(t)− x̃(t)| > 0

}
= 0. (A.2.29)

Podamy teraz najprostsze twierdzenie o istnieniu i jednoznaczności
rozwi ↪azań.

Twierdzenie A.8. Niech wspó lrz ↪edne wektorów F(x, t) oraz Gk(x, t),
k = 1, ...,M b ↪ed ↪a nieantycypuj ↪acymi funkcjona lami, x ∈ CT , t ∈ [0, 1],
spe lniaj ↪acymi warunek Lipschitza

|Fi(t,x)− Fi(t,y)|2 + |σik(t,x)− σik(t,y)|2

≤ L1

∫ t

0

|x(s)− y(s)|2dK(s) + L2|x(t)− y(t)|2
(A.2.30)
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oraz warunek wzrostu

F 2
i (t,x)+(σik)

2(t,x) ≤ L1

∫ t

0

(1+|x(s)|2)dK(s)+L2(1+(x(t))2, (A.2.31)

dla wszystkich i= 1, . . . , n, k= 1, . . . ,M , gdzie L1> 0 oraz L2> 0 s ↪a sta-
 lymi, K(s) jest funkcj ↪a niemalej ↪ac ↪a, prawostronnie ci ↪ag l ↪a, 0≤K(s)≤ 1,
x,y ∈ CT . Niech warunek pocz ↪atkowy x0 = x0(ω) b ↪edzie F0-mierzaln ↪a,
wektorow ↪a zmienn ↪a losow ↪a, tak ↪a że

P{
n∑
i=1

|x0i| <∞} = 1. (A.2.32)

Wówczas równanie (A.2.25) ma jednoznaczne silne rozwi ↪azanie x(t), mie-
rzalne wzgl ↪edem Ft, t ∈ [0, 1].

Jeśli za lożymy, że istnieje pewna funkcja V (t,x) maj ↪aca ci ↪ag le i ogra-
niczone pochodne pierwszego rz ↪edu wzgl ↪edem t oraz drugiego rz ↪edu wzgl ↪e-
dem wspó lrz ↪ednych wektora x, dla t ∈ [0, T ] i x ∈ Rn, co oznaczamy przez
V ∈ C2, wówczas z twierdzenia A.7 wynika, że

V (t,x(t))−V (s,x(s))=

=

∫ t

s

L(V (u,x(u))du+

∫ t

s

M∑
k=1

∂V

∂x
Gk(u,x(u))dwk(u),

(A.2.33)

gdzie operator L(.) jest określony w zależności od definicji ca lki stocha-
stycznej, wyst ↪epuj ↪acej po prawej stronie równania (A.2.28). Jeśli jest to
ca lka stochastyczna Itô, wówczas stochastyczne równanie (A.2.25) jest
nazywane stochastycznym równaniem Itô, jeśli zaś ca lk ↪e stochastyczn ↪a
uważamy za ca lk ↪e Stratonowicza, to równanie (A.2.25) jest nazywane
stochastycznym równaniem Stratonowicza. Dla uproszczenia równania te
b ↪edziemy nazywać odpowiednio równaniem Itô lub równaniem Stratono-
wicza. Podobna odpowiedniość nazw zostaje zachowana dla różniczek dIξk
i dSξk oraz dla operatorów LI i LS.

Z równań (A.2.17), (A.2.28) oraz (A.2.33) wynika, że operatory Itô
oraz Stratonowicza s ↪a zdefiniowane nast ↪epuj ↪aco

LI(.) =
∂

∂t
+ FT (t,x)

∂

∂x
+

1

2

M∑
k=1

〈
∂

∂x
, Gk(t,x)

〉2

, (A.2.34)
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LS(.) =
∂

∂t
+

(
F(t,x)

∂

∂x
+

1

2

M∑
k=1

∂Gk(t,x)

∂x
Gk(t,x)

)T

∂

∂x
+

+
1

2

M∑
k=1

〈
∂

∂x
, Gk(t,x)

〉2

.

(A.2.35)

gdzie 〈x,y〉 oznacza iloczyn skalarny wektorów x i y.

Stochastyczne równanie różniczkowe (A.2.25), rozumiane ,,w sensie
Stratonowicza”, jest równoważne nast ↪epuj ↪acemu równaniu Itô

dx =

[
F(t,x)+

1

2

M∑
k=1

∂Gk(t,x)

∂x
Gk(t,x)

]
dt+

M∑
k=1

Gk(t,x)dwk(t). (A.2.36)

To oznacza, że wszystkie uzyskane wyniki dla równań Itô można wy-
korzystać przy analizie równań Stratonowicza. Należy podkreślić, że gdy
funkcje Gk nie zależ ↪a od wektora x, wówczas równania Itô i Stratonowicza
s ↪a identyczne.

Z uwagi na to, że w ksi ↪ażce najcz ↪eściej korzystamy z równań Itô, dla
uproszczenia zapisu przyjmiemy oznaczenie LI(.) = L(.).

Ponieważ liniowe uk lady s ↪a szczególnie ważne w modelowaniu uk ladów
dynamicznych, podamy twierdzenie o istnieniu silnych rozwi ↪azań linio-
wego, wektorowego, stochastycznego równania różniczkowego.

Twierdzenie A.9. Niech elementy funkcji wektorowej

A0(t) = [a1
0(t), ..., an0 (t)]T

oraz macierzy

A = [aij], Gk = [σik0], i, j = 1, ..., n, k = 1, ...,M

b ↪ed ↪a funkcjami mierzalnymi (deterministyczymi) zmiennej t ∈ [0, 1], spe l-
niaj ↪acymi warunki∫ 1

0

|ai0(t)|dt <∞,
∫ 1

0

|aij(t)|dt <∞,
∫ 1

0

|(σik0)2(t)|dt <∞. (A.2.37)

Wówczas wektorowe, stochastyczne równanie różniczkowe

dx = [A0(t) + A(t)x(t)]dt+
M∑
k=1

Gk0(t) dξk(t), x(t0) = x0, (A.2.38)
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gdzie ξk(t) s ↪a niezależnymi procesami Wienera mierzalnymi wzgl ↪edem Ft,
t ∈ [0, 1], ma jednoznaczne silne rozwi ↪azanie, określone wzorem ca lkowym

x(t)=Φ(t, 0)

[
x(t0)+

∫ t

0

Φ−1(s, 0)A0(s)ds+

+

∫ t

0

M∑
k=1

Φ−1(s, 0)Gk0(s)dξk(s)

]
,

(A.2.39)

gdzie Φ(t, 0) jest macierz ↪a fundamentaln ↪a o wymiarach n× n

Φ(t, 0) = I +

∫ t

0

A(s)Φ(s, 0)ds, (A.2.40)

natomiast I jest macierz ↪a jednostkow ↪a o wymiarach n× n.

Rozwi ↪azanie (A.2.39) może być rozszerzone dla dowolnego t ∈ [0, T ]
przy za lożeniu, że elementy wektora A0 oraz macierzy A,Gk s ↪a funkcjami
mierzalnymi i ograniczonymi dla t ∈ [0, T ].

Interpetacja fizykalna równania Stratonowicza

Równania różniczkowe ze stochastycznymi parametrami s ↪a cz ↪esto uży-
wane w modelowaniu rzeczywistych procesów, np. fizycznych, chemicz-
nych, biologicznych, technicznych lub ekonomicznych. Przyk ladem takiego
równania jest skalarne równanie Langevina

dx(t)

dt
= F (t, x(t)) +G(t, x(t))ẇ(t), (A.2.41)

gdzie F (t, x) oraz G(t, x) s ↪a nieliniowymi, skalarnymi funkcjami, a ẇ(t)
jest gaussowskim bia lym szumem.

Z uwagi na fakt, że bia ly szum jest abstrakcj ↪a i w realnym świecie mog ↪a
dzia lać jedynie szumy kolorowe lub niestacjonarne, pojawia si ↪e nast ↪epu-
j ↪acy problem. Rozważmy rodzin ↪e równań różniczkowych (A.2.41), gdzie
proces ẇ(t) jest zast ↪apiony ci ↪agiem stacjonarnych procesów gaussowskich
szerokopasmowych (procesów, których g ↪estość widmowa mocy procesu ma
,,szeroki nośnik”) {ηn(t)}, n = 1, 2, .... Za lóżmy, że ci ↪ag {ηn(t)} zbiega
w pewnym sensie do gaussowskiego bia lego szumu. Dla przyk ladu, ze
wzrostem n wzrasta d lugość pasma (wielkość nośnika) g ↪estości widmowej
mocy procesu {ηn(t)}. Za lóżmy, że dla każdego n proces ηn(t) ma regu-
larne realizacje. Wówczas odpowiedni ci ↪ag {xn(t)} jest rozwi ↪azaniem tej
rodziny równań różniczkowych

dxn(t)

dt
= F (t, xn(t)) +G(t, xn(t))ηn(t). (A.2.42)
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Przypuśćmy, że ci ↪ag {xn(t)} zbiega do pewnego procesu x̃(t). Wówczas
pojawiaj ↪a si ↪e dwa pytania: czym jest proces x̃(t) i jaki jest jego zwi ↪azek
z procesem x(t), b ↪ed ↪acym rozwi ↪azaniem odpowiedniego równania Itô

dx(t) = F (t, x(t))dt+G(t, x(t))dIw(t). (A.2.43)

Wong oraz Zakai wykazali, że ci ↪ag rozwi ↪azań {xn(t)} zbiega do rozwi ↪aza-
nia odpowiedniego równania Stratonowicza

dx(t) = F (t, x(t))dt+G(t, x(t))dSw(t) (A.2.44)

lub równoważnego równania Itô

dx(t)=

[
F (t, x(t))+

1

2

∂G

∂x
(t, x(t))G(t, x(t))

]
dt+G(t, x(t))dw(t). (A.2.45)

Ten ważny wynik zosta l uogólniony przez Papanicolau i Kohlera dla przy-
padku wielowymiarowego.

A.3. Równania momentów w liniowych,
stochastycznych uk ladach dynamicznych

Wyznaczanie momentów rozwi ↪azań (odpowiedzi uk ladu) w dynamicz-
nych uk ladach stochastycznych jest jednym z podstawowych problemów
stochastycznej analizy. W tym rozdziale omówimy podstawowe metody
rozwi ↪azywania liniowych, stochastycznych równań różniczkowych oraz me-
tody wyznaczania ich momentów.

A.3.1. Uk lady liniowe z addytywnymi wymuszeniami

Rozważmy liniowe, wektorowe, stochastyczne równanie różniczkowe
z addytywnymi wymuszeniami

dx(t) = [A0(t) + A(t)x(t)]dt+
M∑
k=1

Gk0(t)dwk(t), x(t0) = x0, (A.3.1)

gdzie:
x(t) = [x1(t), ..., xn(t)]T ,

A0(t) = [a1
0(t), ..., an0 (t)]T ,

A(t) = [aij(t)],
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Gk0(t) = [σ1
k0(t), ..., σnk0(t)]T s ↪a n-wymiarowymi wektorami,

wk(t) s ↪a niezależnymi standardowymi procesami Wienera, i, j = 1,...,n,
k = 1, ...,M ,

warunek pocz ↪atkowy x0 jest wektorow ↪a zmienn ↪a losow ↪a, niezależn ↪a od
wk(t), k = 1, ...,M oraz ν(t,v),

ai0, aij i σik0, s ↪a ograniczonymi, mierzalnymi, deterministycznymi funk-
cjami zmiennej t ∈ R+.

Wówczas rozwi ↪azanie (silne) jest określone zależności ↪a

x(t)=Ψ(t,t0)x(t0)+

∫ t

t0

Ψ(t,s)A0(s)ds+

∫ t

t0

Ψ(t,s)
M∑
k=1

Gk0(s)dwk(s), (A.3.2)

gdzie Ψ(t, t0) jest (n × n)-wymiarow ↪a macierz ↪a fundamentaln ↪a równania
jednorodnego

dx(t)

dt
= A(t)x(t), x(t0) = x0. (A.3.3)

W szczególności, gdy A jest macierz ↪a sta l ↪a, wówczas

Ψ(t, t0) = Ψ(t− t0) = exp {A(t− t0)} =
∞∑
l=0

1

l!
Al(t− t0)l (A.3.4)

i zależność (A.3.2) upraszcza si ↪e do postaci

x(t) = exp {A(t− t0)}x0 +

∫ t

t0

exp {A(t− s)}A0(s)ds+

+

∫ t

t0

exp {A(t− s)}
M∑
k=1

Gk0(s)dξ(s).

(A.3.5)

Korzystaj ↪ac z formu ly Itô i operacji uśredniania, otrzymamy równania
dla wartości średnich oraz momentów drugiego rz ↪edu

dm(t)

dt
= A0(t) + A(t)m(t), m(t0) = m0, (A.3.6)

dΓ(t)

dt
= m(t)AT

0 (t) + A0(t)mT (t) + Γ(t)AT (t) + A(t)Γ(t),

+
M∑
k=1

Gk0(t)GT
k0(t) Γ(t0)=Γ0, (A.3.7)

gdzie
m(t) = E[x(t)], Γ(t) = E[x(t)xT (t)],

m0 = E[x(t0)], Γ0 = E[x(t0)xT (t0)].
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A.3.2. Uk lady liniowe z addytywnymi i parametrycznymi
wymuszeniami

Zaczniemy od rozwi ↪azania dwóch prostych przyk ladów skalarnych, li-
niowych, stochastycznych równań różniczkowych.

Przypadek jednorodny. Rozważmy liniowe, skalarne, jednorodne, sto-
chastyczne równanie Itô

dx(t) = a(t)x(t)dt+ σ(t)x(t)dw(t), x(t0) = x0, (A.3.8)

gdzie t ∈ [t0,∞), a(t) i σ(t) s ↪a pewnymi nieliniowymi funkcjami zmiennej
t, warunek pocz ↪atkowy x0 jest zmienn ↪a losow ↪a niezależn ↪a od standardo-
wego procesu Wienera w(t).

Korzystaj ↪ac z formu ly Itô, można wykazać, że rozwi ↪azanie równania
(A.3.8) jest procesem stochastycznym

x(t) = ψ(t, t0)x0, (A.3.9)

gdzie

ψ(t, t0) = exp

{∫ t

t0

[
a(s)− σ2(s)

2

]
ds+

∫ t

t0

σ(s)dw(s)

}
, (A.3.10)

którego p-ty moment ma postać

E[xp(t)]=E[xp0] exp

{
p

∫ t

t0

[
a(s)−σ

2(s)

2

]
ds+

p2

2

∫ t

t0

σ2(s)ds

}
. (A.3.11)

Przypadek niejednorodny. Rozważmy liniowe, skalarne, niejednorod-
ne, stochastyczne równanie Itô

dx(t) = [a(t)x(t)+b(t)]dt+[σ(t)x(t)+q(t)]dw(t), x(t0) = x0, (A.3.12)

gdzie t ∈ [t0,∞), b(t) i q(t) s ↪a pewnymi nieliniowymi funkcjami czasu,
wszystkie pozosta le oznaczenia s ↪a takie same, jak w równaniu (A.3.8).

Wprowadźmy now ↪a zmienn ↪a

z(t) = x(t)[ψ(t, t0)]−1, (A.3.13)

gdzie ψ(t, t0) zosta lo określone zależności ↪a (A.3.10). Korzystaj ↪ac z formu ly
Itô, otrzymamy równanie dla procesu z(t)

dz(t) = {[b(t)− q(t)σ(t)]dt+ q(t)dξ(t)}[ψ(t, t0)]−1. (A.3.14)
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Ca lkuj ↪ac równanie (A.3.14) i wprowadzaj ↪ac transformat ↪e odwrotn ↪a do
(A.3.13), otrzymamy rozwi ↪azanie

x(t) = ψ(t, t0){x(t0) +

∫ t

t0

[ψ(s, t0)]−1[b(s)− q(s)σ(s)]ds+

+

∫ t

t0

[ψ(s, t0)]−1q(s)dw(s)}.
(A.3.15)

W odróżnieniu od przypadku jednorodnego, wygodniej jest znaleźć
równanie różniczkowe dla p-tego momentu zamiast uśredniać p-t ↪a pot ↪eg ↪e
(p > 0) wyrażenia (A.3.15). Dlatego, stosuj ↪ac ponownie formu l ↪e Itô do
funkcji xp dla p > 0 z wykorzystaniem równania (A.3.12), a nast ↪epnie
uśredniaj ↪ac otrzymane równanie, znajdujemy

dE[xp(t)]

dt
=E[xp(t)]

[
pa(t) +

p(p−1)

2
σ2(t)

]
+E[xp−1(t)][pb(t)+

+p(p−1)q(t)σ(t)]+E[xp−2(t)]
p(p−1)

2
q2(t), E[xp(t0)]=E[xp0].

(A.3.16)

Niestety, w ogólnym przypadku liniowego, wektorowego, stochastycz-
nego równania różniczkowego z parametrycznymi wymuszeniami (wspó l-
czynniki przy szumach s ↪a zależne od wektora stanu) nie można znaleźć
rozwi ↪azania w postaci analitycznej. Taka możliwość istnieje jedynie dla
liniowego, wektorowego, stochastycznego równania różniczkowego z addy-
tywnymi wymuszeniami (wspó lczynniki przy szumach s ↪a niezależne od
wektora stanu). W przypadku wektorowym b ↪edziemy rozważać równania
momentów pierwszego i drugiego rz ↪edu.

Rozważmy liniowe, wektorowe, stochastyczne równanie Itô z wymusze-
niami addytywnymi i parametrycznymi

dx(t) = [A0(t) + A(t)x(t)]dt+
M∑
k=1

[Gk0(t) + Gk(t)x(t)]dwk(t),

x(t0) = x0,

(A.3.17)

gdzie:
x(t) = [x1(t), ..., xn(t)]T ,
A0(t) = [a1

0(t), ..., an0 (t)]T ,
Gk0(t) = [σ1

k0(t), ..., σnk0(t)]T s ↪a n-wymiarowymi wektorami,
A(t) = [aij(t)], i, j = 1, ..., n,
Gk(t) = [σikj(t)] s ↪a (n× n)-wymiarowymi macierzami,
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wk(t), k = 1, ...,M s ↪a niezależnymi, standardowymi procesami Wie-
nera,
warunek pocz ↪atkowy x0 jest wektorow ↪a zmienn ↪a losow ↪a,
ai0, aij, σ

i
k0 s ↪a ograniczonymi, mierzalnymi, deterministycznymi funk-

cjami zmiennej t ∈ [0,∞).

Dla uproszczenia za lóżmy, że warunek pocz ↪atkowy x0 = [x01, ..., x0n]T

jest wektorow ↪a zmienn ↪a losow ↪a, niezależn ↪a od wk(t). Korzystaj ↪ac z formu-
 ly Itô i operacji uśredniania, otrzymamy równania dla wartości średnich
oraz momentów drugiego rz ↪edu

dm(t)

dt
= A0(t) + A(t)m(t), m(t0) = m0, (A.3.18)

dΓ(t)

dt
= m(t)AT

0 (t) + A0(t)mT (t) + Γ(t)AT (t) + A(t)Γ(t)+

+
M∑
k=1

[Gk0(t)GT
k0(t) + Gk(t)m(t)Gk0(t)+Gk0(t)mT (t)GT

k (t)+

+ Gk(t)Γ(t)GT
k (t)], Γ(t0) = Γ0,

(A.3.19)

gdzie m(t)=E[x(t)], Γ(t)=E[x(t)xT(t)], m0 =E[x(t0)], Γ0 =E[x(t0)xT (t0)].

Równania (A.3.18) i (A.3.19) dla wspó lrz ↪ednych maj ↪a postać

dmi(t)

dt
= ai0(t) +

n∑
j=1

aij(t)mj(t), mi(t0) = mi0, (A.3.20)

dΓij(t)

dt
= ai0(t)mj(t)+ aj0(t)mi(t)+

n∑
l=1

[ail(t)Γlj(t)+ajl(t)Γli(t)]+

+
M∑
k=1

σik0(t)σ
j
k0(t) +

M∑
k=1

n∑
α=1

[σikα(t)σ
j
k0(t)mα(t) +σjkα(t)σ

i
k0(t)mα(t)]+

+
M∑
k=1

n∑
α=1

n∑
β=1

σikα(t)σjkα(t)Γαβ(t), Γij(t0) = Γij0, i, j = 1, . . . , n,

(A.3.21)

gdzie

mi(t)=E[xi(t)],Γij(t)=E[xi(t)xj(t)],mi0 =E[xi(t0)],Γij0 =E[xi(t0)xj(t0)].

Otrzymane równania momentów maj ↪a zamkni ↪et ↪a postać, to znaczy po
prawej stronie równań nie ma momentów wyższych rz ↪edów niż po lewej
stronie, a ponadto momenty drugiego rz ↪edu zależ ↪a jedynie od zmiennej t.
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A.4. Metody dyskretyzacji stochastycznych równań
różniczkowych

Z uwagi na to, że tylko dla nielicznych stochastycznych równań różnicz-
kowych znane s ↪a rozwi ↪azania analityczne, powsta la konieczność opracowa-
nia metod wyznaczania przybliżonych rozwi ↪azań równań, w szczególności
metod numerycznych. Podstawowa idea tych metod polega na zast ↪apieniu
stochastycznego równania różniczkowego jego dyskretn ↪a reprezentacj ↪a, to
jest pewnym równaniem różnicowym. W szczególnym przypadku metoda
polega na zast ↪apieniu skalarnego równania stochastycznego Itô

dx(t) = F (x(t), t)dt+
M∑
k=1

Gk(x(t), t)dwk(t), x(t0) = x0 (A.4.1)

odpowiednim równaniem różnicowym

xi+1 = xi + Fi∆ti +
M∑
k=1

Gki∆wki , i = 0, 1, ... (A.4.2)

W przypadku skalarnego, stochastycznego równania różniczkowego Stra-
tonowicza

dx(t) = F (x(t), t)dt+
M∑
k=1

Gk(x(t), t)dw∗k(t), x(t0) = x0, (A.4.3)

jego dyskretno-czasowa reprezentacja ma postać

xi+1 = xi +

[
Fi +

1

2

M∑
k=1

(
∂Gk

∂x

)
i

Gki

]
∆ti +

M∑
k=1

Gki∆wki , i = 0, 1, ...

(A.4.4)
gdzie dwk(t) i dw∗k(t), k = 1, 2, ..,M s ↪a różniczkami stochastycznymi w sen-
sie Itô i Stratonowicza standardowych procesów Wienera

xi = x(ti), Fi = F (x(ti), ti), Gi = G(x(ti), ti),

(
∂Gk

∂x

)
i

=
∂Gk(x(t), t)

∂x |x=xi
, ∆ti = ti+1 − ti,

t0 < t1 < ... < tN = T, ∆wki = w(ti+1)− w(ti), i = 0, 1, ...

(A.4.5)
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Dla celów estymacji prametrów modeli umieralności, opisanych wie-
lowymiarowymi stochastycznymi równaniami różniczkowymi z pojedyn-
czym procesem Wienera, wygodnie jest korzystać jedynie z dwóch naj-
prostszych metod dyskretyzacji, tj. metody Milsteina i metody Eulera.

Metoda Milsteina

xji+1 =xji+F
j
i ∆t+Gj

i∆w+
1

2

(
n∑
l=1

Gl
i

∂Gj
i

∂xl

){
(∆w)2−∆

}
, j=1,. . . ,n, i=0, 1, ...

Metoda Eulera

xji+1 = xji + F j
i ∆t+Gj

i∆w, j = 1, ...n, i = 0, 1, ...,

gdzie x = [x1, ..., xn]T jest wektorem stanu, wspó lrz ↪edne wektorów dryftu
i dyfuzji F = [F 1, ..., F n]T , G = [G1, ..., Gn]T s ↪a nieliniowymi funkcjami
wektora stanu.



Dodatek B

Elementy algebry zmodyfikowanych
liczb rozmytych i zespolonych

B.1. Zmodyfikowane liczby rozmyte

Konstrukcja algebry zmodyfikowanych liczb rozmytych MFN jest taka
sama, jak konstrukcja algebry skierowanych liczb rozmytych OFN, zapro-
ponowana przez Kosińskiego z zespo lem [61], [62].

Liczb ↪e rozmyt ↪a przedstawiamy w postaci pary funkcji ci ↪ag lych (fA, gA).
Różnica polega na odmiennej definicji mnożenia elementów. O ile w al-
gebrze OFN mnożenie zosta lo zdefiniowane jako mnożenie przez siebie
poprzedników i nast ↪epników

~A⊗ ~B = (fAfB, gAgB),

dla ~A = (fA, gA), ~B = (fB, gB), o tyle w algebrze MFN zdefiniujemy
mnożenie elementów Ǎ = (fA, gA) i B̌ = (fB, gB) w postaci

Ǎ� B̌ =

(
1

2
(fAfB + gAgB),

1

2
(fAgB + gAfB)

)
.

Definicja B.1. Zmodyfikowan ↪a liczb ↪a rozmyt ↪a Ǎ nazwiemy każd ↪a upo-
rz ↪adkowan ↪a par ↪e funkcji ci ↪ag lych

Ǎ = (f, g),

gdzie f, g : [0, 1] → R spe lniaj ↪a aksjomaty (i)–(iii), określaj ↪ace równość,
sum ↪e i iloczyn zmodyfikowanych liczb rozmytych,
(i) Zmodyfikowane liczby rozmyte Ǎ = (fA, gA) oraz B̌ = (fB, gB) uwa-

żamy za równe wtedy i tylko wtedy, gdy fA(u) = fB(u) oraz gA(u) =
gB(u), dla każdego u ∈ [0, 1].

(ii) Sum ↪a zmodyfikowanych liczb rozmytych Ǎ=(fA,gA) oraz B̌=(fB,gB)
nazywamy zmodyfikowan ↪a liczb ↪e rozmyt ↪a Ǎ⊕ B̌, pisz ↪ac

Ǎ⊕ B̌ = (fA, gA)⊕ (fB, gB) = (fA + fB, gA + gB). (B.1.1)
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(iii) Iloczynem zmodyfikowanych liczb rozmytych Ǎ = (fA, gA) oraz B̌ =
(fB, gB) nazywamy zmodyfikowan ↪a liczb ↪e rozmyt ↪a Ǎ� B̃, pisz ↪ac

Ǎ� B̌=(fA, gA)� (fB, gB)=

=

(
1

2
(fAfB+gAgB),

1

2
(fAgB+gAfB)

)
.

(B.1.2)

Definicja B.2. Liczba Č = (fC , gC) jest wynikiem mnożenia zmodyfiko-
wanej liczby rozmytej Ǎ = (fA, gA) przez skalar d, co zapisujemy symbo-
licznie Č = dÃ, jeśli

fC(u) = dfA(u), gC(u) = dgA(u).

Definicja B.1 określa iloczyn zmodyfikowanych liczb rozmytych w alge-
brze MFN. W algebrze CFN (Complex-Valued Fuzzy Numbers) definiujemy
mnożenie w postaci

A�B = (fA, gA)� (fB, gB) = (fAfB − gAgB, fAgB + gAfB). (B.1.3)

Rozważmy zatem algebr ↪e oznaczon ↪a dalej symbolem GFN, która uogólnia
mnożenie elementów poprzez wprowadzenie wspó lczynników liczbowych
α, β, γ, δ ∈ R. Definicj ↪e mnożenia w algebrze GFN zapiszemy wzorem

(fA, gA)� (fB, gB)=(αfAfB+βgAgB, γfAgB+δgAfB). (B.1.4)

W przypadku szczególnym, gdy przyjmiemy

α = β = γ = δ =
1

2
, (B.1.5)

otrzymamy (B.1.2), natomiast dla

α = γ = δ = 1, β = −1 (B.1.6)

otrzymamy (B.1.3).

Przyk lad B.1. Niech Ǎ = (fA, gA) oraz B̌ = (fB, gB), gdzie

fA(u) = a− sA(1− u), gA(u) = a+ sA(1− u), u ∈ [0, 1],

fB(u) = b− sB(1− u), gB(u) = b+ sB(1− u), u ∈ [0, 1].
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Możemy zapisać

(fA, gA)⊕ (fB, gB) = (fA(u) + fB(u), gA(u) + gB(u)),

gdzie dla u ∈ [0, 1] zachodzi

fA(u) + fB(u) = a+ b− (sA + sB)(1− u),

gA(u) + gB(u) = a+ b+ (sA + sB)(1− u).

Z kolei efekt mnożenia algebraicznego dla Ǎ, B̌ ∈ MFN przyjmuje postać

(Ǎ� B̌)(u) = (ab+ sAsB(1− u)2, ab− sAsB(1− u)2),

natomiast dla A,B ∈ CFN mamy

(A�B)(u) = (−2(asB + bsA)(1− u), 2ab− 2sAsB(1− u)2).

Istotnym zagadnieniem w każdej algebrze jest określenie elementu ze-
rowego oraz jedności.

W algebrze skierowanych liczb rozmytych OFN element zerowy ma
postać ~O = (0, 0), gdzie 0(u) = 0 dla każdego u ∈ [0, 1], natomiast element

jednostkowy musi mieć postać ~I = (1, 1), aby dla każdego ~A zachodzi lo

~A⊗~I = ~I⊗ ~A.

Znajdziemy najpierw ogóln ↪a postać elementu zerowego (fO, gO) w al-
gebrze CFN. Zgodnie z definicj ↪a elementu zerowego, dla (fA, fB) ∈ CFN
powinno być

(fA, fB)⊕ (fO, gO) = (fA, fB). (B.1.7)

Mamy
(fA, gA)⊕ (fO, gO) = (fA + fO, gA + gO).

Z (B.1.7) wynika równość

(fA + fO, gA + gO) = (fA, gA),

st ↪ad

fA(u) + fO(u) = fA(u), gA(u) + gO(u) = gA(u), u ∈ [0, 1].

Otrzymujemy fO(u) = 0, gO(u) = 0 dla u ∈ [0, 1], czyli element zerowy
ma postać (0, 0).
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W analogiczny sposób znajdziemy ogóln ↪a postać jedynki (fI, gI) w alge-
brze CFN, w której mnożenie jest określone wzorem (B.1.4). Dla każdego
(fA, fB) ∈ CFN powinien być spe lniony warunek

(fA, fB)� (fI, gI) = (fI, gI)� (fA, fB) = (fA, fB). (B.1.8)

Mamy

(fA, fB)� (fI, gI) = (αfAfI + βgAgI, γfAgI + δgAfI).

Z (B.1.8) wynika, że powinna zachodzić równość

(αfAfI + βgAgI, γfAgI + δgAfI) = (fA, gA),

czyli dla każdego u ∈ [0, 1] mamy

αfA(u)fI(u) + βgA(u)gI(u) = fA(u)

oraz
γfA(u)gI(u) + δgA(u)fI(u) = gA(u).

Równości te możemy zapisać w postaci macierzowej[
αfA(u) βgA(u)
δgA(u) γfA(u)

] [
fI(u)
gI(u)

]
=

[
fA(u)
gA(u)

]
. (B.1.9)

Oznaczmy przez G(u) macierz z lewej strony (B.1.9), czyli

G(u) =

[
αfA(u) βgA(u)
δgA(u) γfA(u)

]
. (B.1.10)

Zajmiemy si ↪e odwracalności ↪a macierzy G(u) dla u ∈ [0, 1]. Warunkiem
odwracalności jest

det [G(u)] 6= 0.

Mamy
det [G(u)] = αγf 2

A(u)− βδg2
A(u).

Zatem dla αγf 2
A(u) 6= βδg2

A(u) macierz G(u) można odwrócić.

Dla algebry MFN otrzymujemy na podstawie (B.1.6) αγ = 1
4
, βδ = 1

4
,

czyli wyznacznik przyjmuje postać

det [G(u)] =
1

4
(f 2
A(u)− g2

A(u)).
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W przypadku algebry CFN mamy αγ = 1, βδ = −1 i wyznacznik wyraża
si ↪e wzorem

det [G(u)] = f 2
A(u) + g2

A(u).

Znajdziemy macierz D(u) dope lnień algebraicznych macierzy (B.1.10).
Mamy

D(u) =

[
γfA(u) −δgA(u)
−βgA(u) αfA(u)

]
,

co po traspozycji daje macierz DT (u)

DT (u) =

[
γfA(u) βgA(u)
−δgA(u) αfA(u)

]
.

Tym samym macierz odwrotna G−1(u) jest postaci

G−1(u) =
1

det [G(u)]

[
γfA(u) −βgA(u)
−δgA(u) αfA(u)

]
=

=


γfA(u)

αγf2A(u)−βδg2A(u)
− βgA(u)

αγf2A(u)−βδg2A(u)

− δgA(u)

αγf2A(u)−βδg2A(u)

αfA(u)

αγf2A(u)−βδg2A(u)

.
Równanie macierzowe (B.1.9) może być teraz zapisane jako

G(u)

[
fI(u)
gI(u)

]
=

[
fA(u)
gA(u)

]
, (B.1.11)

a po lewostronnym przemnożeniu (B.1.11) przez G−1(u) dostajemy

[
fI(u)
gI(u)

]
= G−1(u)

[
fA(u)
gA(u)

]
=


γfA(u)

αγf2A(u)−βδg2A(u)
− βgA(u)

αγf2A(u)−βδg2A(u)

− δgA(u)

αγf2A(u)−βδg2A(u)

αfA(u)

αγf2A(u)−βδg2A(u)


fA(u)

gA(u)

=

=


γf2A(u)

αγf2A(u)−βδg2A(u)
− βg2A(u)

αγf2A(u)−βδg2A(u)

− δfA(u)gA(u)

αγf2A(u)−βδg2A(u)
+ αfA(u)gA(u)

αγf2A(u)−βδg2A(u)

.
Zauważmy, że w przypadku algebry CFN prawa strona redukuje si ↪e do

f2A(u)

f2A(u)+g2A(u)
+

g2A(u)

f2A(u)+g2A(u)

− fA(u)gA(u)

f2A(u)+g2A(u)
+ fA(u)gA(u)

f2A(u)+g2A(u)

 =

1

0

,
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natomiast w przypadku algebry MFN mamy
1
2
f2A(u)

1
4

(f2A(u)−g2A(u))
−

1
2
g2A(u)

1
4

(f2A(u)−g2A(u))

−
1
2
fA(u)gA(u)

1
4

(f2A(u)−g2A(u))
+

1
2
fA(u)gA(u)

1
4

(f2A(u)−g2A(u))

 =

2

0

.
Sprawdzimy, czy element I = (1, 0) jest jedności ↪a w algebrze CFN oraz

czy element Ǐ = (2, 0) jest jedności ↪a w algebrze MFN.

W przypadku CFN mamy

A� I = (fA, gA)� (1, 0) = (fA · 1− gA · 0, gA · 1 + fA · 0) = (fA, gA) = A

oraz

I� A = (1 · fA − 0 · gA, 1 · gA + 0 · fA) = (fA, gA) = A,

czyli element I = (1, 0) jest jedności ↪a w algebrze CFN.

Post ↪epuj ↪ac w analogiczny sposób w przypadku algebry MFN, mamy

Ǎ� Ǐ = (fA, gA)�(2, 0)=(
1

2
(fA ·2+gA ·0),

1

2
(gA ·2+fA ·0))=(fA, gA)= Ǎ

oraz

Ǐ�Ǎ = (2, 0)�(fA, gA)=(
1

2
(2·fA+0·gA),

1

2
(2·gA+0·fA))=(fA, gA)= Ǎ,

a wi ↪ec element Ǐ = (2, 0) jest jedności ↪a w algebrze MFN.

W algebrach OFN i CFN zupe lnie inaczej wygl ↪adaj ↪a elementy jednost-
kowe, a w konsekwencji odmienn ↪a postać maj ↪a elementy odwrotne do
każdego elementu niezerowego.

Dla algebry OFN element odwrotny do danego elementu ~A, czyli ele-
ment, dla którego

~A⊗ ~A−1 = ~A−1 ⊗ ~A = ~I,

wyraża si ↪e wzorem

~A−1 =

(
1

f
,

1

g

)
.

Wystarczy zatem, aby któryś z cz lonów f(u), g(u) dla pewnego u ∈ [0, 1]

by l zerowy, a wtedy nie istnieje element odwrotny do elementu ~A.
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W przypadku algebry CFN element zerowy i jednostkowy maj ↪a postać
odpowiednio O = (0, 0) oraz I = (1, 0), gdzie 0(u) = 0, I(u) = 1 dla
każdego u ∈ [0, 1]. Ponadto dla dowolnego A 6= (0, 0) zachodzi

A−1 =

(
f

f 2 + g2
,− g

f 2 + g2

)
, (B.1.12)

zatem

A� A−1 =

(
f 2

f 2 + g2
+

g2

f 2 + g2
,− fg

f 2 + g2
+

fg

f 2 + g2

)
= (1, 0) = I.

Jak widać tylko dla A = (0, 0) nie istnieje element odwrotny w alge-
brze CFN. Fakt ten jest ważny, gdyż stanowi podstawowe za lożenie twier-
dzenia Gelfanda–Mazura, które mówi, że każda zespolona algebra Banacha
z jedności ↪a, w której każdy niezerowy element jest odwracalny, jest izome-
trycznie izomorficzna z algebr ↪a liczb zespolonych. Oznacza to, że istnieje
odwzorowanie izmorficzne tych algebr na siebie i odleg lości pomi ↪edzy da-
nymi elementami s ↪a jednakowe, co stanowi treść poj ↪ecia ,,izometria”. Ten
ostatni fakt jest ważny także przy doborze odpowiedniej metryki, która
umożliwi wyznaczenie parametrów nowego modelu umieralności.

B.2. Liczby i funkcje zespolone

Zawartość tego paragrafu zosta la opracowana na podstawie rozdzia lu
VI pt. ,,Liczby zespolone. Kwaterniony” ksi ↪ażki W. Sierpińskiego [97],
a także na podstawie dwóch monografii S. Sakai [95] oraz W. Żelazko
[117].

Symbolem A oznaczana b ↪edzie dowolna algebra liniowa nad cia lem
liczb zespolonych. Kolejne oznaczenia sygnalizować b ↪ed ↪a nowe w lasności
algebry A.

Jeśli w algebrze A zostanie wprowadzona operacja zwana inwolucj ↪a,
oznaczana dalej symbolem ∗, to tak ↪a algebr ↪e nazywać b ↪edziemy ∗-algebr ↪a
Banacha. Jeśli norma w takiej ∗-algebrze Banacha spe lniać b ↪edzie warunek
narzucany na norm ↪e w postaci ‖A∗A‖ = ‖A‖2, to taka algebra nazywana
b ↪edzie algebr ↪a C∗. Tego rodzaju algebr Banacha może być wi ↪ecej, na-
tomiast interesować nas b ↪ed ↪a tylko niektóre z nich. Istotne znaczenie
ma przede wszystkim algebra C(T ), która jest algebr ↪a C

∗ o szczególnych
w lasnościach. Kolejne uszczegó lowienie algebr Banacha oznaczać b ↪edzie-
my symbolami Ai.
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B.2.1. Algebra Banacha C∗

Niech A b ↪edzie liniow ↪a algebr ↪a nad cia lem liczb zespolonych C. Ozna-
cza to, że każdemu elementowi A ∈ A przyporz ↪adkowana zosta la liczba
rzeczywista ‖A‖, zwana norm ↪a elementu A, spe lniaj ↪aca warunki

(1) ||A|| ≥ 0,

(2) ||A|| = 0, wtedy i tylko wtedy, gdy A = 0,

(3) ||A+B|| ≤ ||A||+ ||B||,
(4) ||αA|| = |α| · ||A||, α ∈ C,

(5) Przestrzeń A jest przestrzeni ↪a zupe ln ↪a w normie || · ||.
Definicja B.3. Odwzorowanie A→ A∗ algebry A w siebie nazywane jest
inwolucj ↪a, jeśli spe lnia warunki

(i) (A∗)∗ = A,

(ii) (A+B)∗ = A∗ +B∗,

(iii) (AB)∗ = B∗A∗,

(iv) (αA)∗ = αA∗, α ∈ C.
Algebra Banacha z inwolucj ↪a nazywana jest ∗-algebr ↪a Banacha.

Definicja B.4. Mówimy, że algebra Banacha A jest algebr ↪a C∗, jeśli
spe lnia warunek

||A∗A|| = ||A||2, dla każdego A ∈ A.

B.2.2. Algebra Banacha C(T )

Niech T b ↪edzie zwart ↪a przestrzeni ↪a Hausdorffa. Tak ↪a przestrzeni ↪a mo-
że być odcinek [0, 1] na prostej. Jest ni ↪a też iloczyn kartezjański n od-
cinków [0, 1]. Niech C(T ) oznacza algebr ↪e wszystkich ci ↪ag lych oraz ze-
spolonych funkcji w T .

Definicja B.5. Norma w przestrzeni Banacha C(T ) określana jest w po-
staci

||A|| = max
τ∈T
|A(τ)|,

natomiast inwolucja ∗ jest definiowana jako

A∗(τ) = Ā(τ), dla każdego τ ∈ T .

Ponieważ
(A∗A)(τ) = A∗(τ)A(τ) = Ā(τ)A(τ) = |A(τ)|2
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oraz

|A∗A(τ)| = |A(τ)|2,

zatem algebra C(T ) jest algebr ↪a C
∗.

Rozważmy przestrzeń wszystkich par ~A = (f, g) skierowanych liczb

rozmytych. Każd ↪a skierowan ↪a liczb ↪e
~A = (f, g) możemy potraktować jako

funkcj ↪e zespolon ↪a poprzez zanurzenie w przestrzeni liczb zespolonych po-
staci

A = f + ig

lub

A(u) = f(u) + ig(u), u ∈ [0, 1],

gdzie i =
√
−1 jest jednostk ↪a urojon ↪a.

Przestrzeń A1 jest przestrzeni ↪a Banacha, jeśli norm ↪e elementu A ∈ A1

zdefiniujemy w postaci

||A|| = max
u∈[0,1]

|A(u)|,

gdzie |A(u)| – modu l liczby zespolonej A(u) = f(u) + ig(u), czyli

|A(u)|2 = f 2(u) + g2(u), u ∈ [0, 1].

Przyk lad B.2. Niech ~A b ↪edzie skierowan ↪a liczb ↪a rozmyt ↪a odpowiada-
j ↪ac ↪a symetrycznej, triangularnej liczbie rozmytej o wartości centralnej a
i rozpi ↪etości s. Skierowana liczba rozmyta ~A ma postać

~A = (f, g),

gdzie

f(u) = a− s(1− u),

g(u) = a+ s(1− u).

Podnosz ↪ac do kwadratu obie równości, dostajemy

f 2(u) = a2 + (1− u)2s2 − 2a(1− u)s, u ∈ [0, 1],

g2(u) = a2 + (1− u)2s2 + 2a(1− u)s, u ∈ [0, 1].

Dodajac stronami, mamy

f 2(u) + g2(u) = 2a2 + 2(1− u)2s2.
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Oznaczmy

F (u) = |A(u)|2 = 2a2 + 2(1− u)2s2.

Do wyznaczenia normy elementuA potrzebujemy znaleźć maksimum funk-
cji

F (u) = |A(u)|2,

czyli w tym przypadku – maksimum funkcji

F (u) = 2a2 + 2(1− u)2s2, u ∈ [0, 1].

Niech a = 1, 7494, s = 0, 0411. St ↪ad dla u ∈ [0, 1] otrzymujemy

f(u) = 1, 7494− 0, 0411(1− u),

g(u) = 1, 7494 + 0, 0411(1− u).

Wykres funkcji zespolonej (f(u), g(u)) w tym przyk ladzie przedstawia ry-
sunek B.1, natomiast funkcji F (u) – rysunek B.2.

Rys. B.1. Funkcja zespolona (f(u), g(u)) dla a = 1, 7494, s = 0, 0411

Źród lo: opracowanie w lasne
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Rys. B.2. Funkcja F (u) dla a = 1, 7494, s = 0, 0411

Źród lo: opracowanie w lasne

Przyk lad B.3. Niech ~A b ↪edzie skierowan ↪a liczb ↪a rozmyt ↪a, odpowiadaj ↪ac ↪a
symetrycznej, gaussowskiej liczbie rozmytej o wartości przeci ↪etnej a i od-
chyleniu standardowym s. Funkcja przynależności µA(x) ma postać

µA(x) = e−(x−as )
2

.

Logarytmuj ↪ac stronami, otrzymujemy

lnµA(x) = −
(
x− a
s

)2

.

St ↪ad mamy
x− a
s

= ±
√
− lnµA(x).

Oznaczmy
µA(x) = u,

x(u) = f(u), dla x < a,

x(u) = g(u), dla x ≥ a.

Wówczas
f(u)− a = ±s

√
− lnu

oraz
f(u) = a± s

√
− lnu.
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Ponieważ z definicji funkcji f(u) wynika warunek f(u) < a, wi ↪ec musi być

f(u) = a− s
√
− lnu dla f(u) < a.

Analogicznie, dla funkcji g otrzymujemy

g(u) = a+ s
√
− lnu dla g(u) ≥ a.

Podnosz ↪ac do kwadratu obie równości, a nast ↪epnie dodaj ↪ac stronami,
otrzymujemy

f 2(u) + g2(u) = 2a2 − 2s2 lnu.

Oznaczmy

F (u) = |A(u)|2 = 2a2 − 2s2 lnu.

Do wyznaczenia normy elementuA potrzebujemy znaleźć maksimum funk-
cji F (u). Niech a = 1, 7494, s = 0, 0411. Rysunek B.3 ilustruje funkcj ↪e
zespolon ↪a (f(u), g(u)), natomiast rysunek B.4 – funkcj ↪e F (u).

Rys. B.3. Funkcja zespolona (f(u), g(u)) dla a = 1, 7494, s = 0, 0411

Źród lo: opracowanie w lasne
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Rys. B.4. Funkcja F (u) dla a = 1, 7494, s = 0, 0411

Źród lo: opracowanie w lasne

Przyk lad B.4. Niech ~A b ↪edzie skierowan ↪a liczb ↪a rozmyt ↪a, odpowiadaj ↪ac ↪a
niesymetrycznej, gaussowskiej liczbie rozmytej. Funkcja przynależności
µA(x) ma postać

µA(x) =

e
−
(
x−a
sL

)2

dla x < a,

e
−
(
x−a
sR

)2

dla x ≥ a.

Oznaczmy
µA(x) = u,

x(u) = f(u), dla x < a,

x(u) = g(u), dla x ≥ a.

Powtarzaj ↪ac sposób post ↪epowania z przyk ladów B.1 i B.2, otrzymujemy

f(u) = a− sL
√
− lnu dla f(u) < a,

g(u) = a+ sR
√
− lnu dla f(u) ≥ a

oraz
F (u) = 2a2 + 2(sR − sL)

√
− lnu− 2(s2

R + s2
L) lnu.

Rysunki B.5 i B.6 ilustruj ↪a wykresy odpowiednio funkcji zespolonej
(f(u), g(u)) oraz funkcji F (u) dla a = 1, 7494, sL = 0, 05, sR = 0, 03.
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Rys. B.5. Funkcja zespolona (f(u), g(u)) dla a = 1, 7494, sL = 0, 05, sR = 0, 03

Źród lo: opracowanie w lasne

Rys. B.6. Funkcja F (u) dla a = 1, 7494, sL = 0, 05, sR = 0, 03

Źród lo: opracowanie w lasne

B.2.3. Przestrzeń kwaternionów

Definicja B.6. Kwaternionem nazywamy uporz ↪adkowan ↪a par ↪e liczb ze-
spolonych Ã = (φ, ψ), spe lniaj ↪ac ↪a nast ↪epuj ↪ace aksjomaty
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(i) (φ, ψ) = (f, g) ⇔ φ = f, ψ = g,

(ii) (φ, ψ) + (f, g) = (φ+ f, ψ + g),

(iii) (φ, ψ)(f, g) = (φf − ψḡ, φg + ψf̄),

(iv) α(φ, ψ) = (αφ, αψ), α ∈ R.

Niech H b ↪edzie przestrzeni ↪a kwaternionów. W przestrzeni tej przyj-
mujemy baz ↪e sk ladaj ↪ac ↪a si ↪e z dwóch elementów 1 oraz j. Wtedy każdy
kwaternion Ã ∈ H może być jednoznacznie przedstawiony w postaci

Ã = φ+ jψ.

Oprócz tego, kwaternion może być przedstawiony w postaci sumy alge-
braicznej, w postaci macierzy zespolonej i w postaci macierzy rzeczywistej.

W przestrzeni kwaternionów H zdefiniowane s ↪a trzy operacje: doda-
wania kwaternionów, mnożenia przez liczby zespolone i mnożenia kwater-
nionów.

Dla α ∈ R i dla każdego Ã = φ+ jψ z aksjomatu (iv) wynika

α(φ, ψ) = (αφ, αψ) = αφ+ jαψ.

Dla φ, ψ ∈ C postaci

φ = a+ ib, ψ = c+ id,

dla każdego elementu Ã ∈ H możemy napisać

Ã = φ+ jψ = (a+ ib) + j(c+ id) = a+ ib+ jc+ ijd.

Przyjmuj ↪ac oznaczenie k = ij, otrzymujemy

Ã = a+ ib+ jc+ kd.

W ten sposób para dwóch liczb zespolonych (φ, ψ) może być jednoznacznie
zapisana w postaci

Ã = a+ ib+ jc+ kd,

zwanej postaci ↪a sumy algebraicznej.

Mamy wi ↪ec H = R4, czyli każdy kwaternion może być jednoznacznie
wyznaczony przez cztery liczby a, b, c, d i st ↪ad jego nazwa.

Mnożenie elementów bazy i, j, k w przestrzeni H może być przedsta-
wione w postaci

i2 = j2 = k2 = ijk = −1
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ij = k, ji = k, jk = i, kj = i, ki = j, ik = j.

Zgodnie z aksjomatem (iii), mnożenie dwóch kwaternionów Ã = (φ, ψ)
oraz B̃ = (f, g) wyraża si ↪e wzorem

ÃB̃ = (φ, ψ)(f, g) = (φf − ψḡ, φg + ψf̄).

Niech Ã = (i, 0) oraz B̃ = (0, 1). Wówczas mamy

ÃB̃ = (i, 0)(0, 1) = (i · 0− 0 · 1̄, i · 1 + 0 · 0̄) = (0, i)

B̃Ã = (0, 1)(i, 0) = (0 · i− 1 · 0̄, 0 · 0 + 1 · ī) = (0,−i),

czyli ÃB̃ 6= B̃Ã, co oznacza, że mnożenie kwaternionów nie jest prze-
mienne.

Definicja B.7. Dla dowolnego Ã ∈ H definiujemy kwaternion sprz ↪eżony

Ã∗ = φ− jψ.

Wynika st ↪ad, że operacja sprz ↪eżenia kwaternionów jest inwolucj ↪a w H,
czyli spe lnia warunki

(i) (Ã∗)∗ = Ã, dla każdego Ã ∈ H,

(ii) (ÃB̃)∗ = B̃∗Ã∗, dla Ã, B̃ ∈ H,

(iii) (Ã+ B̃)∗ = Ã∗ + B̃∗,

(iv) dla λ ∈ R i Ã ∈ H zachodzi (λÃ)∗ = λÃ∗,

(v) dla λ ∈ C i Ã ∈ H zachodzi (λÃ)∗ = Ã∗λ̄.

Oprócz przedstawienia kwaternionu Ã = (φ, ψ), φ, ψ ∈ C w postaci
sumy algebraicznej, istnieje również przedstawienie w postaci macierzy
zespolonej

Ã =

[
φ ψ
−ψ̄ φ̄

]
, φ, ψ ∈ C.

Możemy wykazać izomorfizm pomi ↪edzy przedstawieniem kwaternio-
nów w postaci macierzy zespolonej a przedstawieniem w postaci sumy
algebraicznej, jeżeli wprowadzimy baz ↪e w przestrzeni R4 w postaci

1 =

[
1 0
0 1

]
, i =

[
i 0
0 −i

]
, j =

[
0 1
−1 0

]
, k =

[
0 i
i 0

]
.
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Wychodz ↪ac od postaci algebraicznej kwaternionu Ã i wykorzystuj ↪ac w las-
ności operacji na macierzach i liczbach zespolonych, otrzymujemy kolejno

Ã = a · 1 + b · i + c · j + d · k =

= a

[
1 0
0 1

]
+ b

[
i 0
0 −i

]
+ c

[
0 1
−1 0

]
+ d

[
0 i
i 0

]
=

=

[
a 0
0 a

]
+

[
bi 0
0 −bi

]
+

[
0 c
−c 0

]
+

[
0 di
di 0

]
=

=

[
a+ bi 0

0 a− bi

]
+

[
0 c+ di

−c+ di 0

]
=

=

[
φ 0
0 φ̄

]
+

[
0 ψ
−ψ̄ 0

]
=

[
φ ψ
−ψ̄ φ̄

]
.

Sprz ↪eżenie dla kwaternionów przedstawianych w postaci macierzowej wy-
raża si ↪e jako [

φ ψ
−ψ̄ φ̄

]
=

[
φ̄ −ψ
ψ̄ φ

]
,

natomiast dla postaci sumy algebraicznej mamy

¯̃A = a · 1 + b · i + c · j + d · k = a · 1− b · i− c · j− d · k,

a dla pary liczb zespolonych

(φ, ψ) = (φ̄,−ψ).

Sprz ↪eżenie oznaczać b ↪edziemy także gwiazdk ↪a, pisz ↪ac Ã∗ zamiast ¯̃A.

Kwaternion jako macierz rzeczywista może być także przedstawiony
w postaci 

a b −d −c
−b a −c d
d c a b
c −d −b a

, a, b, c, d ∈ R.

Rozważmy ogóln ↪a postać macierzy zespolonej, reprezentuj ↪acej dowolny
kwaternion Ã ∈ H

Ã =

[
φ ψ
−ψ̄ φ̄

]
.
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Definicja B.8. Kwaternionem rozmytym nazywać b ↪edziemy kwaternion

Ã(u) = (φ(u), φ̄(u)), u ∈ [0, 1],

koresponduj ↪acy z liczb ↪a rozmyt ↪a A.
Funkcja zespolona φ(u) sk lada si ↪e z dwóch cz ↪eści: cz ↪eść rzeczywista

opisuje wartość centraln ↪a liczby rozmytej, a cz ↪eść urojona odnosi si ↪e do
jej funkcji przynależności.

Definicja B.9. Rozmytym kwaternionem triangularnym, symetrycznym
nazywać b ↪edziemy kwaternion Ã, koresponduj ↪acy z triangularn ↪a, syme-
tryczn ↪a liczb ↪a rozmyt ↪a A = (a, sA), gdzie a jest wartości ↪a centraln ↪a, a sA
jest rozpi ↪etości ↪a liczby rozmytej10. Macierz zespolona rozmytego kwater-
nionu triangularnego i symetrycznego ma postać

Ã =

[
a− isA(1− u) a+ isA(1− u)
−a+ isA(1− u) a+ isA(1− u)

]
.

Definicja B.10. Pierwiastek kwadratowy iloczynu kwaternionu Ã przez
swoje sprz ↪eżenie Ã∗, nazywany norm ↪a elementu Ã. Oznaczamy go sym-
bolem ||Ã|| i zapisujemy w postaci

||Ã||H =
√
ÃÃ∗ =

√
|φ|2 + |ψ|2. (B.2.1)

Funkcja kwaternionowa Ã(·) : [0, 1]→ C może być zapisana jako

Ã(u) =

[
φ(u) ψ(u)
−ψ̄(u) φ̄(u)

]
, φ(u), ψ(u) ∈ C, u ∈ [0, 1]. (B.2.2)

Wykorzystuj ↪ac definicj ↪e wyznacznika dla zespolonej macierzy kwadrato-
wej 2× 2, możemy zapisać

det Ã(u) = det

[
φ(u) ψ(u)
−ψ̄(u) φ̄(u)

]
=

= φ(u)φ̄(u) + ψ(u)ψ̄(u) = |φ(u)|2 + |ψ(u)|2 = ‖Ã‖2
H,

(B.2.3)

a dla postaci sumy algebraicznej

det Ã = det(a · 1 + b · i + c · j + d · k) = a2 + b2 + c2 + d2, (B.2.4)

10 Por. rysunek 4.2 w rozdziale 4.
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natomiast dla par liczb zespolonych jako

det Ã(u) = det(φ(u), ψ(u)) = |φ(u)|2 + |ψ(u)|2. (B.2.5)

Macierz dope lnień algebraicznych macierzy Ã(u) ma postać

D(u) =

[
φ̄(u) ψ̄(u)
−ψ(u) φ(u)

]
,

a po transpozycji

DT (u) =

[
φ̄(u) −ψ(u)
ψ̄(u) φ(u)

]
.

Ponieważ
det Ã(u) = ‖Ã(u)‖2

H,

wi ↪ec macierz odwrotna Ã−1(u) wyraża si ↪e w postaci

Ã−1(u) =
1

‖Ã(u)‖2
H

[
φ̄(u) −ψ(u)
ψ̄(u) φ(u)

]
=

=
1

‖Ã(u)‖2
H

[
φ(u) ψ(u)
−ψ̄(u) φ̄(u)

]
=

1

‖Ã(u)‖2
H
Ã(u), u ∈ [0, 1].

(B.2.6)

Poj ↪ecie normy i sprz ↪eżenia kwaternionu umożliwia zdefiniowanie elementu
odwrotnego do niezerowego kwaternionu Ã w postaci

Ã−1(u) =
1

||Ã||2H
Ã(u), u ∈ [0, 1] (B.2.7)

lub

Ã−1(u) =
1

||Ã||2H
Ã∗(u), u ∈ [0, 1]. (B.2.8)

Element Ã może mieć tylko jeden element odwrotny. Gdyby istnia ly dwa
elementy odwrotne B̃1 i B̃2, to mielibyśmy

B̃1Ã = ÃB̃1 = I

oraz
B̃2Ã = ÃB̃2 = I.

Bior ↪ac iloczyn B̃2B̃1Ã, mamy

B̃2B̃1Ã = B̃2

(
B̃1Ã

)
= B̃2I = B̃2.
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Z drugiej strony, ten sam iloczyn B̃2B̃1Ã można przedstawić w postaci

B̃2B̃1Ã = B̃2ÃB̃1 = (B̃2Ã)B̃1 = IB̃1 = B̃1.

Wynika z tego, że musi być B̃2 = B̃1, czyli przestrzeń kwaternionów H ma
t ↪e w lasność, że każdy niezerowy kwaternion Ã posiada tylko jeden element
odwrotny. Nazywamy go elementem odwracalnym lub regularnym. Jest
to równocześnie podstawowe za lożenie w twierdzeniu Gelfanda–Mazura.

Na mocy twierdzenia Gelfanda–Mazura algebra Banacha, w której każ-
dy niezerowy element jest odwracalny, jest izometrycznie izomorficzna
z algebr ↪a Banacha liczb zespolonych. Algebra kwaternionów jest tak ↪a
algebr ↪a, w której każdy niezerowy element jest odwracalny.

Pokażemy teraz, że jeśli kwaterniony Ã, B̃ s ↪a odwracalne, to odwra-
calny jest też iloczyn ÃB̃ i zachodzi

(ÃB̃)−1 = B̃−1Ã−1. (B.2.9)

Rozważmy niezerowe kwaterniony Ã(u) oraz B̃(u), u ∈ [0, 1]. Oznaczmy

C̃−1(u) =
[
Ã(u)B̃(u)

]−1

=
1

‖Ã(u)B̃(u)‖2

[
Ã(u)B̃(u)

]∗
. (B.2.10)

Algebra kwaternionów H jest algebr ↪a C
∗, wi ↪ec zachodzi

(Ã(u)B̃(u))∗ = B̃∗(u)Ã∗(u). (B.2.11)

Korzystaj ↪ac z definicji normy kwaternionu (B.2.1) oraz z (B.2.11), mamy

‖Ã(u)B̃(u)‖2 =
[
Ã(u)B̃(u)

][
Ã(u)B̃(u)

]∗
= Ã(u)B̃(u)B̃∗(u)Ã∗(u) =

= Ã(u)‖B̃(u)‖2Ã∗(u)= Ã(u)Ã∗(u)‖B̃(u)‖2=‖Ã(u)‖2‖B̃(u)‖2,

czyli
‖Ã(u)B̃(u)‖2 = ‖Ã(u)‖2‖B̃(u)‖2. (B.2.12)

Zatem wykorzystuj ↪ac (B.2.11) i (B.2.12), możemy zapisać (B.2.10) w po-
staci

C̃−1(u) =
1

‖Ã(u)B̃(u)‖2

[
Ã(u)B̃(u)

]∗
=

1

‖Ã(u)‖2‖B̃(u)‖2
B̃∗(u)Ã∗(u) =

=
1

‖B̃(u)‖2
B̃∗(u)

1

‖Ã(u)‖2
Ã∗(u) = B̃−1(u)Ã−1(u),
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czyli [
Ã(u)B̃(u)

]−1

= B̃−1(u)Ã−1(u), (B.2.13)

co należa lo pokazać.

Definicja B.11. Przestrzeni ↪a unitarn ↪a U(H) nazywać b ↪edziemy prze-
strzeń wektorow ↪a nad cia lem kwaternionów H, w której określona jest
forma

(Ã, B̃)→ 〈Ã, B̃〉 ∈ C, Ã, B̃ ∈ H,

spe lniaj ↪aca warunki

1o. 〈Ã, B̃〉 = 〈B̃, Ã〉,
2o. 〈Ã+ B̃, C̃〉 = 〈Ã, C̃〉+ 〈B̃, C̃〉,
3o. 〈aÃ, B̃〉 = a〈Ã, B̃〉, a ∈ C,

4o. 〈Ã, Ã〉 > 0 dla Ã 6= O oraz jeśli 〈Ã, Ã〉 = 0 ⇒ Ã = O.

Liczb ↪e zespolon ↪a 〈Ã, B̃〉 nazywamy wówczas iloczynem skalarnym ele-
mentów Ã, B̃ ∈ H. Warunki 1o − 4o nazywaj ↪a si ↪e aksjomatami iloczynu
skalarnego ([60], s. 62).

Definicja B.10 określa poj ↪ecie normy w przestrzeni H. Skorzystamy
z informacji podanej w ksi ↪ażce Mlaka [74] o tym, że iloczyn skalarny
wyraża si ↪e za pomoc ↪a normy wed lug formu ly

〈Ã, B̃〉 =
1

4

{
‖Ã+B̃‖2+i‖Ã+iB̃‖2−‖Ã−B̃‖2−i‖Ã−iB̃‖2

}
, (B.2.14)

gdzie Ã, B̃ ∈ H, natomiast H jest zespolon ↪a przestrzeni ↪a kwaternionów.

Dla lepszego zrozumienia zwi ↪azku pomi ↪edzy norm ↪a elementów prze-
strzeni H a iloczynem skalarnym, jaki indukuje norma przestrzeni H zwe-
ryfikujemy wzór (B.2.14).

Korzystaj ↪ac z aksjomatów iloczynu skalarnego, otrzymujemy kolejno

‖Ã+ B̃‖2 = 〈Ã+ B̃, Ã+ B̃〉 = 〈Ã, Ã+ B̃〉+ 〈B̃, Ã+ B̃〉 =

= 〈Ã, Ã〉+ 〈Ã, B̃〉+ 〈B̃, Ã〉+ 〈B̃, B̃〉 =

=‖Ã‖2 + 〈Ã, B̃〉+ 〈B̃, Ã〉+ ‖B̃‖2.

(B.2.15)
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Analogicznie mamy

‖Ã− B̃‖2 = 〈Ã− B̃, Ã− B̃〉 = 〈Ã, Ã− B̃〉 − 〈B̃, Ã− B̃〉 =

= 〈Ã, Ã〉 − 〈Ã, B̃〉 − 〈B̃, Ã〉+ 〈B̃, B̃〉 =

=‖Ã‖2 − 〈Ã, B̃〉 − 〈B̃, Ã〉+ ‖B̃‖2.

(B.2.16)

Odejmuj ↪ac (B.2.16) od (B.2.15), otrzymujemy

‖Ã+ B̃‖2 − ‖Ã− B̃‖2 = 2〈Ã, B̃〉+ 2〈B̃, Ã〉. (B.2.17)

Podobnie post ↪epujemy z pozosta lymi wyrazami w (B.2.14). Mamy

‖Ã+ iB̃‖2 = 〈Ã+ iB̃, Ã+ iB̃〉 = 〈Ã, Ã+ iB̃〉+i〈B̃, Ã+ iB̃〉 =

= 〈Ã, Ã〉+ 〈Ã, iB̃〉+ i〈B̃, Ã〉+ i〈B̃, iB̃〉 =

=‖Ã‖2 + ī〈Ã, B̃〉+ i〈B̃, Ã〉+ īi‖B̃‖2.

(B.2.18)

Mnoż ↪ac ‖Ã+ iB̃‖ przez i, otrzymujemy

i‖Ã+ iB̃‖2 = i‖Ã‖2 − ii〈Ã, B̃〉+ ii〈B̃, Ã〉+ i‖B̃‖2 =

= i‖Ã‖2 + 〈Ã, B̃〉 − 〈B̃, Ã〉+ i‖B̃‖2.

(B.2.19)

Po wstawieniu −i zamiast i, mamy

−i‖Ã− iB̃‖2 =− i‖Ã‖2 + 〈Ã, B̃〉 − 〈B̃, Ã〉 − i‖B̃‖2. (B.2.20)

Sumuj ↪ac (B.2.19) oraz (B.2.20), dostajemy

i‖Ã+ iB̃‖2−i‖Ã− iB̃‖2 = i‖Ã‖2 + 〈Ã, B̃〉 − 〈B̃, Ã〉+ i‖B̃‖2 +

−i‖Ã‖2 + 〈Ã, B̃〉 − 〈B̃, Ã〉 − i‖B̃‖2 =

=2〈Ã, B̃〉 − 2〈B̃, Ã〉.

(B.2.21)
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Ostatecznie suma (B.2.17) oraz (B.2.21) prowadzi do wyrażenia

‖Ã+ B̃‖2−‖Ã−B̃‖2 +i‖Ã+iB̃‖2−i‖Ã−iB̃‖2 =

=2〈Ã, B̃〉+ 2〈B̃, Ã〉+ 2〈Ã, B̃〉 − 2〈B̃, Ã〉 = 4〈Ã, B̃〉.
(B.2.22)

St ↪ad otrzymujemy wyrażenie na iloczyn skalarny w przestrzeni unitarnej.
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[62] Kosiński W., Prokopowicz P., Śl ↪ezak D., (2003), Ordered fuzzy numbers,
Bulletin of the Polish Academy of Sciences – Mathematics, 51, 327–338.

[63] Krane S. A., (1963), Analysis of Survival Data by Regression Techniques,
Technometrics, 5, 161–174.

[64] Ladde G. S., Wu L., (2009), Development of modified Geometric Brownian
Motion model by using stock price data and basic statistics, Nonlinear
Analysis, 71, 1203–1208.



231

[65] Lee R. D., Carter L., (1992), Modeling and forecasting the time series
of U.S. mortality, Journal of the American Statistical Association, 87,
659–671.

[66] Lee R. D., Miller T., (2001), Evaluating the performance of the Lee–Carter
method for forecasting mortality, Demography, 38, 537–549.

[67] Lin D. Y., (1991), Goodness-of-Fit Analysis for the Cox Regression Mo-
del Based On a Class of Parameter Estimators, Journal of the American
Statistical Association, 86, 725–728.

[68] Lipcer R., Sziriajew A., (1981), Statystyka procesów stochastycznych,
PWN, Warszawa.

[69] Luciano E., Spreeuw J., Vigna E., (2008), Modelling stochastic mortality
for dependents lives, Insurance: Mathematics and Economics, 43, 234–244.

[70] Malik H. J., (1970), Estimation of the Parameters of the Pareto Distribu-
tion, Metrika, 15, 126–132.

[71] Malinowski M. T., (2012), Strong solutions to stochastic fuzzy differential
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[99] Socha L., (1993), Równania momentów w stochastycznych uk ladach dyna-

micznych, PWN, Warszawa.
[100] Socha L., (2008), Linearization Methods for Stochastic Dynamic Systems,

Springer, Berlin.
[101] Stacy E. W., (1962), A Generalization of the Gamma Distribution, The

Annals of Mathematical Statistics, 33, 1187–1192.
[102] Stacy E. W., Mihram G. A., (1965), Parameter Estimation for a Gene-

ralized Gamma Distribution, Technometrics, 7, 349–358.
[103] Stratonovich R., (1960), A new form of representation of stochastic in-

tegral and equations, SIAM Journal on Control and Optimization, 4,
362–371.



233
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